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Streszczenie: Rotacyjny las (rotation forest) jest narzedziem analitycznym stuzacym do bu-
dowy zagregowanych modeli predykcyjnych. Pojedyncze modele drzew klasyfikacyjnych
powstaja na podstawie podprob bootstrapowych, a do ich budowy uzywa si¢ innych zbio-
réw zmiennych niezaleznych. Poczatkowo dzieli si¢ zbior tych zmiennych na k roztacznych
podzbiordw, a nastepnie w kazdym z nich stosuje si¢ analiz¢ glownych sktadowych w celu
uzyskania liniowej kombinacji zmiennych wejsciowych. Celem artykutu jest porownanie
skutecznosci modeli prognostycznych zbudowanych za pomoca rotacyjnego lasu z innymi
modelami zagregowanymi: metoda bagging, drzewami wzmacnianymi AdaBoost i losowym
lasem. Do analiz wykorzystano 11 zbiordw obserwacji pobranych z popularnego repozyto-
rium on-line. Obliczenia zostaty wykonane w programie WEKA (Waikato Environment for
Knowledge Analysis), a ocena modeli zostata dokonana za pomoca czterech miar: doktadno-
$ci, czutosci, precyzji i miary F. Wyniki wskazuja na ograniczone mozliwosci wykorzysta-
nia tego modelu zagregowanego w badaniach rynkowych i marketingowych. Najwazniejsze
przeszkody dotycza poziomu pomiaru zmiennych niezaleznych i zasobow sprz¢towych nie-
zbednych do analizy duzych zbioréw danych.

Stowa kluczowe: badania marketingowe, predykcja, podejscie wielomodelowe, rota-
cyjny las.

Summary: Rotation forest is an example of ensemble model that combines decision trees
with principal component analysis. Single decision trees are based on bootstrap subsamples
and different sets of independent variables (rotated feature space). The goal of this article is
to compare the effectiveness of predictive models built by using rotation forest with other
models based on bagging, Adaboost and random forest. Data sets used in this analysis come
from popular UCI Machine Learning repository. Predictive models were built by open source
WEKA software. The author used two algorithms of decision trees (J48 and SimpleCart) and
modified the type of split (binary/not binary) and pruning options. The performance of models
was evaluated by using popular measures based on misclassification matrix: accuracy, recall,
precision and F-measure. The results indicate a limited possibility of using this algorithm in



70 Mariusz Lapczynski

marketing. The main obstacles relate to the measurement scale of independent variables and
computer power required to analyze large data sets.

Keywords: marketing survey, prediction, ensemble models, rotation forest.

1. Wstep

Laczenie modeli 1 narzedzi analitycznych jest obecnie powszechng praktyka pod-
czas budowy modeli prognostycznych w wielu dziedzinach i obszarach badawczych.
Wigksza czasochtonno$¢ zwigzana z analiza danych jest bardzo czesto kompenso-
wana wyzszg tratnos$cig predykcji, redukcja problemu niezbilansowanych préob lub
dostarczeniem czytelnych wzorcéw ze zbiordw danych o ztozonej strukturze. Celem
niniejszego artykulu jest prezentacja algorytmu rotacyjny las, ktory jest przyktadem
modelu zagregowanego — taczacego wiele modeli bazowych (sktadowych).

E. Gatnar wyr6znia trzy sposoby taczenia modeli: rownolegte, szeregowe i hy-
brydowe [Gatnar 2008], i to wlasnie architektura rownolegta odnosi si¢ do rotacyj-
nego lasu. Wyzsza trafnos¢ predykcji modelu zagregowanego jest zwykle wynikiem
zroéznicowania (diversity) modeli bazowych, ktora uzyskuje si¢ poprzez:

* losowanie prob uczacych o réznej zawartosci obiektow — kazdy model bazowy
powstaje na podstawie innego zbioru (chociaz w cz¢$ci) przypadkow;

* stosowanie réznych zestawow zmiennych niezaleznych dla kazdego modelu
sktadowego;

e przeksztatcenie zmiennej zaleznej, tak jak w metodzie twicing lub ECOC (Er-
ror-Correcting Output Coding);

* uzywanie roznych ustawien (parametréw) modeli bazowych;

*  budowe¢ modeli sktadowych przy uzyciu roznych narzedzi analitycznych;

*  budoweg modeli bazowych przy uzyciu metod niestabilnych, np. za pomoca
drzew klasyfikacyjnych lub sieci neuronowych.

Rotacyjny las byt dosy¢ czesto wykorzystywany w analizie danych medycz-
nych, m.in. do prognozowania zachorowan na raka piersi [Alickovi¢, Subasi 2015],
do przewidywania zwijania si¢ biatek [Dehzangi i in. 2010], w badaniach dotycza-
cych zniesienia czucia bolu [Hu i in. 2012], w diagnozowaniu choréb wiencowych
[Karabulut, Ibrik¢i 2012] czy w rozpoznawaniu choroby Parkinsona [Ozcift 2012].
Inne ciekawe zastosowania dotyczyly rozpoznawania rodzajow i marek pojazdow
na podstawie danych z monitoringu [Zhang, Zhou 2012], diagnozowania usterek
turbin wiatrowych [Santos i in. 2012] czy identyfikowania niebezpiecznych gazow
w systemach kanalizacyjnych [Ojha, Dutta, Chaudhuri 2016]. Na gruncie szeroko
rozumianej ekonomii rotacyjny las byt stosowany do prognozowania cen nierucho-
mosci [Lasota, Luczak, Trawinski 2012] i prognozowania migracji klientow [Idris,
Khan, Lee 2013; De Bock, Van den Poel 2011].
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2. Charakterystyka rotacyjnego lasu

Rotacyjny las (rotation forest) to podejscie wielomodelowe, stosowane w progno-
zowaniu zmiennych jakosciowych i ilosciowych, ktore w pewnych elementach jest
podobne do procedury popularnego losowego lasu (random forest). Pojedyncze mo-
dele sktadowe (bazowe) to drzewa klasyfikacyjne albo regresyjne, do budowy kto-
rych wykorzystuje si¢ wszystkie przypadki z proby uczacej z rotowang przestrzenia
zmiennych objasniajacych.

Na wstepie przyjmuje si¢, ze proba! uczaca zawiera N obserwacji, n zmiennych
objasniajacych i zmienng zalezng Y (jako$ciowg albo iloSciowq) [Rodriguez, Kun-
cheva, Alonso 2006]. Dla kazdego modelu sktadowego (1, 2, 3, ..., L):

1) dzieli si¢ probe uczaca na K podzbiorow, w taki sposob, zeby kazdy podzbior
zawieratl wszystkie przypadki (V) i podzbiér M (M = n / K) zmiennych objasniaja-
cych (podzbiory zmiennych objasniajacych zazwyczaj sa rozlaczne; chociaz nie jest
to warunek konieczny do przeprowadzenia analizy, trzeba dodac, ze roztacznosé
zapewnia wicksza roznorodnos¢ modeli sktadowych);

2) w kazdym podzbiorze eliminuje si¢ losowo przypadki nalezace do niekto-
rych kategorii zmiennych zaleznych, jest to tozsame z redukcja liczby przypadkow
w tych podzbiorach;

3) w kolejnym kroku losuje si¢ podprobe bootstrapowa o liczebnosci 75% z kaz-
dego podzbioru proby uczacej zredukowanego w kroku nr 2;

4) w kazdej podprobie bootstrapowej przeprowadza si¢ analize gléwnych skta-
dowych w taki sposob, zeby liczba gtéwnych sktadowych byta rowna liczbie zmien-
nych objasniajacych, pierwotne zmienne zostaja zastapione gtdéwnymi sktadowymi,
ktore sg ich linowymi kombinacjami;

5) informacj¢ o gldownych sktadowych ze wszystkich K podpréb bootstrapowych
wykorzystuje si¢ do oryginalnej proby uczacej zawierajacej wszystkie n zmiennych
niezaleznych, buduje si¢ model sktadowy (np. drzewo klasyfikacyjne), wykorzystu-
jac wszystkie N obserwacji z proby uczacej i zbior gtownych sktadowych (nowych
zmiennych objasniajacych).

!'Wielu autorow uzywa okreslen ,,zbiér uczacy” (z ktorego mozna losowaé proby bootstrapowe)
i,,zbior testowy”. Terminy ,,proba uczaca” i ,,proba testowa” moga budzi¢ watpliwosci, poniewaz ko-
jarzone sa z proba pobierang losowo z populacji, co nie zawsze ma miejsce w przypadku analizy da-
nych wtornych. Autor zdecydowat si¢ uzywac okreslen ,,proba uczaca”, ,,proba testowa” i ,,podproba
bootstrapowa” z dwoch powodow. Po pierwsze, w literaturze zachodniej czg$¢ autorow uzywa okreslen
learning sample, a czg¢$¢ training set oraz konsekwentnie bootstrap subsample i bootstrap sample.
Po drugie, dosy¢ czgsto zbior obserwacji, ktory jest dzielony na podzbiory, do budowy i testowania
modelu bywa losowany z duzego zbioru danych, wigc mozna by uzna¢, ze juz na wstgpie moze on by¢
traktowany jako proba losowa. Taka sytuacja ma miejsce w niektérych zbiorach obserwacji wykorzy-
stanych w tych badaniach (sg proba pobrang losowo z wigkszego zbioru danych) i, zdaniem autora,
bedzie wystepowaé coraz czesciej w kontekscie analizy duzych zbioréw danych (big data), gdzie pro-
blemem jest niewystarczajaca moc obliczeniowa komputerow, a w konsekwencji koniecznos¢ redukeji
liczby obserwacji.
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Zaleta rotacyjnego lasu jest — podobnie jak w przypadku losowego lasu — wyko-
rzystywanie podzbioru zmiennych objasniajacych podczas budowy modelu sktado-
wego. Skraca to czas obliczen zwtaszcza w zbiorach obserwacji z duza liczba zmien-
nych niezaleznych. Liczba wszystkich mozliwych podziatéw (7)) zbioru zmiennych
objasniajacych n na K podzbioréw o liczebnosci M zmiennych wynosi:

n!
r= K\(M)HK > [1]
co dla 10 zmiennych daje 945 mozliwych podziatow, a dla 14 zmiennych juz 135 135
podziatow. Jest to bez watpienia ten parametr modelu, ktory zwigksza réznorodnosc¢
modelu zagregowanego. Nalezy jednak w tym miejscu doda¢, ze prawdopodobien-
stwo, iz wszystkie modele sktadowe begda rdézne, wynosi:

T!

P(rézne modele sktadowe) = m, (2]

co przy liczbie modeli sktadowych L wigkszej niz 30 oraz liczbie predyktorow réw-
nej 8 powoduje, ze wynik jest bliski zeru. Innymi stowy, jest prawie niemozliwe, aby
wszystkie modele sktadowe byly rozne. To ograniczenie sktonito autorow algorytmu
do zastosowania podrob bootstrapowych o liczebnosci 75%, ktére obok podziatu
zbioru cech zwigkszajg réznorodnos¢ modeli bazowych.

Réznorodnos¢ jest jednym z wymogow, jakie stawia si¢ modelom zagregowa-
nym, poniewaz taczenie modeli o podobnych wtasciwosciach (liczbie analizowanych
przypadkow, liczbie analizowanych zmiennych, postaci analizowanych zmiennych
itp.) jest bezcelowe [Rodriguez, Alonso 2004]. Drugi wymog, jaki powinien by¢
spetniony w podejsciu wielomodelowym, to doktadnos$¢ (accuracy), jaka powinny
charakteryzowac si¢ modele sktadowe. W przypadku rotacyjnego lasu wykorzystuje
si¢ wszystkie gtoéwne sktadowe (wyjasnia si¢ catkowita wariancj¢), a zatem nie ma
utraty informacji, co z kolei pozwala przyjac, ze wynik agregacji nie powinien by¢
gorszy od wyniku uzyskanego za pomocg modelu bazowego.

Wiaczenie analizy gtéwnych skltadowych do procedury rotacyjnego lasu powo-
duje pewne ograniczenie, jakim jest mozliwo$¢ wykorzystania wytacznie iloscio-
wych zmiennych niezaleznych. Wprawdzie zdaniem tworcow metody w przypadku
zmiennych dyskretnych nalezy zamieni¢ je na ciggle (co oznacza zapewne utwo-
rzenie zmiennych sztucznych), jednak nalezy pamigta¢, ze moze to budzi¢ sporo
watpliwosci. Pamigtajgc o zatozeniach klasycznej analizy gltdéwnych sktadowych,
mozna przypuszczac, ze lepiej uzy¢ wielowymiarowej analizy korespondencji, od-
miany PCA dla zmiennych kategorialnych (Categorical Principal Components Ana-
lysis, CATPCA, skalowanie optymalne) albo wykorzysta¢ korelacje tetrachoryczne
w tradycyjnej wersji PCA.

3. Inne modele zagregowane wykorzystane w badaniach

Modele zbudowane za pomocg rotacyjnego lasu zostaty porownane z innymi po-
pularnymi modelami zagregowanymi: podejsciem bagging, algorytmem AdaBoost
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i losowym lasem. Skrot bagging pochodzi od angielskich terminéw bootstrap ag-
gregating [Breiman 1994] i oznacza agregacj¢ bootstrapowa, czyli taczenie wielu
modeli zbudowanych na podstawie réznych podpréb bootstrapowych. Schemat po-
stepowania jest nastgpujacy:

1) z proby uczacej L o liczebnosci n losuje si¢ w sposob prosty niezalezny (ze
zwracaniem) proby liczace n przypadkow, powstaja w ten sposob podproby bootstra-
powe (L, L,, ... L,); na podstawie kazdej z nich budowany jest pojedynczy model;

2) wynik predykcji to w przypadku zmiennych zaleznych jako$ciowych wynik
gtosowania modeli sktadowych, natomiast w przypadku zmiennych zaleznych ilo-
$ciowych — wynik usredniania.

Algorytm AdaBoost [Freund, Shapire 1997] stuzy do budowy modelu zagrego-
wanego w architekturze szeregowe;j. Jest to skrot od angielskich terminow adaptive
boosting, co thumaczy si¢ jako adaptacyjne wzmacnianie lub poprawianie wyniku
predykcji. W pierwszym kroku powstaje model, ktory zwykle dosy¢ stabo klasyfi-
kuje obiekty (weak classifier). Po ocenie trafno$ci predykcji nadaje si¢ przypadkom
z proby uczacej wagi. Te przypadki, ktore zostaly blednie sklasyfikowane, otrzy-
mujg wyzsze wspotczynniki wagowe, za$ te, ktore zostaty poprawnie sklasyfiko-
wane, otrzymujg nizsze wspotczynniki wagowe. Po wprowadzeniu wag dokonuje
si¢ ponownego losowania proby uczacej i na jej podstawie buduje kolejny model.
Oznacza to, ze postac i skutecznos¢ kolejnych modeli predykcyjnych jest uzaleznio-
na od wynikow modeli poprzednich, poniewaz to one decyduja o wspotczynnikach
wagowych przypisywanych obiektom z proby uczacej. Ostateczny wynik predykcji
to wynik wazonego gltosowania. Nie jest to glosowanie wigkszosciowe (majority
voting) jak w procedurze bagging, poniewaz kazdy kolejny model charakteryzuje si¢
coraz lepsza trafnoscia predykc;ji.

Idea losowego lasu? oparta jest na algorytmie drzew klasyfikacyjnych CART.
W trakcie analizy budowane jest wiele pojedynczych drzew [Breiman 2001], ktore
ostatecznie klasyfikuja nowy obiekt do jednej z klas — wariantu zmiennej objasnia-
nej. Klasyfikowanie obiektow przez pojedyncze modele bywa okreslane terminem
»Zlosowanie” (voting) i oznacza, ze rozpoznawany obiekt trafia do klasy, ktora zo-
stata wskazana przez wigkszo§¢ modeli. W przypadku modeli regresyjnych wyni-
kiem prognozy jest usredniony wynik z modeli sktadowych. Procedura analityczna
sktada si¢ z trzech etapéw [Breiman, Cutler 2007]:

1) z proby uczacej L o liczebnosci n losuje si¢ podproby bootstrapowe tak samo
jak w procedurze bagging;

2 Pierwotnie autor algorytmu — L. Breiman — uzyt okre$lenia random forests, co w dostownym
tlumaczeniu oznacza losowe lasy. Autor zdecydowat si¢ na uzywanie okreslenia losowy las w liczbie
pojedynczej, poniewaz zgodnie ze Stownikiem jezyka polskiego las to zwarty zesp6t roslinnosci z prze-
waga drzew. Przemawia za tym rowniez fakt, ze jeden model sktada si¢ z wielu drzew, a zatem o loso-
wych lasach mozna by mowi¢ wowczas, gdyby utworzy¢ kilka modeli zagregowanych. Termin ,,las”
w liczbie pojedynczej jest rOwniez uzywany w programie STATISTICA, w pakiecie R (randomForest)
oraz w programie Random Forest firmy Salford Systems.
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2) z catego zbioru M zmiennych objasniajacych losuje si¢ zbior m zmiennych
(gdzie m < M); losowanie to przeprowadza si¢ na kazdym etapie podziatu pojedyn-
czych modeli, przy czym ustalona na poczatku warto$¢ m pozostaje niezmieniona
przez caty czas trwania analizy;

3) kazdy model budowany jest do mozliwie maksymalnie duzych rozmiaréw
(pomimo ze uzywa si¢ tu algorytmu CART, to jednak nie korzysta si¢ z opcji przy-
cinania).

4. Opis zbiorow obserwacji

W badaniach wykorzystano 11 zbioréw obserwacji dostepnych on-line w popular-
nym repozytorium UCI Machine Learning Repository. Pierwszy zbior wykorzysta-
ny w badaniach (balance scale) zawiera wyniki eksperymentu psychologicznego.
Zmienna zalezna dotyczy skali rownowagi i przyjmuje trzy warianty: rownowaga,
odchylenie w lewo i odchylenie w prawo. Dane z drugiego zbioru (banknote authen-
tication) zostaly wyodrebnione ze zdj¢¢ oryginalnych i fatszywych banknotow. Fo-
tografie wykonano kamerg przemystowa w odcieniach szarosci, a ostateczne kopie
miaty rozdzielczos¢ 400 na 400 pikseli. Zmienne objasniajace to wariancja, skos-
no$¢, kurtoza i entropia zdje¢ uzyskanych na drodze transformacji falkowej (wave-
let), a zmienna objasniana to przynalezno$¢ do jednej z dwoch kategorii: ,,falszywy”
albo ,,oryginalny”. W kolejnym zbiorze obserwacji (glass identification) jako$ciowa
zmienna zalezna informowata o rodzaju szkta (okienne, z szyb samochodowych,
z reflektorow samochodowych, z mebli itp.), a 9 ilosciowych zmiennych niezalez-
nych odnosito si¢ do zawartosci substancji chemicznych w szkle (m.in. Zzelazo, glin
magnez, silikon, wapn) oraz do wspolczynnika zatamania §wiatla.

W kolejnym zbiorze obserwacji (ionosphere) wykorzystanym w badaniu zmien-
na zalezna odnosi si¢ do stanu jonosfery (bad / good), natomiast 34 niezalezne
zmienne ilo$ciowe do pomiardw uzyskanych z radaré6w umieszczonych na potwy-
spie Labrador w Kanadzie. Zbior liczy 351 przypadkow. Piaty zbior obserwacji (iris)
dotyczy kwiatow irysa (kosaéca). Zmienna zalezna to odmiana kwiatu (kosaciec
szczecinkowy — setosa, kosaciec wirginijski — virginica i kosaciec roznobarwny —
versicolor), zmienne niezalezne za$§ to dane o dlugosci i szerokosci platka korony
— petal oraz o dlugosci i szeroko$ci dziatki kielicha — sepal (wszystkie metryczne).
W zbiorze danych seeds zmienna zalezna odnosi si¢ do ziaren trzech odmian psze-
nicy (Kama, Rosa, Kanadyjska), a zmienne niezalezne do wynikow badania struk-
tury jadra tych ziaren za pomoca promieni rentgenowskich, w tym m.in. obwodu,
dtugosci, zwarto$ci, szerokosci czy wspotczynnika asymetrii. Wszystkie zmienne
objasniajace sg zmiennymi ciggtymi.

Nastepny zbior obserwacji (segment) zawiera informacje o fotografiach, ktore
pogrupowano w segmenty na podstawie 19 ilo§ciowych zmiennych niezaleznych,
wsrod ktorych znajdowaty sig m.in.: nasycenie kolorow, odcien, intensywnos¢ ko-
loru czerwonego (R), zielonego (G) lub niebieskiego (B). W 6smym zbiorze da-
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nych — sonar — dwuwariantowa zmienna zalezna odnosi si¢ do skaty (rock) i metalo-
wego cylindra, natomiast zbior szes¢dziesigeiu iloSciowych zmiennych niezaleznych
dotyczy sygnatow wysytanych przez sonar pod réznymi katami i w réoznych warun-
kach. Nastepny zbidr obserwacji (spambase) odnosi si¢ do zjawiska spamu, czyli
wysytania niechcianych wiadomosci za posrednictwem poczty elektronicznej. Bi-
narna zmienna zalezna przyjmuje dwie kategorie (spam/nie spam), a 57 ilosciowych
zmiennych niezaleznych dotyczy czestotliwosci wystepowania okreslonych stow,
np. free, business, credit, money, original itp. Zbidr danych vehicle ma czterowa-
riantowa zmienng zalezng o dosy¢ niespdjnych kategoriach: opel, saab, bus i van.
Zbidr ilosciowych zmiennych niezaleznych obejmuje wymiary pojazdow (dlugosc,
promien skretu, proporcje osi itp.). Ostatni zbior danych — wine — dotyczy win otrzy-
mywanych z trzech odmian winogron wystepujacych w jednym z regionow Wioch.
Zmienne niezalezne to wyniki analizy chemicznej (zmienne ilo§ciowe), ktore infor-
mujg m.in. o zawartos$ci alkoholu, magnezu, kwasu jabtkowego, zwigzkdéw polife-
nolowych, pochodnych flawinowych itp. Zmienna zalezna to 3-wariantowa zmienna
kategorialna odnoszaca si¢ do klasy wina.

Tabela 1. Charakterystyka zbioréw danych

Liczba
., .. | Liczba zmiennych kategorii Najrzadziej Liczba
Zbidr obserwacji . . . . . . ,
niezaleznych zmiennej wystepujaca kategoria | przypadkow
zaleznej
balance scale 4 3 B 625
banknote 2 17 1372
glass 6 tableware 214
ionosphere 34 2 b 351
iris 4 3 wszystkie po 50 150
seeds 3 wszystkie po 70 210
segment 19 7 wszystkie po 330 2310
sonar 60 2 rock 208
spambase 57 2 W17 4601
vehicle 18 4 van 846
wine 13 3 3”7 178

Zrédto: opracowanie wlasne.

W tabeli 1 zestawiono podstawowe informacje o zbiorach obserwacji wyko-
rzystanych w badaniach. Wskazano w niej liczb¢ zmiennych niezaleznych, liczbe
kategorii zmiennej zaleznej, liczbg przypadkow oraz nazwe kategorii zmiennej za-
leznej, ktora wystepowata najrzadziej (te, ktora potencjalnie najtrudniej opisac lub
przewidzie¢). W tym ostatnim przypadku intencjg autora byto ujednolicenie kryte-
riow oceny modeli. W modelach dyskryminacyjnych jako$¢ rozwigzania oceniana
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na podstawie macierzy btednych klasyfikacji zalezy w niektorych miernikach od
tego, ktora kategoria zmiennej objasnianej jest brana pod uwagg. Jak tatwo zauwa-
zy¢, wszystkie zbiory obserwacji maja wytacznie ilo§ciowe zmienne objasniajace.

5. Wyniki analiz

Modele rotacyjnego lasu oraz pozostate modele zagregowane (bagging, AdaBo-
ostM1 1 losowy las) zostaty zbudowane za pomocg programu WEKA. Kazdy zbior
danych zostat podzielony na probe (zbidr) uczaca (66%) i probe (zbior) testowa
(34%). W analizie uwzgledniono nast¢pujace modyfikacje algorytmu:

* potaczono analizg gtéwnych sktadowych z odpowiednikiem algorytmu C4 (J48)

i odpowiednikiem algorytmu CART (SimpleCart);

* w ramach algorytméw drzew klasyfikacyjnych stosowano przycinanie lub nie
stosowano przycinania;

* w ramach algorytmow drzew klasyfikacyjnych stosowano podziaty binarne lub
dowolne (tylko w J48);

* modyfikowano liczb¢ modeli sktadowych (10, 20, 30, 40, 50, 100 i 200).

Do oceny jakos$ci rozwigzania wykorzystano popularne miary oparte na ma-
cierzy btednych klasyfikacji, jak doktadnos¢, czutos¢ (okreslana w literaturze data
mining terminem recall), precyzja i miara F (F-measure)®>. W czterech kolejnych
tabelach (2-5) przedstawiono szczegdtowe wyniki dla zbioru danych vehicle. Dla

Tabela 2. Warto$ci miary doktadnos$ci (accuracy) na przyktadzie zbioru vehicle

Liczba modeli sktadowych

Model zagregowany
10 20 30 40 50 100 200
RL (J48 binarne nieprzyciete) | 0,806 | 0,819 | 0,788 | 0,816 | 0,809 | 0,823 | 0,802
RL (J48 dowolne nieprzycigte) | 0,806 | 0,819 | 0,788 | 0,816 | 0,809 | 0,823 | 0,802
RL (J48 binarne przycigte) 0,806 | 0,819 | 0,795 | 0,816 | 0,809 | 0,814 | 0,799
RL (J48 dowolne przyciete) 0,806 | 0,819 | 0,795 | 0,816 | 0,809 | 0,814 | 0,799
RL (SimpleCart przycigte) 0,819 | 0,785 | 0,813 | 0,802 | 0,781 | 0,809 | 0,781
RL (SimpleCart nieprzyciete) 0,826 | 0,809 | 0,826 | 0,816 | 0,802 | 0,799 | 0,799
Bagging 0,719 | 0.712 | 0,736 | 0,719 | 0,733 | 0,740 | 0,747
AdaBoostM1 0,771 | 0,795 | 0,792 | 0,788 | 0,809 | 0,795 | 0,792
Losowy las 0,743 | 0,736 | 0,754 | 0,757 | 0,764 | 0,760 | 0,764

Zrodlo: opracowanie whasne przy uzyciu programu WEKA.

3 Postugujac si¢ popularnymi skrotami z macierzy btednych klasyfikacji: TP (prawdziwie pozy-
tywne), FP (falszywie pozytywne), TN (prawdziwe negatywne) i FN (falszywie negatywne), mozna
zapisa¢ wzory miar jako$ci w nastepujacy sposob: doktadnos¢ = ((TP+TN)/(TP+FP+TN+FN)), czutosé¢
= (TP/(TP+FN)), precyzja = (TP/(TP+FP)) i miara F = (2 x precyzja x czuto$¢) / (precyzja + czutos¢).
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utatwienia przegladania wynikéw najlepsze rozwiazania wyrdzniono odcieniami
szaro$ci, a najgorsze podkreslono. Skrot RL uzyty w pierwszej kolumnie tabel ozna-
cza rotacyjny las.

Z danych zamieszczonych w tab. 2-5 wynika, ze trudno jest wskaza¢ najlepsza
kombinacj¢ parametrow rotacyjnego lasu. W przypadku doktadnosci modeli naj-
lepsze rozwigzanie uzyskano za pomoca rotacyjnego lasu juz po zbudowaniu 10
modeli bazowych. Warto podkresli¢, ze uzyto innego algorytmu drzewa klasyfika-
cyjnego, niz proponowali to autorzy metody (SimpleCart zamiast J48). Drzewo nie-

Tabela 3. Wartosci miary czutosci (recall) na przyktadzie zbioru vehicle

Liczba modeli sktadowych

Model zagregowany 10 20 30 40 50 100 200
RL (J48 binarne nieprzycigte) 0,986 | 1,000 | 0,986 | 0,972 | 0,986 | 1,000 | 0,986
RL (J48 dowolne nieprzycigte) | 0,986 | 1,000 | 0,986 | 0,972 | 0,986 | 1,000 | 0,986
RL (J48 binarne przycigte) 0,986 | 1,000 | 0,986 | 0,986 | 0,986 | 1,000 | 0,986
RL (J48 dowolne przycigte) 0,986 | 1,000 | 0,986 | 0,986 | 0,986 | 1,000 | 0,986
RL (SimpleCart przycigte) 0,986 | 1,000 [ 1,000 [ 1,000 | 1,000 | 0,986 | 1,000
RL (SimpleCart nieprzycigte) 0,986 | 1,000 | 0,986 | 0,986 | 0,986 | 0,986 | 0,986
Bagging 0.903 | 0,930 | 0,930 | 0,930 | 0,930 | 0,944 | 0,930
AdaBoostM1 0,930 | 0,944 | 0,958 | 0,944 | 0958 | 0,958 | 0,915
Losowy las 0,972 | 0,944 | 0918 | 0,958 | 0,958 | 0,972 | 0,972

Zrédto: opracowanie wlasne przy uzyciu programu WEKA.

Tabela 4. Wartosci miary precyzji (precision) na przyktadzie zbioru vehicle

Liczba modeli sktadowych

Model zagregowany 10 20 30 40 50 100 200
RL (J48 binarne nieprzyciete) | 0,946 | 0,959 | 0,933 | 0,945 | 0946 | 0,973 | 0,959
RL (J48 dowolne nieprzycicte) | 0,946 0,959 0,933 0,945 0,946 0,973 0,959
RL (J48 binarne przycigte) 0,946 | 0,959 | 0,933 | 0946 | 0,959 | 0,959 | 0,959
RL (J48 dowolne przyciete) 0,946 | 0,959 | 0,933 | 0946 | 0,959 | 0,959 | 0,959
RL (SimpleCart przycigte) 0,909 | 0,899 | 0,947 | 0910 | 0,899 | 0,946 | 0,899
RL (SimpleCart nieprzyciete) 0,959 | 0,922 | 0,972 | 0,946 | 0,946 | 0,959 | 0,946
Bagging 0,880 | 0,868 | 0,892 | 0917 | 0,930 | 0,918 | 0,930
AdaBoostM 1 0,880 | 0,944 | 0,944 | 0,957 | 0,958 | 0,944 | 0,942
Losowy las 0,920 | 0,918 | 0,944 | 0919 | 0,907 | 0,932 | 0,920

Zrédto: opracowanie wiasne przy uzyciu programu WEKA
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Tabela 5. Warto$ci miary F (F-measure) na przyktadzie zbioru vehicle

Liczba modeli sktadowych

Model zagregowany
10 20 30 40 50 100 200
RL (J48 binarne nieprzycigte) 0,966 0,979 0,959 0,958 0,966 0,986 0,972
RL (J48 dowolne nieprzycicte) | 0,966 0,979 0,959 0,958 0,966 0,986 0,972
RL (J48 binarne przycigte) 0,966 0,979 0,959 0,966 0,972 0,979 0,972
RL (J48 dowolne przycicte) 0,966 0,979 0,959 0,966 0,972 0,979 0,972
RL (SimpleCart przycigte) 0,946 0,947 0,973 0,953 0,947 0,966 0,947
RL (SimpleCart nieprzycicte) 0,972 0,959 0,979 0,966 0,966 0,972 0,966
Bagging 0,904 | 0.898 | 0,910 | 0,923 | 0,930 | 0,931 | 0,930
AdaBoostM1 0,904 | 0,944 | 0,951 | 0,950 | 0,958 | 0,951 | 0,929
Losowy las 0,945 | 0,931 | 0,931 | 0,938 | 0,932 | 0,952 | 0,945

Zrédto: opracowanie whasne przy uzyciu programu WEKA.

bylo przycinane. Jezeli bra¢ pod uwagg czuto§¢ modeli, to tutaj najlepsze rozwigza-
nie uzyskano po zagregowaniu 20 modeli bazowych. Nie miat znaczenia algorytm
drzewa, sposob podziatu weztdow (binarny i dowolny) ani fakt ich przycinania. Z da-
nych zamieszczonych w tab. 4-5 wynika natomiast, ze najwyzsza precyzje i miare F
uzyskano dzieki wlaczeniu do rotacyjnego lasu drzew J48 i budowie az 100 modeli
bazowych. W przypadku pliku vehicle najgorsze wyniki uzyskano dzigki agregacji
bootstrapowej (bagging), ale — co warto podkresli¢ — wniosek dotyczy wytacznie
tego zbioru obserwacji. ,,Klasyczne” modele zagregowane charakteryzowaty sig
wysokg jakoscig w innych zbiorach danych, przewyzszajac w przypadku niektorych
miar jako$ci rotacyjny las (zbiory: glass, iris, segment, seeds, spambase, wine).

Podsumowujac wszystkie jedenascie zbiorow danych i cztery miary jakosci, na-
lezy stwierdzi¢, ze zdecydowanie najlepsze rozwiazania uzyskano dzieki stosowaniu
rotacyjnego lasu. Algorytm ten byt lepszy w 7 z 11 zbioréw obserwacji (w jednym
zbiorze uzyskano remis, a w trzech zbiorach lepsze byly ,.klasyczne” modele za-
gregowane). Jezeli bra¢ pod uwage algorytm drzew klasyfikacyjnych w rotacyjnym
lesie, to zarowno SimpleCart, jak i J48 charakteryzowaly si¢ poréwnywalng jako-
$cig rozwigzan, chociaz nalezy doda¢, ze odpowiednik C4 budowat modele nawet
4-krotnie szybciej. Bez wzgledu na uzyty algorytm drzew nie powinno si¢ przycinac¢
modeli, gdyz drzewa przycigte okazaly si¢ lepsze jedynie w zbiorze danych glass.
Bez wzgledu na algorytm drzew nie warto bylo budowa¢ modeli o dowolnej liczbie
weztow potomnych, gdyz we wszystkich jedenastu zbiorach danych drzewa binarne
byly bardziej skuteczne.

W tabeli 6 przedstawiono liczbe modeli bazowych, po agregacji ktorych uzyska-
no najwyzsze wartosci doktadnosci, czutosci, precyzji i miary F. Odcieniem szarosci
wyrozniono najmniejszg ich liczbe (10). Wydaje si¢, ze najszybciej uzyskuje si¢ wy-
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Tabela 6. Liczba modeli bazowych, po ktorej uzyskano najwyzsze miary jakosci

Zbior obserwacji Doktadnos¢ Czulos¢ Precyzja Miara F
balance scale 40 10 20 40
banknote 10 10 10 10
glass 50 10 10 10
ionosphere 20 20 40 20
iris 20 10 20 20
seeds 10 10 10 10
segment 30 30 100 30
sonar 20 20 100 20
spambase 100 20 100 100
vehicle 10 20 100 100
wine 10 10 10 10

Zrodto: opracowanie wlasne.

sokg czuto$¢ modeli — w szeéciu zbiorach danych wystarczyt rotacyjny las sktadaja-
cy sie z 10 modeli bazowych. W trzech zbiorach obserwacji (banknote, seeds, wine)
w ogole nie bylo koniecznosci agregowania wigckszej liczby modeli sktadowych,
ale z drugiej strony w czterech zbiorach trzeba bylo potaczy¢ ich znacznie wigce;.
W Zadnym zbiorze danych nie bylo potrzeby budowy 200 modeli bazowych.

6. Zakonczenie

Rotacyjny las to stosunkowo nowy, jezeli porowna¢ go do metody bagging czy Ada-
Boost, algorytm uzywany w podejsciu wielomodelowym. Laczy analize glownych
sktadowych z dowolnym algorytmem drzew klasyfikacyjnych lub regresyjnych.
Z analiz przeprowadzonych na potrzeby niniejszego artykulu wynika, ze najlepsze
rozwigzania w modelach dyskryminacyjnych i najkrotszy czas budowy modelu za-
pewnia uzycie algorytmu J48 (odpowiednika C4), nieprzycinanego z binarnymi po-
dziatami wezléw macierzystych.

Pomimo ze metoda wykazata si¢ wyzsza skutecznoscia niz ,.klasyczne” modele
zagregowane, to jednak nalezy wspomnie¢ o pewnych jej ograniczeniach. Po pierw-
sze, uzycie analizy glownych sktadowych sprawia, ze zmienne objasniajace wyko-
rzystane w budowie modelu powinny by¢ wylacznie ilo§ciowe. Autorzy algorytmu
wspominajg wprawdzie o koniecznosci transformacji zmiennych jakosciowych na
ilosciowe, jednak koncepcja ta moze budzi¢ wiele watpliwosci. Co wazne, w bada-
niach rynkowych i marketingowych wiele cech statystycznych uzywanych w ana-
lizie danych ma charakter jakosciowy, wigc ich wylaczenie z modelu wydaje si¢
niewskazane. Po drugie, program WEKA uzyty do analizy zbiorow obserwacji jest
niewydajny w przypadku zbiorow obserwacji o duzej liczbie przypadkow. W zbio-
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rze spambase nie zdotano zbudowaé¢ 100 modeli bazowych, natomiast w zbiorach
liczacych ponad 10 tysiecy obiektow nie zbudowano zadnego. By¢ moze pomocny
bylby pakiet rotationForest w programie R albo implementacja algorytmu w innych
programach analitycznych (np. Matlab). To dosy¢ duze ograniczenie, poniewaz
w badaniach rynkowych i marketingowych — szczegodlnie w analizie danych wtor-
nych — zbiory danych maja nierzadko kilka tysi¢cy obserwacji. Po trzecie, rotacyjny
las jako model zagregowany jest poniekad ,,czarng skrzynka” i w badaniach ryn-
kowych Iub marketingowych moze stuzy¢ wylacznie do celow prognostycznych,
a nie opisowych. Niestety, to takze znacznie ogranicza stosowanie tego narzedzia,
poniewaz nie pozwala wyjasni¢ badanej dziedziny i nie dostarcza wiedzy potrzebne;j
do formutowania strategii marketingowych.
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