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Prognozowanie w zarządzaniu firmą 2011 

Jacek Szanduła 
Uniwersytet Ekonomiczny we Wrocławiu 

 WYSZUKIWANIE FORMACJI 
 W KURSACH GIEŁDOWYCH 
 PRZY UŻYCIU METOD KLASYFIKACJI DANYCH 

Streszczenie: Artykuł stanowi próbę wprzęgnięcia metod klasyfikacji danych do rozpozna-
wania formacji giełdowych. Formacja jest tu rozumiana jako pewien powtarzalny wzór, któ-
rego pojawienie się oznacza określone konsekwencje. Możliwość tworzenia wzorów nie jest 
ograniczona jedynie do kursu instrumentu finansowego, ale dotyczy także wolumenu oraz 
innych wskaźników. W badaniu wykorzystano notowania giełdowe Agory SA. Uwzględ-
niono szereg zmiennych opisujących zachowanie się kursu oraz wolumenu zarówno w krót-
kim, jak i dłuższym okresie. Do klasyfikacji danych – wyszukiwania wzorów – użyto meto-
dy Warda. Przeprowadzono także ocenę możliwości wykorzystania określonych formacji do 
celów praktycznych. 

Słowa kluczowe: klasyfikacja danych, metoda Warda, analiza techniczna, formacja giełdowa. 

 
 

1. Wstęp 

W prognozowaniu kursów giełdowych najczęściej stosuje się analizę fundamental-
ną oraz analizę techniczną. W analizie fundamentalnej przyjmuje się, że wartość 
określonego instrumentu finansowego zależy od stanu obiektu gospodarczego, któ-
ry ten instrument reprezentuje – przedsiębiorstwa przy kursie akcji, gospodarki 
przy kursie waluty. Analiza techniczna zakłada, że badanie istotnych czynników 
jest bezcelowe, gdyż wszystkie ważne informacje o obiekcie natychmiast są 
uwzględniane w bieżącej wycenie instrumentu finansowego. Oba te podejścia są 
często krytykowane jako mało skuteczne.  

Ponadto analizie technicznej zarzuca się, że nie spełnia standardów metody na-
ukowej, przeciwstawiając jej hipotezę rynku efektywnego [Fama 1970].  

Mimo zastrzeżeń co do założeń analizy technicznej pozostaje ona dominują-
cym podejściem przy prognozowaniu krótkookresowym kursów akcji. Jednym z jej 
podstawowych narzędzi jest analiza formacji, która przy formułowaniu prognozy 
wykorzystuje wykres cen instrumentu finansowego. Korzystający z formacji uzna-
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ją, że pojawienie się określonego kształtu geometrycznego w przebiegu wykresu 
cen skutkuje określonym jego przebiegiem w nadchodzących okresach. Wyzna-
czenie prognozy opiera się najczęściej na ocenie wzrokowej przebiegu wykresu 
(np. [Edwards, Magee 2001; Pring 1998; Malkiel 2003; Jajuga 2007; Murphy 
2008]) – co wprowadza sporą dozę dowolności w interpretacji analizowanego ma-
teriału – lub kształt wykresu analizowany jest z wykorzystaniem technik rozpo-
znawania obrazu (np. [Leigh, Purvis, Ragusa 2002; Leigh, Paz, Purvis 2002; 
Wang, Chan 2007; Liu, Kwong 2007]). 

Celem artykułu jest weryfikacja przydatności statystycznych metod klasyfika-
cji danych do wyszukiwania formacji giełdowych. Przedstawiona zostanie propo-
zycja redefinicji pojęcia formacji giełdowej oraz wynikające z tego konsekwencje.  

2. Metodologia 

2.1. Idea formacji giełdowych 

Idea wykorzystania formacji giełdowych wiąże się z koniecznością zaakceptowa-
nia podstawowych założeń analizy technicznej: 

1. Cena instrumentu finansowego odzwierciedla wpływ wszystkich czynników 
mogących wpływać na cenę. 

2. Na rynku istnieją powtarzające się co pewien czas wzory zachowań.  
Istotą i celem analizy technicznej jest umiejętność poprawnego zidentyfikowa-

nia takiego wzorca.  
Mimo że analiza formacji należy do podstawowych narzędzi analizy technicz-

nej, literatura przedmiotu z reguły pomija definicję tego pojęcia, pozostawiając je-
go znaczenie definicji słownikowej. Jajuga określa formację jako graficzny wzo-
rzec, według którego kształtował się kurs akcji w przeszłości [Jajuga 2007, s. 206]. 
Uzupełniając tę myśl, można dodać, że klasycznie rozumiana formacja jest pew-
nym układem, formą geometryczną, wzorem przebiegu wykresu cen instrumentu 
finansowego.  

Wadę takiego rozumienia formacji stanowi ograniczanie się do analizy graficz-
nej wykresu cen instrumentu finansowego. Tymczasem powtarzające się wzory za-
chowań rynku mogą dotyczyć także na przykład wolumenu czy zmienności. Anali-
za formacji nie powinna z góry odrzucać możliwości wykorzystania innych cech 
opisujących instrument finansowy do identyfikacji wzoru. W związku z tym autor 
proponuje rozszerzyć pojęcie formacji do modelu wzorca wektora cech opisujące-
go instrument finansowy. 

Aby analizę formacji można było uznać za przydatną do praktycznych zasto-
sowań, muszą być spełnione następujące warunki: 

1. Musi istnieć możliwość zidentyfikowania formacji – modele wzorców po-
szczególnych formacji powinny być unikalne, aby w sytuacji wystąpienia w szere-
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gu statystycznym podobnego zestawu cech zakwalifikowanie tegoż zestawu do 
konkretnej formacji było jednoznaczne.  

2. Pojawienie się określonej formacji powinno oznaczać, że po niej nastąpi 
określony skutek (np. wzrost kursu). Nie oznacza to, że ma tu pojawić się związek 
przyczynowo-skutkowy, wystarczy powiązanie symptomatyczne.  

W spełnieniu pierwszego warunku powinny pomóc metody klasyfikacji i dys-
kryminacji danych. Wykorzystanie metod klasyfikacji danych ma za zadanie wy-
odrębnienie jednorodnych (podobnych) grup wektorów cech instrumentu finanso-
wego. Na podstawie każdej z grup ustalony zostanie model wzorca formacji. Po 
ustaleniu modeli wzorców formacji przyporządkowanie poszczególnych sytuacji 
empirycznych do konkretnych formacji będzie możliwe dzięki metodom dyskry-
minacyjnym.  

Kluczowe znaczenie dla jakości przeprowadzonej analizy ma wybór cech dia-
gnostycznych – zmiennych. Zmienne użyte w badaniu powinny reprezentować 
możliwie szerokie spektrum informacji związanych z badanym instrumentem fi-
nansowym. Wśród nich można rozważać np.: 

a) bieżący poziom kursu, 
b) zmienność kursu na ostatniej sesji, 
c) zmienność kursu na poprzednich sesjach, 
d) względną zmianę kursu w określonych przedziałach czasowych, 
e) liczbę dni od lokalnych maksimów i minimów, 
f) trend kursu w określonych przedziałach czasowych, 
g) obroty na ostatniej sesji, 
h) średnie obroty w ciągu poprzednich sesji.  

2.2. Klasyfikacja danych 

Istnieje wiele metod taksonomicznych, umożliwiających wyodrębnienie grup 
obiektów podobnych ze względu na wskazane cechy1. Niezależnie od rozpatrywa-
nej metody konieczność zrównania zakresów zmienności zmiennych narzuca prze-
prowadzenie procedury normalizacyjnej, na przykład standaryzacji: 

 ,
,' i j j

i j
j

x x
x

s


 ,  (1) 

gdzie: ,'i jx  – standaryzowana wartość zmiennej Xj w i-tym momencie, 

 i = 1, 2, …, n, 
 n – liczba obserwacji, 
 j = 1, 2, …, m, 

                                                      
1 Przegląd metod taksonomicznych można znaleźć np. w [Grabiński 1992; Pociecha i in. 1988]. 
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 m – liczba zmiennych, 
 ,i jx  – wartość zmiennej Xj w i-tym momencie, 

 jx  − średnia wartość zmiennej Xj: 

 ,
1

1 n

j i j
i

x x
n 

  , (2) 

js  − odchylenie standardowe zmiennej Xj: 
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,

1

1
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1

n
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  . (3) 

Podobieństwo zmiennych na ogół określane jest poprzez ich wzajemną odleg-
łość2. Im odległość między zmiennymi mniejsza, tym większe podobieństwo. 
W kolejnym kroku należy wyznaczyć macierz odległości: 
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2,1 2,
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   
  
 

D




   


, (4) 

której elementy są odległościami euklidesowymi3 między wektorami standaryzo-
wanych wartości poszczególnych obserwacji: 

 2
, , ,

1

( ' ' )
m

i k i j k j
j

d x x


  . (5) 

Dysponując macierzą odległości, można przystąpić do klasyfikacji obserwacji. 
Autor proponuje postępowanie dwuetapowe. W pierwszym kroku obserwacje dzie-
lone będą z wykorzystaniem metody Warda [1963], a wstępnie uzyskany podział 
na zbiory zostanie następnie zoptymalizowany metodą środków ciężkości [Beale 
1969; Sparks 1973; Sparks 1975].  

Metoda Warda należy do aglomeracyjnych metod klasyfikacji danych. Punk-
tem wyjścia jest zbiór n jednoobiektowych skupień. Są one sukcesywnie łączone w 
skupienia wyższego rzędu, aż do uzyskania jednego skupienia obejmującego 

                                                      
2 Inne sposoby pomiaru podobieństwa zmiennych można znaleźć np. w [Cieślak, Jasiński 1979; 

Strahl 1990; Szanduła 2002]. 
3 Odległości euklidesowe można w razie potrzeby zastąpić innymi miarami odległości, np. Ham-

minga, Czebyszewa czy Mahalanobisa.  
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wszystkie obiekty. W pierwszym kroku wyszukiwane są pary skupień p i q naj-
mniej odległe od siebie [Ward, Hook 1963]: 

 ,
,

min{ }pq i j
i j

d d  i < j; j = 2, …, n.  (6) 

Następnie skupienia p i q łączone są w jedno nowe skupienie p, a skupienie q 
usuwa się. Dla nowo uzyskanego skupienia p wyznacza się odległości od wszyst-
kich pozostałych skupień według wzoru: 

 
( ) ( )

' p r pr q r qr r pq
pr

p q r

n n d n n d n d
d

n n n

   


 
, (7) 

gdzie: 'prd  − odległość nowego skupienia od skupienia r, 

 prd  – odległość pierwotnego skupienia p od skupienia r, 

 qrd  – odległość pierwotnego skupienia q od skupienia r, 

 pqd  – wzajemna odległość pierwotnych skupień p i q, 

 pn  – liczebność pierwotnego skupienia p, 

 qn  – liczebność pierwotnego skupienia q, 

 rn  – liczebność skupienia r. 

Na początku kolejnej iteracji dla wszystkich r przyjmuje się, że 

 'pr prd d . (8) 

Powyższe kroki powtarzane są, aż do uzyskania jednego skupienia.  
Jednym z najważniejszych etapów klasyfikacji danych jest ustalenie ostatecz-

nej liczby klas (skupień). Spośród wielu prac podejmujących ten problem (zob. np. 
[Hardy 1996; Herbin i in. 2001; Cheong, Lee 2008]) żadna nie daje jednoznacznej 
wskazówki co do właściwego podejścia. Dopuszczalnym rozwiązaniem jest arbi-
tralne ustalenie liczby klas.  

Po ustaleniu k początkowych skupień można przystąpić do optymalizacji podziału. 
W przypadku optymalizacji metodą środków ciężkości należy określić maksymalną 
liczbę iteracji. Dla każdego ze skupień wyznaczany jest środek ciężkości: 

 
1

1 l

i

n

l l
l in 

 c x , (9) 

gdzie: lc  – środek ciężkości l-tej klasy, l = 1, 2, …, k, 

 ln  – liczebność l-tej klasy, 

 
il

x  – i-ty wektor obserwacji należący do l-tej klasy: 
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Środki ciężkości stają się jądrami koncentracji. Optymalizacja polega na przy-
porządkowaniu poszczególnych wektorów obserwacji do najbliższego jądra kon-
centracji. W ten sposób powstaje nowy podział na k skupień. W następnej iteracji 
ponownie wyznacza się jądra koncentracji i dokonuje optymalizacji. Kroki powta-
rza się, dopóki nowy podział nie przynosi zmian lub nie zostanie osiągnięta mak-
symalna liczba iteracji.  

Jakość klasyfikacji zależy od homogeniczności i heterogeniczności skupień. Syn-
tetycznym miernikiem umożliwiającym ocenę poprawności klasyfikacji dla ustalonej 
liczby klas jest tzw. szerokość sylwetki (silhouette width) [Rousseeuw 1987]: 

 
1 1

1 l

i

nk

l
l i

s s
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  ,  1,1s   , (11) 

gdzie s  – szerokość sylwetki, przy czym: 
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gdzie: 
il

a  – średnia odległość wektora 
il

x  od pozostałych wektorów obserwacji 

w l-tej klasie, 

 ,min( )
i il l j

j l
b b


 ,  (13) 

 ,il jb  – średnia odległość wektora 
il

x  od wszystkich wektorów obserwacji 

w j-tej klasie. 
Im szerokość sylwetki s  jest większa (bliższa jedności), tym lepsza jakość kla-

syfikacji.  

2.3. Weryfikacja przydatności formacji giełdowych 

Wyszukiwanie i określanie formacji będzie miało sens, jeżeli choćby część z nich 
ułatwi podjęcie decyzji co do zachowań inwestycyjnych – kupna lub sprzedaży. 
Oznacza to, że formacja powinna poprzedzać określone zachowanie się kursu in-
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strumentu finansowego. Autor proponuje zweryfikować, czy poszczególne klasy 
dają sygnały co do ewentualnego kupna lub sprzedaży w następujący sposób: 

1. Ocena istotności zmiany kursu po upływie wybranej długości okresu dla 
każdej klasy przeprowadzona na podstawie danych użytych do klasyfikacji (zbioru 
uczącego). Ocena ta polega na przyjęciu lub odrzuceniu hipotezy o równości śred-
niej zmiany kursu w danej klasie do średniej zmiany kursu w badanej populacji. 
Hipoteza zerowa i alternatywna przyjmuje postać: 

 0 ,

1 ,

:

:
t l t

t l t

H y y

H y y




, (14) 

gdzie: ty  – średnia zmiana kursu w badanej populacji po t sesjach, 

 ,t ly  – średnia zmiana kursu w l-tej klasie po t sesjach. 

Statystyka testowa, przy założeniu normalności rozkładu badanej zmiennej, 
przyjmuje postać (zob. np. [Ostasiewicz i in. 2006]): 
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gdzie ,t ls  – odchylenie standardowe kursu w l-tej klasie po t sesjach. 

Statystyka z dla dużych ln  ma rozkład asymptotycznie zbieżny do standardo-

wego rozkładu normalny. Dla 

 | | *z z , (16) 

nie ma podstaw do odrzucenia hipotezy H0. W przypadku gdy 

 | | *z z ,  (17) 

hipotezę H0 należy odrzucić na rzecz H1. Wartość krytyczną z* odczytuje się ze 
standardowego rozkładu normalnego dla przyjętego poziomu istotności α. Alterna-
tywnie zamiast wyznaczać wartość krytyczną z* można wyznaczyć p-value:  

 -value 2 { | |}p P z   ,  (18) 

przy czym (0,1)N   – jest zmienną o standardowym rozkładzie normalnym.  

Im mniejsza jest wartość p-value, tym mniejsze prawdopodobieństwo popeł-
nienia błędu statystycznego pierwszego rodzaju, czyli odrzucenia hipotezy H0 
wówczas, gdy jest ona prawdziwa.  

2. Przyporządkowanie nowych danych do odpowiednich klas, tj. przeprowa-
dzenie dyskryminacji zbioru testowego. Przed przystąpieniem do dyskryminacji 
zbioru testowego zmienne należy poddać standaryzacji. Aby nie wprowadzać nie-
potrzebnych zniekształceń w obrazie danych, autor proponuje przeprowadzać stan-
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daryzację wartości zbioru testowego parametrami (średnią i odchyleniem standar-
dowym) uzyskanymi dla zbioru uczącego. Dyskryminację można przeprowadzić, 
wykorzystując środki ciężkości poszczególnych klas. Nowy wektor obserwacji 
przyporządkowany zostanie do klasy, której środek ciężkości jest mu najbliższy.  

3. Ocena istotności odchyleń od średniej zmian kursu i obrotu po upływie wy-
branej długości okresu dla każdej klasy przeprowadzona na podstawie zbioru te-
stowego. Przebieg postępowania jest taki jak w punkcie 1, ale z tą różnicą, że po-
pulację stanowi teraz zbiór testowy.  

4. Ocena skutków ekonomicznych podjętych decyzji. W przypadku występo-
wania statystycznie istotnych zmian poziomu kursu w zbiorach uczącym i testo-
wym można przystąpić do weryfikacji przydatności strategii inwestycyjnej wyko-
rzystującej formacje giełdowe.  

3. Badanie empiryczne 

W badaniu wykorzystane zostały dane dotyczące spółki Agora SA, notowanej na 
Giełdzie Papierów Wartościowych w Warszawie. Dane obejmują okres od 
17.11.2000 do 12.08.2010 r. Uwzględniono zmienne: 

a) określające zmienność kursu: 
– stosunek kursu zamknięcia do kursu otwarcia, 
– stosunek kursu maksymalnego do kursu minimalnego, 
– stosunek kursu zamknięcia do kursu minimalnego, 
– stosunek ruchomego 10-sesyjnego odchylenia standardowego kursu zamknię-

cia do 10-sesyjnej średniej ruchomej kursu zamknięcia (10-sesyjny ruchomy 
współczynnik zmienności kursu zamknięcia): 

 ,
,

,

t k
t k

t k

s
v

x
 , k = 10, (19) 

gdzie: ,t kx  − średnia ruchoma k-sesyjna na t-tą sesję,  

 ,t ks  − k-sesyjne odchylenie standardowe na t-tą sesję; 

b) określające kształtowanie się kursu w ostatnim czasie: 
– liczba sesji od najwyższego kursu zamknięcia w ciągu ostatnich 20 dni, 
– liczba sesji od najwyższego kursu zamknięcia w ciągu ostatnich 10 dni, 
– liczba sesji od najwyższego kursu zamknięcia w ciągu ostatnich 5 dni, 
– liczba sesji od najniższego kursu zamknięcia w ciągu ostatnich 20 dni, 
– liczba sesji od najniższego kursu zamknięcia w ciągu ostatnich 10 dni, 
– liczba sesji od najniższego kursu zamknięcia w ciągu ostatnich 5 dni, 
– zmiana kursu zamknięcia z sesji na sesję, 
– zmiana kursu zamknięcia w ciągu 5 sesji, 
– zmiana kursu zamknięcia w ciągu 10 sesji, 
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c) związane z obrotem: 

– bieżący obrót, 
– średni obrót z 10 sesji. 

Obserwacje poszczególnych zmiennych zostały podzielone na dwa rozłączne 
chronologicznie zbiory: uczący o liczności 1500 obserwacji i testowy składający 
się z 934 obserwacji. Dla zbioru uczącego dokonano standaryzacji, klasyfikacji 
(wzory 1-8). Liczba klas ustalona została arbitralnie na k = 25. Mimo dokonania 
optymalizacji klasyfikacji (wzory 9-10), jej jakość należy określić jako słabą ze 
względu na niską wartość szerokości sylwetki (wzór 11) – poniżej 0,2. Obliczenia 
przeprowadzone zostały z wykorzystaniem programu Taksonomia numeryczna au-
torstwa K. Kolendy, będącego dodatkiem do pracy [Kolenda 2006]. 

Niska jakość klasyfikacji nie jest wystarczającym powodem, by zakończyć wy-
szukiwanie formacji. Szerokość sylwetki określa średnią wartość dla wszystkich 
klas. W przypadku analizy formacji nie jest konieczne ani nawet oczekiwane, aby 
podczas każdej sesji (dla każdego wektora obserwacji) generowany był sygnał 
kupna lub sprzedaży. Wystarczy, aby część wyodrębnionych klas była homoge-
niczna i generowała określony sygnał. Dlatego w kolejnym kroku zbadana została 
istotność średniej względnej zmiany kursu po jednej, pięciu i dziesięciu sesjach.  

W przypadku większości klas średnie zmiany kursu w analizowanych odstę-
pach czasowych nie różniły się istotnie od średniej zmiany kursu dla całej zbioro-
wości. Jednak w przypadku 10 klas zaobserwowane zostały zmiany, które można 
uznać za istotne. Środki ciężkości tych klas stanowić będą modele wzorców forma-
cji. Zestawienie otrzymanych wyników prezentuje tabela 1. Pogrubioną czcionką 
zaznaczone zostały zmiany kursów, dla których p-value nie przekracza 0,05. War-
tości te należy uznać za istotnie różne od średniej wyznaczonej dla całego okresu. 
W związku z tym wektor zakwalifikowany do klasy/formacji 12 przynosił (poprze-
dzał) spadek kursu akcji średnio 2,7-procentowy po pięciu sesjach i 3,5-pro-
centowy po 10 sesjach. Z kolei wektory zakwalifikowane do klasy 23 dawały śred-
nio 0,9-procentowy wzrost kursu po 5 sesjach i 2,5-procentowy po 10.  

Tabela 1. Podsumowanie wyników zbioru uczącego 

Numer klasy 3 4 7 11 12 17 18 20 23 25 

Średnia zmiana 
kursu po 1 sesji 

[%] –0,4 –0,1 –0,9 0,7 –0,8 –0,1 –0,1 –0,3 –0,1 –0,3 
p-value 0,282 0,949 0,003 0,002 0,056 0,748 0,813 0,539 0,847 0,640 

Średnia zmiana 
kursu po 5 sesjach 

[%] –1,8 1,0 –2,0 0,1 –2,7 –1,7 –1,7 –0,9 0,9 –2,2 
p-value 0,044 0,051 0,002 0,497 0,000 0,006 0,165 0,561 0,043 0,022 

Średnia zmiana 
kursu po 10 sesjach

[%] –0,9 2,9 –1,8 –0,7 –3,5 –4,0 –3,0 –4,8 2,5 –3,2 
p-value 0,588 0,000 0,178 0,600 0,002 0,002 0,026 0,008 0,000 0,015 

Źródło: opracowanie własne. 
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Na podstawie uzyskanych wyników można stwierdzić, że część formacji lepiej 
nadaje się do prognozowania krótkookresowego – na następną sesję – a część w 
przypadku dłuższych okresów – na 10 sesji naprzód. Spośród 15 sygnałów 11 za-
powiada spadki, a tylko 4 wzrosty. Możliwe więc, że formacje zapowiadające 
spadki są łatwiejsze do zidentyfikowania.  

Podsumowanie wyników zbioru testowego prezentuje tabela 2. Zbiór testowy 
nie potwierdził wyników uzyskanych dla zbioru uczącego. Spośród 10 klas i 15 
istotnych wskazań w zbiorze uczącym jedynie jeden przypadek w zbiorze testo-
wym był istotny na poziomie 0,05 – klasa 23, prognoza na 10 sesji naprzód. Dwa 
przypadki (szary kolor w tabeli 2) można by dodatkowo zaakceptować przy odpo-
wiednim zwiększeniu poziomu istotności. W przypadku klasy 3 i prognozy pięcio-
sesyjnej średnia zmiana kursu była istotna, lecz jej kierunek był inny – w zbiorze 
uczącym nastąpił spadek, natomiast w zbiorze testowym wzrost kursu (szare tło 
komórki w tabeli 2).  

Tabela 2. Podsumowanie wyników zbioru testowego 

Numer klasy 3 4 7 11 12 17 18 20 23 25 

Średnia zmiana 
kursu po 1 sesji 

[%] 0,5 0,4 –0,6 0,7 –0,5 0,1 –0,6 0,5 –0,2 1,1 
p-value 0,456 0,532 0,228 0,102 0,214 0,882 0,077 0,181 0,529 0,653 

Średnia zmiana 
kursu po 5 sesjach 

[%] 2,2 2,3 0,1 0,0 –0,3 0,5 –0,3 2,1 0,0 –0,7 
p-value 0,002 0,266 0,964 0,971 0,786 0,718 0,784 0,077 0,999 0,903 

Średnia zmiana 
kursu po 10 sesjach

[%] 1,3 6,1 –3,3 3,4 –1,0 0,4 0,6 0,5 2,4 1,5 
p-value 0,251 0,065 0,011 0,007 0,524 0,752 0,748 0,731 0,019 0,803 

Źródło: opracowanie własne. 

4. Wnioski 

Próba testowa nie potwierdziła predyktywnych własności poszczególnych forma-
cji, co z punktu praktycznego wykorzystania proponowanego podejścia czyni go 
bezużytecznym. W związku z tym autor odstąpił od badania oceny skutków eko-
nomicznych decyzji podjętych na podstawie analizy formacji.  

Przykład empiryczny nie potwierdził zasadności koncepcji wykorzystania me-
tod klasyfikacji danych do wyszukiwania formacji giełdowych w ich rozszerzonym 
rozumieniu. Zdaniem autora nie oznacza to jednak fiaska samej koncepcji. Na 
uwagę zasługują bowiem choćby własności zbioru uczącego. Gdyby wszystkie kla-
sy były zbiorami przypadkowych wektorów, nie powinny dawać żadnych sygna-
łów co do dalszego kształtowania się kursu. Na brak potwierdzenia własności zbio-
ru uczącego w zbiorze testowym może składać się szereg przyczyn. Najważniejszą 
przesłanką niepowodzenia wydaje się niska jakość klasyfikacji zbioru uczącego, 
która ma wpływ na późniejszą poprawność dyskryminacji zbioru testowego. Po-
prawę jakości klasyfikacji zbioru uczącego można osiągnąć poprzez zmianę w do-
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borze zmiennych diagnostycznych, a także zmianę metody klasyfikacji. Zasadne 
wydaje się także przeprowadzenie analizy z wyłączeniem obserwacji, których dys-
kryminacja może być wątpliwa – leżących daleko od wzorca modelu formacji.  
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SEARCHING FOR TECHNICAL ANALYSIS FORMATIONS 
IN STOCK PRICES WITH THE USE 
OF CLUSTER ANALYSIS METHODS 

Summary: The article attempts to employ the methods of data classification to identify 
stock formations. Formation is understood as a repetitive pattern which appearance means 
certain consequences. The ability to form patterns is not limited only to the price of a finan-
cial instrument, but it is also applicable to volume and other indicators. The study uses stock 
prices of Agora SA. A number of variables describing the behaviour of price and volume of 
stock in both the short and long term are taken into account. For the data classification – pat-
tern searching – Ward’s method is used. The paper also conducts an evaluation of the possi-
ble use of certain formations for practical purposes. 

 
 
  


