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KRZYWE WYPELNIAJACE
W ROZWIAZYWANIU WIELOWYMIAROWYCH
PROBLEMOW DECYZYJNYCH

W monografii przedstawiono metodyke konstruowania i badania algorytméw de-
cyzyjnych, ktora jest nowym podejéciem do probleméw przetwarzania i podejmo-
wania decyzji na podstawie wielowymiarowych obserwacji. Polega ona na trans-
formacji danych do postaci jednowymiarowej za pomoca quasi-odwrotnosci do-
brze dobranej krzywej wypelniajacej, a nastepnie na rozwiazaniu jednowymiaro-
wego problemu decyzyjnego. W efekcie transformacji uzyskuje sie redukcje wy-
miaru problemu i jego znaczaca kompresje, bez utraty istotnych informacji prze-
strzennych zawartych w danych wielowymiarowych. Prowadzi to do mozliwos$ci
konstruowania szybkich algorytméw podejmowania decyzji, ktére moga dziatac
na biezaco, na podstawie aktualnie uzyskiwanych obserwacji. Podejscie to rozwija
kierunki badan prowadzone obecnie w automatyce, polegajace na projektowaniu
elastycznych systemoéw, taczacych konwencjonalne techniki z réznorodnymi me-
todami uczenia, ktére wykorzystuja zgromadzone obserwacje pomiarowe i pozwa-
laja na korygowanie pracy systemu.

Opracowano uktady réwnan funkcyjnych i rekurencyjne metody wyznaczania
odwzorowan quasi-odwrotnych do wielowymiarowych krzywych typu Peano, Hil-
berta i Sierpiniskiego. Wykazano, ze transformacje te zachowuja istotne informacje
statystyczne zawarte w wielowymiarowych danych. Wyprowadzono teoretyczna
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zalezno$¢ miedzy wymiarami fraktalnymi danych przed i po transformacji. Udo-
wodniono, ze badana klasa krzywych wypelniajacych zachowuje ryzyko Bayesa
dla dowolnego rozkladu obserwacji o ograniczonym nosniku. Zdefiniowano nowa
klase krzywych wypelniajacych, ktére zachowuja zadang miare probabilistyczna
i wykorzystano ja w problemach kwantyzacji. Zbadano asymptotyczna wartosé
dystorsji wektorowych kwantyzatoréw otrzymanych poprzez redukcje wymiaru
obserwacji. Zdefiniowano tez pojecie powierzchni wypelniajacej oraz odpowied-
nie odwzorowanie quasi-odwrotne oraz zbadano ich podstawowe wlasnosci. Wpro-
wadzono pojecie multi-karty, ktéra jest uogdlnieniem tradycyjnej karty kontrol-
nej i pozwala ocenia¢ stan wielowymiarowego procesu na podstawie przeksztal-
conych, skalarnych obserwacji, zbadano tez jej wlasnoéci. Otrzymane rezultaty
teoretyczne zastosowano w odniesieniu do wielowymiarowych problemdéw decy-
zyjnych, dotyczacych rozpoznawania i monitorowania stanu procesu, diagnostyki
i probleméw statystycznego wykrywania zmian w procesie oraz probleméw kwan-
tyzacji. Zaowocowalo to powstaniem szczegétowych metod, spetniajacych nalo-
zone wymagania teoretyczne. W wielu przypadkach zaproponowano takze proste
obliczeniowo algorytmy heurystyczne. Podstawowa cecha, wszystkich opracowa-
nych metod jest mala zlozonosé obliczeniowa procesu podejmowania decyzji.



Rozdzial 1

Wprowadzenie

1.1 Wstep

Wspdlczesne trendy w automatyce skupiaja sie obecnie gtéwnie na projektowaniu
elastycznych systemoéow, w ktérych taczy sie konwencjonalne, oparte na modelach
techniki, z ogromna réznorodnoécia metod i podejsé, wérdd ktorych najczesciej
wymienia sie sztuczne sieci neuronowe, rozmyte systemy wnioskowania, algorytmy
genetyczne i ewolucyjne, a takze systemy automatycznego uczenia, systemy eks-
pertowe, systemy diagnostyki, statystyczna kontrole jakosci i monitorowania pro-
cesow itd. [194], [205], [85], [86], [208], [30]. Tradycyjne metody koncentruja sie
gléwnie na dynamice systemu, wyborze zmiennych pomiarowych, ustalaniu struk-
tury systemu i wyborze algorytméw sterowania, ignorujac réwnoczesnie ogromna
iloé¢ danych generowanych przez systemy pomiarowe. Dane te sa niezastapionym
7rodlem informacji pozwalajacym na ulepszanie systemu [194].

W sytuacji, gdy ztozono$¢ problemu lub brak wiedzy a priori na jego temat
uniemozliwiaja, otrzymanie satysfakcjonujacych rozwiazan, pojawia sie potrzeba
wykorzystania metod uczenia opartych na bazie zebranych dodwiadczeni. Wy-
maga to gromadzenia i przetwarzania duzych iloéci informacji. O ile w stosunku
do wstepnego przetwarzania informacji nie stawia sie nadmiernych ograniczen
czasowych, o tyle sam proces podejmowania biezacej decyzji, jesli ma by¢ uzy-
tecznym elementem systemu automatyki, powinien trwac mozliwie krétko.

W niniejszej monografii zaproponowano i zbadano nowe podejécie do proble-
mow przetwarzania i podejmowania decyzji [31], [57], [101] na podstawie wie-
lowymiarowych obserwacji. Podej$cie to polega na transformacji wielowymiaro-
wych danych do postaci jednowymiarowej za pomoca quasi-odwrotnosci dobrze
dobranej krzywej wypetniajacej. Transformacje te zachowuja istotne informacje
statystyczne zawarte w wielowymiarowych danych. W ostatecznym rezultacie,
po procesie wstepnego przetwarzania, ktére moze dotyczy¢ zaréwno oryginalnych
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wielowymiarowych danych, jak i danych przetransformowanych do postaci ska-
larnej, otrzymujemy szybkie algorytmy podejmowania decyzji, ktére moga by¢
wykonywane na biezaco, z uwzglednieniem aktualnie uzyskiwanych obserwacji.

Monografia ta zawiera propozycje metodyki konstruowania i badania algoryt-
moéw decyzyjnych, ktora opiera sie na transformacji obserwacji przez quasi-od-
wrotno$¢ krzywej wypetniajacej, rozwiazaniu jednowymiarowego problemu de-
cyzyjnego i opracowaniu szybkiej metody podjecia decyzji. Metodyka ta oparta
jest na publikacjach autorki, ktore zostaly tu usystematyzowane i uzupelnione
nowymi wynikami.

1.2 Notka historyczna na temat krzywych
wypelniajacych

Rozwazane tu krzywe wypelniajace sa ciaglym odwzorowaniem przeksztalcaja-
cym odcinek jednostkowy na d-wymiarowa kostke jednostkowa (14, d < 00). Ozna-
cza to, ze krzywa wypelniajaca przechodzi co najmniej raz przez kazdy punkt
kostki 1.

Krzywe wypelniajace zostaly po raz pierwszy opisane przez G. Peano w roku
1890 [121], a nastepnie przez Hilberta [72] oraz W. Sierpifiskiego [145]. Stanowia
one dowéd na mozliwosé istnienia ciagtego odwzorowania przestrzeni mniej wy-
miarowej w przestrzen o wiekszym wymiarze. Odwzorowanie takie nie moze by¢
jednak homeomorfizmem, co wynika ze znanego w topologii twierdzenia o nie-
zmienniczo$ci wymiaru przestrzeni [43]). W konsekwencji, takze zadna krzywa
wypelniajaca nie moze byé odwzorowaniem wzajemnie jednoznacznym.

Krzywymi wypelniajacymi plaszczyzne zaczeto sie zajmowaé juz pod koniec
XIX wieku. Prace te zapoczatkowal G. Peano [121]. Przez dlugi czas nie intere-
sowano sie w zasadzie krzywymi wypelniajacymi przestrzen wiecej niz dwuwy-
miarowa, mimo ze wiedziano o istnieniu wielowymiarowych krzywych (popatrz
np. praca Steinhausa z 1936 r. [137]). Sam G.Peano podal, oprécz konstrukeji
krzywej wypelniajacej kwadrat, takze konstrukcje krzywej wypelniajacej kostke
tréjwymiarowa.

Pod koniec lat 60. Butz zajmowat sie generowaniem wielowymiarowych krzy-
wych Peano [23] i Hilberta [24], [25]. W 1980 roku S.C. Milne [110] pokazal, jak
uogdlni¢ dwuwymiarowa krzywa Peano [121] do krzywej w przestrzeni d—wymia-
rowej. Milne udowodnit réwniez, ze zdefiniowana przez niego krzywa zachowuje
miare Lebesgue’a i spelnia warunek Hoéldera z wykladnikiem réwnym 1/d, gdzie
d oznacza wymiar wypelnianej kostki.

Krzywe wypelniajace traktowano jako patologiczne obiekty podwazajace utar-
te wyobrazenia dotyczace pojecia krzywej i wymiaru przestrzeni. Tematyka krzy-
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wych wypelniajacych odzyla wraz z pojawieniem sie i rozwojem pojecia fraktala
[106], [48], [7]. Obecnie wiemy, ze krzywe wypelniajace moga by¢ traktowane jako
atraktory pewnych abstrakcyjnych systemoéow dynamicznych.

1.3 Obszary zastosowan krzywych wypeiniajacych

Rola krzywych sprowadza sie do redukcji wymiaru przestrzeni danych przy zacho-
waniu ich podstawowych wlasnoéci statystycznych. Obszar zastosowan krzywych
wypetniajacych jest dodc szeroki. W latach trzydziestych krzywe Peano byly sto-
sowane w teorii catkowania w przestrzeniach wielowymiarowych [137], [110], [130].
Krzywe wypelniajace, fraktalne w swej naturze [7], [48], maja wlasnosci staty-
styczne pozwalajace na zastosowania w réznych dziedzinach obliczen.

Obecnie krzywe wypelniajace, traktowane raczej jako krzywe skanujace, sa
stosowane gléwnie w przetwarzaniu obrazéw, w szczegdlnoéci do ich skanowania,
kodowania [1], [5], [119], [182], [97], [126] i przetwarzania [197],[69],[147], [28], [74],
[95], [123], [129], kwantyzac]ji wektorowej [126], [164], kompresji obrazéw w prze-
strzeni i kolorze [197], [119], [172], [89]. Nalezy zauwazyc¢, ze nie kazda rodzina
krzywych skanujacych wielowymiarowa przestrzen jest zbiezna [122]. W zwiazku
z tym, nie kazda taka rodzina definiuje krzywa wypetniajaca. Przykladem tego
typu rodzin krzywych moga by¢ rodziny krzywych alfa-gestych [112].

Krzywe skanujace moga by¢ stosowane nie tylko w przetwarzaniu obrazéw,
ale takze w rozwiazywaniu zadan optymalizacji [124]; ich efektywnos¢ jest jednak
ograniczona do ustalonej struktury i doktadnosci danych. Krzywe skanujace nie
wykazuja wielu wlasnosci asymptotycznych, ktérymi cechuja sie krzywe wypel-
niajace.

Kolejnym znanym obszarem zastosowan krzywych wypelniajacych jest opty-
malizacja. W przypadku optymalizacji kombinatorycznej najczesciej krzywe sto-
sowane sa do heurystycznego rozwiazywania problemu komiwojazera z odleglo-
$ciami euklidesowymi i probleméw pokrewnych [8], [124], [178]. Wérdd krzywych
wypetiajacych kwadrat szczegdlne zastosowanie w rozwiazywaniu tego typu za-
dan znalazla krzywa Sierpiniskiego [145]. Podejscie to zostalo uogdlnione dla przy-
padku wielowymiarowego problemu komiwojazera w pracach autorki [156], [162].

O mozliwosci zastosowania krzywych wypehiajacych w odniesieniu do zadan
wielowymiarowej optymalizacji ciaglej wspomina sie w pracach [23], [184],[143].
Poza skrotowymi wzmiankami prace te nie zawieraja jednak w tym aspekcie zad-
nych konkretnych wynikéw. Jest to o tyle zrozumiale, ze we wspomnianych pro-
blemach optymalizacyjnych krzywa wypelniajaca proponowana jest jedynie jako
formalne narzedzie zamiany zmiennych. W nurcie tym mieszcza, sie réwniez prace
wspoélautorskie [175], [128]. Nalezy zauwazyc¢, ze po takiej zamianie zmiennych
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nowa funkcja celu nie jest funkcja rézniczkowalna (poza obszarami, gdzie jest
funkcja stala). Jak dotad nie badano zastosowania do transformacji danych krzy-
wych typu Lebesgue’a [137], ktére wprawdzie nie zachowuja miary Lebesgue’a,
lecz sa prawie wszedzie rézniczkowalne (w przestrzeni jednowymiarowej).

1.4 Omowienie tematyki niniejszej monografii

Kluczowym elementem opracowanej w niniejszej monografii metodologii rozwia-
zywania wielowymiarowych probleméw decyzyjnych jest zastosowanie dobrze zde-
finijowanej transformacji quasi-odwrotnej do odwzorowania w postaci krzywej wy-
petniajacej w celu przeksztalcenia zbioru wielowymiarowych danych, ktére sta-
nowia punkt wyjScia w procesie decyzyjnym, w ciag danych jednowymiarowych
zawartych w odcinku jednostkowym. Zlozonosé obliczeniowa takiej transformacji
danych powinna by¢ jak najmniejsza. W naszym przypadku jest ona liniowa ze
wzgledu na wymiar problemu d. Transformacja kazdego elementu zbioru danych
za pomoca quasi-odwrotnosci krzywej wypetniajacej moze odbywac sie niezalez-
nie, w dowolnym momencie czasowym i nie wymaga konstrukeji calej krzywej wy-
petniajacej. Transformacja quasi-odwrotna pozwala uporzadkowac liniowo dane
z przestrzeni wielowymiarowej. Jest to znacznie bardziej interesujaca transfor-
macja niz odpowiadajaca jej pierwotna krzywa, gdyz moze byé wykorzystana
w wielu bardzo réznorodnych zastosowaniach. W jej efekcie uzyskujemy redukcje
wymiaru problemu, a w konsekwencji jego znaczaca kompresje, bez utraty istot-
nych informacji przestrzennych zawartych w danych wielowymiarowych. W od-
wzorowaniach bazujacych na krzywej wypelniajacej istotny jest fakt, ze potozone
blisko siebie punkty z odcinka I; przeksztalcane sa na punkty blisko siebie po-
tozone w I;. W zwiazku z tym, w transformacji quasi-odwrotnej, punkty lezace
blisko siebie na odcinku sa obrazami punktéw blisko siebie polozonych w prze-
strzeni wielowymiarowej.

W zadnym wypadku nie twierdzimy, iz odwzorowania bazujace na krzywych
wypetiajacych stanowia tatwy érodek przeciwdziatajacy ,,przeklenstwu wielo-
wymiarowosci” Bellmana. Jednowymiarowe dane (dane po przetransformowaniu
na odcinek) musza by¢ przechowywane z dostatecznie duza dokladnoscia, ktéra
pozwoli na ich rozréznianie. Nalezy dodac, ze transformacja oparta na krzywej
wypetniajacej jest transformacja nieliniowa i nie jest inwariantna ze wzgledu na
liniowe przeksztalcenia oryginalnej przestrzeni danych.

W rozdziale 2 przedstawiona zostata metoda reprezentacji krzywych wypet-
niajacych w postaci ukladu réwnan funkeyjnych [26], ktéry ma jednoznaczne
rozwiazanie. Przedstawiono rekurencyjne algorytmy wyznaczania wartosci lokal-
nych wspélrzednych danej krzywej, traktowanych jako warto$¢ dwuwymiarowej
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funkcji okreslonej dla danego argumentu ¢ € [0, 1]. Algorytmy te nie wymagaja
tworzenia jakiegokolwiek przyblizenia catej krzywej, dzialaja bowiem w sposdb
lokalny. Ponadto w rozdziale 2 przeanalizowano podstawowe wlasnosci trzech
najbardziej znanych dwuwymiarowych krzywych wypelniajacych: krzywej Pe-
ano, Hilberta i Sierpinskiego. Autorka podata najmniejsze, optymalne, wartosci
stalej wystepujace w odpowiednim warunku Héldera (por. (1.1)) w przypadku
krzywej Hilberta oraz krzywej Peano. Stala z warunku Héldera okredla stopien
zachowywania bliskoSci przez poszczegdlne krzywe, co ma istotne znaczenie dla
korzystania z krzywych wypetiajacych w problemach decyzyjnych.

W rozdziale 3 przedstawiono przeglad réznych sposobdéw definiowania wie-
lowymiarowych krzywych wypetiajacych. Samopodobna krzywa wypelniajaca
kostke Iy mozna traktowacé jako obiekt fraktalny. Nalezy tez zauwazyé, ze wszyst-
kie znane krzywe wypelniajace posiadaja ceche samopodobienstwa. W zwiazku
z tym oméwiono jedna z najbardziej popularnych technik definiowania obiektéw
fraktalnych, systemy iterowanych odwzorowan zwezajacych, tzw. IF'S, jako narze-
dzie do generowania krzywych wypetiajacych. W szczegdlnosci, przedstawiono
metode konstrukeji wielowymiarowej krzywej Sierpiniskiego za pomoca odpowied-
niego ukladu IFS. Proponowana konstrukcja jest oryginalnym wktadem autorki.

Cecha charakterystyczna, proponowanej metody generowania wielowymiaro-
wej krzywej Sierpinskiego jest bardzo precyzyjny wybdr zbioru poczatkowego,
ktéry podlega dalszemu iterowaniu poprzez IFS. Pozwala to na wyznaczanie w
skonczonej liczbie krokéw doktadnych wartosci atraktora IFS, ktérym jest krzywa
wypelniajaca.

W rozdziale 3 wskazano takze na zwiazki odpowiednich systeméw iterowa-
nych odwzorowan z uktadami réwnan funkcyjnych definiujacymi te same krzywe
wypetniajace. Na koniec przedyskutowano metode definiowania wielowymiaro-
wych krzywych wypelniajacych, polegajaca na sktadaniu odwzorowan dwuwy-
miarowych. W twierdzeniu 3.4.1 wskazano na staba przydatnosé praktyczna tego
typu metod w poréwnaniu do metod bezposredniej konstrukeji wielowymiarowych
krzywych, ktérych przyktadem moga by¢ konstrukcje wykorzystujace uktady ite-
rowanych odwzorowan zwezajacych lub rozwijane w nastepnym rozdziale metody
opisu wielowymiarowych krzywych w postaci uktadu réwnan funkcyjnych.

W rozdziale 4 zaproponowano oryginalne opisy definicyjne wielowymiaro-
wych krzywych wypetniajacych kostke I;, podane w postaci odpowiednich ukta-
déw réwnan funkcyjnych. Rozwiazaniem tych uktadéw réwnan sa odwzorowania
w postaci krzywej wypelniajacej. Korzystajac z oméwionej metodyki definiowa-
nia krzywych wypeliajacych, podano oryginalne uogélnienia dwuwymiarowych
krzywych Hilberta, Peano i Sierpiniskiego do postaci wielowymiarowej oraz zba-
dano ich wlasnoéci. W pracy postuzono sie ukladami réwnan funkcyjnych, ktére
oparte sa bezposrednio na postulowanych wlasno$ciach geometrycznych poszcze-
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gélnych krzywych. W kazdym z przypadkéw wyjsciowy uklad réwnan funkeyjnych
zostal przeksztatcony do réwnowaznej postaci, umozliwiajacej jego efektywne roz-
wiazanie za pomoca odpowiedniej procedury rekurencyjnej.

W rozdziale 4 zbadano réwniez podstawowe wlasnosci zaproponowanych od-
wzorowan. Pokazane zostaly tez odpowiednie szczegdlowe sformutowania wa-
runku Héldera spelnianego przez poszczegdlne krzywe wielowymiarowe. Wska-
zano réwniez, w jaki sposéb nalezy wybraé przeksztalcenie uktadu réwnan funk-
cyjnych definiujacych dana krzywa, tak by uzyskaé postaé¢ pozwalajaca efektywnie
wyznaczal wartosci odwzorowania quasi-odwrotnego ¥. Szczegdlowo omdwiono
proces definiowania quasi-odwrotnoéci krzywej Sierpinskiego.

W rozdziale 4.5 zebrano wtasnosci krzywych wypetiajacych, ktore sa zda-
niem autorki istotne z punktu widzenia zastosowan w problemach decyzyjnych.
W konsekwencji zdefiniowano klase krzywych wypetniajacych, ktére umozliwiaja
efektywne uzycie transformacji opartej na quasi-odwrotnosci krzywej wypeltnia-
jacej w rozwiazywaniu wielowymiarowych probleméw decyzyjnych.

W rozdziale 5 zbadano problem zmiany wymiaru wielowymiarowych danych
po ich transformacji przy uzyciu quasi-odwrotnoéci krzywej wypetniajacej. Bada-
nym wymiarem byl popularny wymiar fraktalny, nazywany wymiarem pudetko-
wym. W szczegdlnodci, wyprowadzono teoretyczna zalezno§é miedzy wymiarem
pudetkowym wielowymiarowych danych a wymiarem pudetkowym danych prze-
transformowanych przy uzyciu krzywej wypelniajacej. Wyniki tych badan staty
sie podstawa do zaproponowania nowej, tatwiejszej obliczeniowo, metody oceny
wymiaru fraktalnego obiektéw wielowymiarowych.

W rozdziale 6 oméwiono metody kwantyzacji, ktére tacza transformacje wie-
lowymiarowych danych za pomoca quasi-odwrotnosci wybranej krzywej wypet-
niajacej ze skalarna kwantyzacja w odniesieniu do danych przetransformowa-
nych na odcinek I;. Rozwiazanie problemu kwantyzacji jest istotnym sktadni-
kiem wielu algorytméw decyzyjnych. Pokazano, ze zastosowanie réznych warian-
tow algorytméw uczenia na bazie danych skalarnych umozliwia modyfikowanie
kryterium kwantyzacji i w konsekwencji — wlasnosci asymptotycznych otrzymy-
wanych kwantyzatoréw (przy liczbie kwantyzatoréw dazacej do nieskofczono-
$ci). Pozwala to na ksztaltowanie rozkladu gestosci kwantyzatoréw na odcinku
I, a takze, co wynika z wlasnoéci odwzorowania F' i jego quasi-odwrotnoéci ¥,
umozliwia réwniez wplyw na rozktad gestoSci odpowiednich kwantyzatoréw, wy-
znaczonych poprzez przetransformowanie za pomoca krzywej wypelniajacej roz-
wiazania z odcinka Iy do przestrzeni I;. Zaproponowano nowa klase krzywych wy-
petniajacych, ktore zachowuja zadana miare probabilistyczna. Moze byé ona teo-
retycznym narzedziem, majacym zastosowanie w kwantyzacji wielowymiarowych
danych. W rozdziale 6 podano takze algorytm aproksymacji tego typu krzywych,
w sytuacji, gdy dane sa tylko niezalezne obserwacje wielowymiarowej zmiennej
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losowej o nieznanym rozktadzie. Otrzymane odwzorowanie daje mozliwosc szyb-
kiego wyznaczania zbioru punktéw kwantyzacji, ktérych gestos¢ rozktadu jest
taka sama jak gesto$c rozkladu danych wejsciowych.

Podstawowa, klasa probleméw decyzyjnych bedacych przedmiotem badan ni-
niejszej monografii sa problemy rozpoznawania. W rozdziale 7 zbadano wlasnoéci
nowych algorytméw rozpoznawania, ktérych wspdélna cecha bylo wykorzystanie
krzywych wypelniajacych, a dokladnie ich quasi-odwrotnoéci, jako narzedzia do
transformacji wielowymiarowych danych do postaci jednowymiarowej. Podsta-
wowym rezultatem zawartym w rozdziale 7 jest pokazanie, ze krzywa wypel-
niajaca, ktéra zachowuje miare Lebesgue’a i jest odwracalna prawie wszedzie
(z doktadnoscia do zbioru miary zero) moze by¢ wykorzystana (a dokladnie jej
quasi-odwrotnosé) jako odwzorowanie, ktére zachowuje ryzyko Bayesa dla do-
wolnego rozktadu danych o nos$niku zawartym w wielowymiarowej kostce Iy.
W rozdziale tym zdefiniowano takze i zbadano wlasnosci separujace krzywych
wypetiajacych w odniesieniu do réznych typéw nosnikéw rozktadow.

Ze wzgledu na zachowywanie ryzyka Bayesa przez transformacje wykorzystu-
jace krzywe wypelniajace, mozemy w odniesieniu do przetransformowanych da-
nych uzyé dowolnego, dostatecznie wrazliwego klasyfikatora, nie tracac nic z infor-
macji statystycznych zawartych w oryginalnych danych. Jezeli reguta klasyfikacji
w jednym wymiarze jest asymptotycznie optymalna (zbiezna do ryzyka Bayesa),
to klasyfikator taki zastosowany w odniesieniu do przetransformowanych danych
jest takze asymptotycznie optymalny.

Podstawowa, cecha rozwazanych algorytmoéow rozpoznawania jest szybkosc sa-
mego procesu podejmowania decyzji. W konicowym efekcie konstrukeji klasyfika-
tora otrzymujemy dyskryminacyjny podzial odcinka I; na m pododcinkéw od-
powiadajacych poszczegdlnym klasom, przy czym m jest nie wieksze niz dtugosé
ciagu uczacego.

W rozdziale 7 zdefiniowano odwzorowanie analogiczne do krzywej wypetniaja-
cej, ktére przeksztalca kwadrat jednostkowy Iy = [0, 1] x [0, 1] w wielowymiarowa
kostke I; oraz odpowiednie odwzorowanie quasi-odwrotne. Pokazano, ze wpro-
wadzone odwzorowanie spetlnia warunek Holdera. Odwzorowanie to mozna wy-
korzystac bezposrednio do reprezentacji wielowymiarowych danych na plaszczyz-
nie. Pokazano zastosowanie tego typu wizualizacji w rozwiazywaniu problemdw
rozpoznawania.

Przedmiotem badain w rozdziale 8 byt problem szybkiego wykrywania zmian
zachodzacych w procesie stochastycznym [199] na podstawie sekwencji niezalez-
nych obserwacji. Problem ten ma wiele istotnych zastosowan, poczynajac od ste-
rowania i kontroli jakosci przemyslowych proceséw produkeyjnych [114], [9], [104],
[86], poprzez automatyczne wykrywanie uszkodzen w systemie dynamicznym
[195], [85], a skoficzywszy na uaktualnianiu wspélczynnikéw w adaptacyjnych al-
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gorytmach sterowania [140]. Podstawowym zadaniem umozliwiajacym efektywne
sterowanie procesem jest natomiast jak najszybsze wykrycie momentu zmiany.

W rozdziale 8 zaproponowano nowa metodyke wykrywania zmian w monitoro-
wanym procesie. Krzywe wypelniajace stanowia wygodne narzedzie do transfor-
macji wielowymiarowych danych do postaci jednowymiarowej. Transformacja ta
jest niezmiennicza wzgledem miary probabilistycznej w tym sensie, ze zachowuje
prawdopodobienstwa odpowiadajacych sobie zdarzen w przestrzeni wielowymia-
rowej i po transformacji na odcinek [1. W rozdziale tym zdefiniowano pojecie
multi-karty, ktéra jest uogdlnieniem tradycyjnej karty kontrolnej i pozwala oce-
nia¢ stan wielowymiarowego procesu na podstawie przeksztatconych, skalarnych
obserwacji.

Proponowane podejécie mozna stosowaé nie tylko w odniesieniu do oryginal-
nych obserwacji wielowymiarowego procesu, ale takze do danych przetworzonych
(na przyklad wielowymiarowych residuéw itd.). Zbadano wlasnosci teoretyczne
multi-karty wyznaczonej na podstawie histogramu. Jesli gesto$c¢ rozkltadu na od-
cinku estymowana jest za pomoca histogramu o szerokosci przedziatéow h,,, zalez-
nej od liczby obserwacji n, w taki sposob, ze h, — 0 w odpowiednim tempie, to
przedziaty ufnoSci multi-karty empirycznej maja asymptotycznie te same praw-
dopodobienistwa i taczna ich dlugosé jest taka sama, jak dlugos§é przedzialéow
wyznaczonych przy znajomosci teoretycznego rozktadu.

Oprécz powyzszego algorytmu, posiadajacego pelna podbudowe teoretyczna,
zaproponowano réwniez dwa algorytmy heurystyczne konstrukeji multi-karty, wy-
korzystujace algorytmy uczenia stosowane w samoorganizujacych sieciach neuro-
nowych [83], [165].

Algorytm uczenia typu Kohonena pozwala na efektywne wyznaczenie granic
decyzji w multi-karcie oraz na adaptacyjne, prowadzone na biezaco, na podstawie
aktualnych obserwacji, modyfikacje granic decyzji wyrazonych w postaci przedzia-
léw multi-karty. Zbadany w niniejszym rozdziale algorytm (typu Kohonena) nie
ma wprawdzie w pelni okreslonych wilasnosci asymptotycznych, jednakze dziata
na biezaco i w konsekwencji nie wymaga przechowywania i tacznego przetwarzania
duzej ilosci danych. Ze wzgledu na brak zalozen dotyczacych postaci rozktadow
analizowane algorytmy maja charakter nieparametryczny. W konsekwencji, wy-
magania czynione w odniesieniu do monitorowanego procesu dotycza tylko istnie-
nia odpowiednich rozkltadéw prawdopodobienstwa oraz ewentualnie niezaleznosci
kolejnych obserwacji procesu.

Stosowane do tej pory metody statystyczne wymagaja, by rozktad prawdo-
podobienistwa monitorowanego procesu byl znany i na ogél zatozenia, ze rozktad
ten jest rozkladem normalnym. Zaproponowane tu podejscie stanowi atrakcyjne
narzedzie w przypadku, gdy wiadomo, ze sterowany proces nie spelnia tego za-
lozenia. Transformacja wielowymiarowych danych do postaci jednowymiarowej



1.5. Podstawowe definicje 13

otwiera nowe mozliwosci w konstruowaniu algorytméw jakosciowego diagnozowa-
nia stanu procesu.

Rezultaty przedstawione w rozdziatach 2 —8 niniejszej monografii sa wynikami
wlasnych badan autorki, usystematyzowanymii pokazanymi na tle wspélczesnego
stanu wiedzy. Cze§¢ z tych rezultatéow byla wczedniej publikowana w pracach
[173], [174], [163], [164], [165], [167], [168], [170], [171], [172] z lat 1995-2001.
W tym samym czasie powstaly takze inne prace, w ktérych przedstawiono zasto-
sowania krzywych wypelniajacych [128], [175], [89].

Wezedniej autorka zajmowala sie problemami optymalizacyjnymi i proble-
mami decyzyjnymi, gléwnie w systemach transportowych [148], [149], [65], [66],
[151], [150], [67], [152], [155], oraz problemami dokladnosci i szybkosci algoryt-
moéw [153], [154], [127], [157]. W trakcie prowadzonych badan autorka zetknela sie
z heurystyczna metoda rozwiazywania problemu komiwojazera i pokrewnych pro-
bleméw transportowych za pomoca krzywych wypelniajacych [124], [8]. Wlasne
prace na temat wielowymiarowego problemu komiwojazera [156], [162] spowodo-
waly zainteresowanie wykorzystaniem wlasnosci krzywych wypetniajacych w roz-
wiazywaniu innych probleméw decyzyjnych, szczegdlnie dotyczacych rozpoznawa-
nia i monitorowania stanu procesu, diagnostyki oraz statystycznego sterowania
jakosécia. Podsumowaniem prowadzonych w tej dziedzinie badan jest niniejsza
monografia.

1.5 Podstawowe definicje i twierdzenia na temat
krzywych wypelniajacych

Autorka ma $wiadomosé, ze tematyka krzywych wypelniajacych jest stosunkowo
malo znana. W niniejszym podrozdziale zostaly wiec zebrane podstawowe kla-
syczne wyniki dotyczace krzywych wypelniajacych.

Definicja 1.1 Krzywq wypetniajoeq F nazywamy ciggle odwzorowanie odcinka
w przestrzen d-wymiarowq F : I — R?, ktérego obraz F(I) zawiera d-wymiarowq

kule.

Twierdzenie Hahna—Mazurkiewicza [42] okreSla rodzaj przestrzeni, ktéra mozna
wypehié krzywa.

Twierdzenie 1.5.1 Przestrzen topologiczna Hausdorffa moze zostaé w catosci
wypetniona przez ciggtq krzywq wtedy i tylko wtedy, gdy przestrzen ta jest zwarta,
spojna, lokalnie spojna i metryzowalna (czyli jest continuum Peano).

W niniejszej pracy bedziemy sie zajmowaé tylko takimi krzywymi wypetniaja-
cymi, ktére odwzorowuja odcinek w d-wymiarowa kostke I;. Bez straty ogdlnosci
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mozna przyjac, ze rozpatrywany odcinek jest odcinkiem jednostkowym Iy = [0, 1],
a d-wymiarowa kostka jest réwniez kostka jednostkowa

Id211><]1><...><11.

Krzywa wypetniajaca F : Iy — I jest surjekcja, czyli odwzorowaniem na caty
obszar 1.

7 twierdzenia Cantora [93], [43] wynika, Ze istnieje réznowarto$ciowe odwzo-
rowanie miedzy kostkami o réznych wymiarach I, — I, n # m, przy n, m
skonczonych. W szczegdlnosci, istnieje réznowartosciowe odwzorowanie odcinka
Iy w d-wymiarowa kostke I;, odwzorowanie to nie moze by¢ jednak ciagle [137].
Jest to konsekwencja twierdzenia Brouwera (por.[43]).

Twierdzenie 1.5.2 (O niezmienniczosci wymiaru ) Nie istnieje homeomorfizm
pomiedzy przestrzeniami R™ @ R™, jesli tylko n # m.

W rozpatrywanym tu przypadku odwzorowan z I; w I; mozemy z homeomorfi-
zmem utozsamial ciagta bijekcje, gdyz ciagta bijekcja f : X — Y zwartej prze-
strzeni X na przestrzen Hausdorffa ¥ jest homeomorfizmem.

Reasumujac, w przypadku rozpatrywania réznych odwzorowan pomiedzy od-
cinkiem [; a wielowymiarowa kostka I; mozemy mie¢ do czynienia z trzema na-
stepujacymi przypadkami:

e odwzorowanie jest ciagle i réznowartosciowe, lecz nie jest surjekcja (nie
jest odwzorowaniem na cala kostke 1), a obrazem tego odwzorowania jest
krzywa (wlasciwa, czyli nieprzecinajaca sie) Jordana,

e odwzorowanie jest bijekcja, nie jest jednak odwzorowaniem ciaglym (twier-
dzenie Netto [137]),

¢ odwzorowanie jest krzywa wypelniajaca, czyli ciagla surjekcja, nie jest jed-
nak réznowartosciowe (nie jest injekcja). W konsekwencji nie jest to krzywa
wlasciwa.

Wielowymiarowa kostka moze wiec posiadaé przedstawienie parametryczne
na odcinku, nie jest ono jednak rézniczkowalne [137], w przeciwienistwie do kla-
sycznych krzywych [93].

Istnienie krzywej wypelniajacej mozna pokazaé korzystajac z nastepujacej
konstrukcji [93], ktéra przedstawimy w tym miejscu jedynie schematycznie.

Okreélmy ciag nieskonczony funkcji ciagltych fi, fa, ..., fn ... Kazda z tych
funkcji jest zwykla krzywa Jordana i stanowi kolejna aproksymacje idealnej krzy-
wej wypelniajacej. Zalézmy, ze w n-tej iteracji kostka I; zostala podzielona na 29"
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pokrywajacych ja podkostek o boku 27". Krzywa f,(/1) powinna mie¢ punkty
wspdélne z kazda z tych podkostek. Latwo dowies¢ w tym przypadku, ze ciag
fisfo, ooy fn ... Jest jednostajnie zbiezny, a zatem jego granica jest funkcja cia-
gla. Oznaczmy te funkcje przez F. Kazdy punkt kostki jest wartodcia funkcji F,
czyli F(I) = 14, gdyz U, fu(I1) = La.

Naszkicowany powyzej sposéb konstrukcji krzywej wypelniajacej wiaze sie
z sekwencyjnym podzialem wypelnianej przestrzeni wielowymiarowej na elemen-
tarne obszary, najczeéciej tego samego ksztattu i objetosci. W konsekwencji, zde-
finiowane zostaje wzajemnie jednoznaczne odwzorowanie pomiedzy wspomnia-
nymi weczesniej elementarnymi obszarami a odpowiednimi pododcinkami odcinka
jednostkowego I;. W odwzorowaniu tym sasiednie pododcinki sa powiazane z sa-
siadujacymi ze soba obszarami [111], [110]. W taki sposéb moga by¢ definiowane
klasyczne krzywe wypelniajace: krzywa Peano [121], krzywa Hilberta [72] i krzywa
Sierpinskiego [145].

Krzywe wypelniajace nie sa zwyklymi krzywymi Jordana, poniewaz przez
pewne punkty wypelnianej przestrzeni przechodza wiecej niz jeden raz, krzywe
te sa samoprzecinajace. By uniknaé nieporozumieni terminologicznych, nalezy jed-
nak zauwazy¢, ze sam Jordan definiowat krzywa, jako obraz odcinka jednostkowego
w ciaglym odwzorowaniu, ktére niekoniecznie musi byé réznowartosciowe [137].
W tym sensie okreslenia krzywa Jordana w odniesieniu do krzywej wypetniajacej
uzywal Sierpinski [145].

Innego typu dowdd istnienia krzywej wypelniajacej kostke podat w 1912 roku
Lebesgue (por. [137]). Krzywa wypelniajaca mozna otrzymaé korzystajac z tego,
iz dowolna (ze wzgledu na wymiar d) kostka [; jest ciaglym obrazem zbioru
Cantora ([93] tw. 2, rozdz. XVI9). Dowdd istnienia krzywej wypelniajacej kostke
1; wykorzystujacy powyzszy fakt mozna znalez¢ takze w ksiazce [43].

Przypomnijmy, ze zbiér Cantora jest zawarty w odcinku jednostkowym Iy
i powstaje z tego odcinka poprzez sukcesywne odrzucanie $rodkowej jednej trze-
ciej kazdego pododcinka. Kazdy element zbioru Cantora daje sie przedstawic jako
suma 2ty /3+2ty/3%+...4+2t;/37 ..., gdzie t; jest réwne 0 lub 1. W konsekwencji,
do zbioru Cantora naleza wszystkie liczby, ktorych tréjkowe rozwiniecia zawie-
raja tylko cyfry 01 2. W skrdconej notacji mozna liczby te zapisaé w postaci:
{03(2t1)(2t3)(2t3) .. .|t; € {0,1}} [137].

Zbiér Cantora C' jest homeomorficzny z potega nieskoniczona zbioru ztozonego
z dwu elementéw B = {0,1} x {0,1} X ..., natomiast kostka Cantora C" =
C x C x C jest homeomorficzna ze zbiorem Cantora dla dowolnego n ([93] tw. 3,

rozdz. XVIS8).

Dowolnie wymiarowa kostka I, tacznie z kostka Hilberta I, jest ciaglym
obrazem zbioru Cantora ([93] tw. 2, rozdz. XVI9).
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Whprowadzenie funkcji Cantora pozwala na zdefiniowanie odpowiadajacej po-
wyzszemu odwzorowaniu krzywej wypelniajacej.

Rozszerzajac w sposéb liniowy odwzorowanie ze zbioru Cantora na caly od-
cinek, otrzymujemy krzywa wypelniajaca.

Funkcja Cantora f : ' — [ jest zdefiniowana w ten sposéb, ze jedli x =
{03(2t1)(2t3)(2t3) .. .|t; € {0,1}}, to f(z) = {Oa(titats...)}. Funkcja ta jest
ciagla surjekcja [43] i latwo ja rozszerzyé na caly przedzial I;. Powstaje wtedy
funkcja zwana ,,schodami diabta” ([93] s. 210), ktéra jest odwzorowaniem odcin-
kami stalym w podprzedziatach I nie nalezacych do zbioru Cantora.

W ten sposéb powstaje krzywa wypelniajaca, ktéra w przeciwienstwie do
poprzedniej konstrukcji nie zachowuje miary Lebesgue’a. Odwzorowanie to jest
prawie wszedzie stale, a w zwiazku z tym jest prawie wszedzie rézniczkowalne (nie
jest rézniczkowalne na zbiorze miary zero). Jesli jednak popatrzymy na wlasnosci
tego typu krzywej przez pryzmat zbioru jej wartosci (obszar w kostce Iy), to
stwierdzamy, ze obszar rézniczkowalnosci krzywej jest zbiorem miary zero.

Krzywe wypelniajace wielowymiarowa przestrzen sa klasa odwzorowan cia-
glych, ktore speliaja warunek Holdera postaci

|1F(t1) = F(t2)]| < alty — 2|, t1,t2 € I, (L.1)

gdzie zaréwno [ jak i a sa stalymi zaleznymi od rodzaju krzywej oraz od wy-
miaru topologicznego wypelnianej przestrzeni. Wiadomo przy tym, zZe istnieje §ci-
sty zwiazek pomiedzy wymiarem topologicznym d wypelnianej kostki I, a mak-
symalna wartoscia wykladnika G [110], [138]. Nie istnieje bowiem d-wymiarowa
krzywa wypelniajaca z wyktadnikiem § wiekszym od 1/d.

Wilasnosci krzywych wypelniajacych, istotne z punktu widzenia zastosowan
w problemach decyzyjnych, zostana dalej szczegéltowo zbadane i przedstawione
w rozdziale 4.5.

Brak jest niestety w literaturze, nie tylko polskiej ale i §wiatowej, opracowania
tworzacego jednolite podejscie do tematyki krzywych wypeliajacych. W wielo-
krotnie w niniejszej monografii cytowanej ksiazce Sagana [137], ktéra jest nie-
ocenionym zrodtem informacji na temat historii krzywych wypelniajacych, nie
dostrzega sie w ogdle problemu istnienia odwzorowan qausi-odwrotnych (odwzo-
rowan pelniacych role odwrotnosci odwzorowania w postaci krzywej), pomija sie
role wyktadnika w warunku Héldera (1.1), a w konsekwencji zadowala sie samym
faktem istnienia wielowymiarowych krzywych wypehiajacych, bez uwzglednia-
nia ich wlasnoSci w tym aspekcie. Problemy te, w réznych fragmentach, zostaty
podjete w pracach [23], [24], [124], [110], [178].



Rozdzial 2

Krzywe wypelniajace kwadrat

Krzywymi wypelniajacymi ptaszczyzne zaczeto sie zajmowac juz pod koniec XIX
wieku. W roku 1890 G. Peano [121], a w 1891 D. Hilbert [72] zaprezentowali
krzywe przechodzace przez kazdy punkt kwadratu. Trzecia, najbardziej znana
konstrukcje krzywej wypelniajacej kwadrat podat w 1912 r. W. Sierpinski. Krzywe
te traktowano jako patologiczne obiekty podwazajace utarte wyobrazenia doty-
czace pojecia krzywej i wymiaru przestrzeni.

Przez dtugi czas nie interesowano sie krzywymi wypelniajacymi przestrzen
wiecej niz dwuwymiarowa, chociaz znane byly metody definiowania wielowy-
miarowych krzywych wypelniajacych (popatrz np. praca Steinhausa z 1936 r.
[181], [137]). Nalezy wspomnie¢, ze w swej oryginalnej pracy G. Peano podal nie
tylko konstrukcje krzywej wypetniajacej kwadrat, lecz takze krzywej wypetniaja-
cej kostke tréjwymiarowa [121].

Niekiedy wszystkie krzywe wypelniajace okreslane sa mianem krzywych Pe-
ano. W niniejszej pracy nazwy krzywa Peano bedziemy uzywaé tylko w odnie-
sieniu do konkretnej konstrukcji podanej przez Peano, a nie jako ogdlnej nazwy
wszystkich krzywych wypetniajacych.

W rozdziale tym przedstawione zostanie jednolite podejscie do opisu dwu-
wymiarowych krzywych wypelniajacych. Reprezentowanie krzywej wypetniaja-
cej w postaci ukltadu réwnan funkcyjnych pozwala na jednoznaczne zdefiniowa-
nie konkretnej krzywej. Réwnania funkcyjne opisuja charakterystyczne wlasnosci
geometryczne — réznego typu symetrie oraz samopodobiefistwa — poszczegdlnych
krzywych. Inspiracja do stworzenia tej klasy definicji krzywych wypetniajacych
byta dla autorki praca W. Sierpinskiego [145]. Poza krzywa Sierpinskiego przed-
stawione zostana opisy pozostalych dwu klasycznych krzywych: krzywej Hilberta
i krzywej Peano. We wszystkich przypadkach zaproponowane zostana proste algo-
rytmy rekurencyjne, pozwalajace na wyznaczanie (z(t),y(?)) (z zadana doktad-
noscia) przy ustalonej wartosci argumentu ¢ € I;. Podane zostana takze wa-
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runki wyznaczenia dokladnych wartosci z(t) oraz y(t). Ponadto w rozdziale tym
przeanalizowano podstawowe wlasnosci omawianych dwuwymiarowych krzywych
wypetiajacych. W szczegdlnosci, podano najlepsze wartodci stalej wystepujacej
w odpowiednich dla kazdej z krzywych postaciach warunku Holdera. W przy-
padku krzywej Hilberta i krzywej Peano sa to, o ile autorce wiadomo, nowe re-
zultaty. Stata w warunku Holdera okresla stopiei zachowywania bliskoéci przez
poszczegdlne krzywe. W nastepnym rozdziale proponowany tu sposéb definio-
wania krzywych wypelniajacych zostanie nogélniony w odniesieniu do krzywych
wielowymiarowych o wymiarze wiekszym niz 2.

2.1 Krzywa Sierpinskiego

W 1912 roku Sierpifiski [145] zdefiniowal krzywa wypeliajaca kwadrat I, =
[—1,1] x [-1,1] jako odwzorowanie:

2(t) = f(1), y(t)=f(t—1/4), 0<t<1, (2.1)

w ktérym f(t) jest jednowymiarowa funkcja jednoznacznie okreslona przez wa-
runki:

F(t) = F(~1),
{ )= —ftr1y2), L€ (22)

2. f(t/A)+ f(t+1/8)=1, 0<t<1. (2.3)

Réwnania (2.1) oraz (2.2), (2.3) tworza uklad réwnan funkcyjnych, ktérego
jednoznacznym rozwiazaniem jest funkcja bedaca krzywa wypelniajaca [145]. Wa-
runek (2.3) mozna zapisac, korzystajac z wlasnosci (2.2), w réwnowaznej, latwiej-
szej do bezposéredniego zastosowania postaci jako:

F(t)=1/2 = 1/2- f(1/8+ 41, 0<1<1/4,
F)=—1/241/2- f(U/8—a1),  1/A<t<1/2,
F)=—1/241/2- f(U/8 4 41),  1/2<1<3/4,
f()y=1/2—=1/2- f(1/8 — 41), 3/4<1<0.

Ponadto z réwnania (2.2) wynika, ze f(t) jest funkcja cykliczna z okresem 1, czyli

F(t) = £t + 1) (por. [145)).
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W niniejszej monografii przyjeto zasade definiowania krzywych wypetniaja-
cych kostke jednostkowa [0,1] x ... x [0,1]. W zwiazku z tym pokazemy da-
lej, ze stosujac odpowiednia zamiane zmiennych, latwo jest otrzymaé réwno-
wazna postaé opisu krzywej Sierpinskiego wypelniajacej kwadrat jednostkowy
I, =[0,1] X [0, 1]. Poprzez odpowiednie przesuniecie i przeskalowanie funkcji f(¢)
otrzymamy, w postaci ukladu réwnan (2.4), réwnowazny opis dwuwymiarowej
krzywej Sierpinskiego w I5.

Niech g(t) bedzie funkcja spelniajaca warunki:

g(t)=g(t+1), t€ R,
g(t) =1—g(t-1/2), t € R,

(2.4)
g(t) = g(41)/2, 0<t<1/8, 7/8<t<1,

g(t)=1/2 4 g(—4t+1/2)/2, 1/8<t<3/8.

Krzywa wypelniajaca, zdefiniowana jako F,(¢) = (g(t),g(t—1/4)), t € Iy, jest
dwuwymiarowa krzywa Sierpiniskiego wypelniajaca kwadrat I5. Latwo sprawdzié,
ze Fy(t) jest identyczna z krzywa (f(t/4), f(t/4—1/4)) dla t € I;.

Mozna podaé wiele innych réwnowaznych definicji dwuwymiarowej krzywej
Sierpinskiego. Ponizej przedstawiona zostanie definicja sformutowana w postaci
uktadu réwnan funkcyjnych, w ktérych korzystamy z geometrycznych wlasnosci
krzywej Sierpinskiego. Tego typu definicja dwuwymiarowej krzywej Sierpiniskiego
bedzie w nastepnym rozdziale punktem wyjscia do zdefiniowania wielowymiaro-
wej krzywej.

Twierdzenie 2.1.1 Odwzorowanie Fs(t) = (zs(t),ys(t)), t € I, spetniajgce
warunki:

vs(t) = ws(40)/2, ys(t) = ys(41)/2,1 € [0,1/8], (2.5)

vs(t) = 1/2+ ys(t — 1/8), ys(t) = 1/2 — as(t — 1/8),t € [1/8,1/4],  (2.6)

xs(t)=1—ys(t —1/4), ys(t) = xs(t — 1/4),t € [1/4,1/2], (2.7)

ws(t) = ys(l — t), ys(t) = ws(l — t),t € [1/2, 1], (2.8)

jednoznacznie definiuje dwuwymiarowq krzywq Sierpinskiego wypeiniajgeq kwa-
drat 1.
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Dalsza czeSé niniejszego podrozdziatu zmierza¢ bedzie do wykazania stuszno-
$ci twierdzenia 2.1.1. Doktadniej, udowodnimy dalej, ze krzywa Fs(t) jest iden-
tyczna z krzywa F,(1).

Przedtem wykazemy, ze uklad réwnan (2.5)—(2.8) mozna przeksztalcié¢ do réw-
nowaznej postaci, ktéra prowadzi bezpoérednio do otrzymania rekurencyjnego
algorytmu wyznaczania polozenia punktu z kwadratu odpowiadajacego ustalo-
nemu argumentowi ¢t € [; (parametrowi krzywej). Wyznaczenie dokladnej warto-
ci Fs(t) jest mozliwe w przypadku takich argumentéw ¢, ktére maja skonczone
czwérkowe rozwiniecia. Najpierw zauwazmy, ze z Fs(t) = Fs(4t)/2dlat € [0,1/8]
wynika, iz Fs(0) = (0,0).

Ustalenie punktu poczatkowego odwzorowania Fs(0) = (0,0) wraz z réwna-
niami (2.5)~(2.8) pozwala na sformulowanie konstruktywnego algorytmu wyzna-
czania wartoSci Fg dla ustalonego argumentu ¢ € I;. Podstawa algorytmu sa
nastepujace réwnania:

S1) Fs(0)=(0,0),

zs(4t)/2, ys(t) = ys(4t)/2, t €[0,1/8),

=1/24 ys(t — 1/8), ys(t) = 1/2 —xs(t — 1/8), t € [1/8,1/4),
—ys(t —1/4), ys(t) = ws(t —1/4), t € [1/4,1/2],

ys(1—1), ys(t) = 2s(1 — 1), t € (1/2,1].

52

zs(t

S4) xg(t

) Fs(
) zs(t)
S3) zs(t)
) zs(t)
) zs(t)

55

zs(t

Réwnanie (S5) oznacza, ze krzywa Sierpinskiego jest symetryczna wzgledem
przekatnej kwadratu.

W celu wyznaczenia konkretnej wartosci Fs(?) nalezy uzy¢ ukladu réwnan
(S1)—(S5) w formie rekurencji wstecz. Réwnania (52)—(S5) réznia sie od ukladu
réwnain (2.5)-(2.8) tylko w punktach granicznych ¢t = 1/8, t = 1/4, ¢t = 1/2.
W kazdym z tych przypadkéw wybrane zostalo tylko jedno z réwnan z ukladu
(2.5)(2.8), ktore jest stosowane w odniesieniu do danej wartosci ¢t. Prowadzi to do
ujednoznacznienia wyboru przeksztalcenia i zapewnia zbieznosé rekurencyjnego
algorytmu opartego na (51)—(S5). Uklad réwnan (S1)—(S5) mozna rozwiazac, ko-
rzystajac z prostej procedury rekurencyjnej. W ponizszym przyktadzie pokazemy,
w jaki sposéb nalezy korzystac z przeksztalcen (S1)—(S5) w celu obliczenia okre-
slonej wartosci Fe(t).

Przyklad zastosowania réwnan (S1)—(S5) do obliczania wartosci Fs(?) dla
ustalonej wartoSci argumentu ¢ € [y:
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Niech ¢ = 7/64. Poniewaz t < 1/8, korzystamy z (S2) i otrzymujemy Fs(7/64) =
Fs(7/16)/2. W ten sposéb wykonaliSmy pierwsza iteracje algorytmu rekurencyj-
nego. Polozenie krzywej w punkcie t = 7/64 zostalo wyrazone poprzez wartosé
odwzorowania Fg(7/16). W nastepnej iteracji stosujemy réwnanie (S4), gdyz
7/16 € [1/4,1/2] i w konsekwencji otrzymujemy zs(7/64) = z5(7/16)/2 =
1/2 — ys(3/16)/2 oraz ys(7/64) = ys(7/16)/2 = 2s(3/16)/2. Dalej, z (S3)
mamy zg5(3/16) = 1/2 + ys(1/16) i ys(3/16) = 1/2 — 25(1/16). Nastepnie,
z (52) wynika 2g(1/16) = 25(1/4)/2 oraz ys(1/16) = ys(1/4)/2, co kotczy
druga iteracje algorytmu. W ostatniej iteracji korzystamy z (S3) i otrzymujemy
rs(1/4)=1—-ys(0) =1 oraz ys(1/4) = 25(0) = 0. Po odpowiednich podstawie-
niach, ostatecznie Fg(7/64) = (1/2,1/4). ]

Zbieznos¢ algorytmu opartego na ukladzie réwnan (S1)—(S5) jest zapewniona
w przypadku, gdy wartodci ¢ maja skonczone czwdrkowe rozwiniecia, czyli ¢ =
i 47%, gdzie i}, jest liczba calkowita z przedzialu 0 < i, < 4%, a k jest pewna
liczba naturalna. Latwo sprawdzi¢, ze jednokrotne zastosowanie réwnan (S1)—(S5)
prowadzi do wyrazenia wartoéci Fs(t) w zaleznosci od Fs(0) badz w zaleznosci
od argumentu iz_; 4751, gdzie 0 < ip_; < 4F71.

Lemat 2.1 Uktad rownarn (51)~(55) jest rownowazny z rownaniami (2.5)~(2.8).
Rozwigzaniem uktadu rownan (S1)~(S5) jest krzywa wypetniajoca Fs(t) : Iy —
1.

Dowé6d. Wykazanie réwnowaznosci (2.5)(2.8) oraz (S1)-(S5) wymaga wyzna-
czenia na podstawie (S1)—(S5) wartosci Fs w punktach 1/8, 1/4, 1/2 oraz spraw-
dzenia, ze spelniaja je, odpowiednio, réwnania (2.5), (2.6) oraz (2.8). Z réwnan
(S3) i (S1) wynika, ze Fs(1/8) = (1/2,1/2),z (S4) 1 (S1) wynika, ze Fs(1/4) =
(1,0), skad dalej otrzymujemy Fs(1/2) = (1,1). Sprawdzenie odpowiednich wa-
runkéw (2.5)—(2.8) jest zupelnie elementarne.

Dalej przejdziemy do dowodu, ze réwnania (S1)-(S5) definiuja krzywa wypel-
niajaca I3. W pierwszym etapie okreslimy wartosci Fs(?) dla t = 1/4,2/4,3/4, 1.
Sa to, jak zobaczymy, wspélrzedne wierzcholkéw kwadratu I. Z réwnan (S5)
i (S1) wynika, ze Fs(1) = (ys(1—1),25(1 —1)) = (ys(0),z5(0)) = (0,0). Dalej,
z (84) 1 (S1) otrzymujemy Fs(1/4) = (1 —ys(1/4—1/4),25(1/4—-1/4)) = (1,0),
a stad z5(3/4) = ys(1 — 3/4) = 0 oraz ys(3/4) = 25(1/4) = 1. Dalej, z (54)
wynika, ze Fg(1/2) = (1 —ys(1/2—=1/4),z5(1/2 - 1/4)) = (1,1).

W nastepnym etapie wyznaczymy wartosci Fs(t) dla wszystkich nie ustalo-
nych do tej pory wartoci t = /16, ¢ = 0,1,2,...,16. Otrzymane punkty maja
wspolrzedne bedace wielokrotnoscia 1/2, a mianowicie:

Fs(1/16) = (25(4 - 1/16)/2, ys(4 - 1/16)/2) = (1/2,0),

Fs(1/8)=(1/24+ ys(1/8 = 1/8),1/2— 25(1/8 = 1/8)) = (1/2,1/2),
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Rys. 2.1. Kolejne przyblizenia krzywej Sierpinskiego w 2-D
Fig. 2.1. Approximations of the Sierpinski space-filling curve in 2-D

Fs(3/16) = (1/2 4 ys(3/16 — 1/8),1/2 — 25(3/16 — 1/8)) = (1/2,0),
Fs(5/16) = (1 — ys(5/16 — 1/4),25(5/16 — 1/4)) = (1,1/2),
(3/8) = (1 —ys(3/8 — 1/4),25(3/8 = 1/4)) = (1/2,1/2),
(7/16) = (1 — ys(7/16 — 1/4),25(7/16 — 1/4)) = (1,1/2),
(9/16) = (ys(1 — 9/16),25(1 — 9/16)) = (1/2,1),
(10/16) = (ys(1 — 10/16), 25(1 — 10/16)) = (1/2,1/2),
(
(
(

o ol o ol o

)=
11/16) = (ys(1 — 11/16), z5(1 — 11/16)) = (1/2,1),
Fs(13/16) = (ys(1 — 13/16), z5(1 — 13/16)) = (0,1/2),
Fs(14/16) = (ys(1 — 14/16), z5(1 — 14/16)) = (1/2,1/2),
( )

Fs(15/16) = (ys(1 — 15/16),z5(1 — 15/16)) = (0,1/2).

Polaczenie za pomoca odcinkéw kolejnych punktéw odpowiadajacych warto-
§ciom t = 0,1/16,2/16,...15/16, 1 prowadzi do otrzymania ciaglego przyblizenia
krzywej wypelniajacej Fs(¢). Na rysunku 2.1 przedstawiono trzy kolejne przybli-
zenia krzywej Sierpiniskiego. Nalezy zwrdci¢ uwage na fakt, iz jest to inna metoda
aproksymacji krzywej Sierpinskiego, niz metoda oryginalnie proponowana przez
samego Sierpinskiego. Latwo sprawdzié¢, ze przedstawiona tu metoda aproksy-
macji krzywej Sierpinskiego jest identyczna z generowaniem rodziny krzywych
Sierpinskiego-Knoppa [137].

Niech Fg(t) oznacza k-te przyblizenie krzywej, okre§lone dokladnie w tym
sensie, ze FE(t) = Fs(t), w punktach t € T* gdzie T% = {t¥ = ij4k, i =
0,1,2,...,4%}, a k jest dowolng liczba naturalna. W punktach posrednich, czyli
dla t ¢ T*, funkcja F¥(t) jest zdefiniowana jako:

FE(t) = [1— 48 (0 = t9)] FG(E) + 4% (1 = 17) F§ (15, ). (2.9)

FE(t) jest funkcja ciagla — odcinkami liniowa. Latwo wykazaé (przez indukcje),
ze:
IES(1F) = FS(tép)ll = |1 Fs(t) = Fs(th)ll = v2- 27",
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Stad, dla dowolnego ¢ € I}, mamy ||FEt!(t) — FE(1)|| < v/2-27F.
W konsekwencji dla kazdego naturalnego k£ i m oraz dla kazdego t € I; za-

chodzi:

IEST™ (1) = FEON < [|1F5TH (1) = FE@I| + ...+ 15T (1) — Fg™™ (1))
<V2-27R(1 427 4 427 < 227k

Whioskujemy stad, ze ciag funkcji Fg(t) jest jednostajnie zbiezny. W zwiazku
z tym jego granica jest takze funkcja ciagla. Przypomnijmy, ze w przypadku
funkcji ograniczonych ciaglosé jest réwnowazna z jednostajna ciagloscia. Po-
dobnie tatwo mozna wykazaé, ze Fg jest funkcja jednostajnie ciagla na zbio-
rze UpT* (k = 1,2,...). Funkcja limy_., F%(t) jest zgodna z Fs(t) na zbiorze
UT* (k = 1,2,...), gestym w I, a poniewaz jest funkcja ciagla (jednostajnie),
musi byé¢ wiec identyczna z Fs(t) na calym odcinku [; (jest to réwniez alter-
natywny dowdd ciaglosci Fs(t) na calym odcinku [7). Funkcja Fg odwzorowuje
zbiér ULT*, gesty w I;, w zbiér wszystkich punktéw o wspélrzednych posiadaja-
cych skonczone dwéjkowe rozwiniecia, ktory jest zbiorem gestym w I5. Poniewaz
I jest zbiorem zwartym, stad Fs([1) jest takze zbiorem zwartym (zawierajacym
zbior gesty w I3). W zwiazku z tym Fs(I1) = I3, co koficzy dowdd lematu. O

W ten sposéb pokazaliSmy, ze réwnania (S1)—(S5) jednoznacznie definiuja
krzywa wypelniajaca kwadrat I5.

Dalej przejdziemy do dowodu twierdzenia 2.1.1. Funkcje zs(¢) mozemy prze-
dtuzy¢ na cala prosta w taki sam sposéb, jak funkcje g(t), czyli: 25(t) = zs(1+1)
dla t < 0 oraz zs(t) = xs(t — 1) dla ¢t > 1. W celu unikniecia komplikacji za-
pisu, dla rozszerzonej funkcji uzyto tego samego oznaczenia, zg(-), co dla funkcji
okreslonej na I;. Dalej pokazemy, ze zg(?) spelnia te same warunki, ktére spelnia
funkcja ¢(t), czyli warunki (2.4).

Lemat 2.2 Dla kazdego t € I zachodzi
zs(t)=1—ag(t—1/2). (2.10)

Dowéd. Wystarczy pokazaé, ze warunek (2.10) jest spelniony dla 1/2 <t <1,
poniewaz, jesli t < 1/2,to xg(t —1/2) = zs(t —1/24+ 1) = z5(t + 1/2).

Latwo sprawdzi¢, ze réwnanie (2.10) jest spelnione dla kazdego ¢t € T. Poka-
zemy, ze ze spelnienia (2.10) dla kazdego t € T* wynika spelnienie tego warunku
dla t € T*t1. Wymaga to rozpatrzenia kolejnych szczegélnych przypadkéw.

Niech t € T*+! oraz t € [7/8,1]. Wtedy zachodzi (1 —t) € [0,1/8]. Z réwnah
(S5)1(52) otrzymujemy z5(t) = ys(1—t) = ys(4—4t)/2 = 25(4t—3)/2. Poniewaz
(2.10) jest spelnione dla t € T*, a (4t — 3) € [1/2,1] oraz (4t — 3) € T*, wiec
rs(t) = (1—a5(4t—7/2))/2=1/2—25(t—7/8) = ys(t—7/8+1/8). Dalej mamy
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(t —3/4) € [1/8,1/4], zatem, korzystajac z (S3), otrzymujemy ys(t — 3/4) =
1—ag(t—3/4+1/4)=1— s(t — 1/2).

W nastepnym przypadku niech t € T*+! oraz t € [6/8,7/8]. Wtedy zachodzi
(1—1)€[1/8,2/8]. Z réwnan (S5), (S3) 1 (52) otrzymujemy zs(t) = ys(1 —¢) =
1/2—25(7/8~t) = 1/2—25(7/2—4t)/2. Poniewaz (2.10) jest spelnione dla t € T*,
a(7/2—4t) € [1/2,1]oraz (7/2—4t) € T*, wiec z5(t) = 1/2—(1—z5(4—41))/2 =
xs(4 — 4t)/2 = ys(4t — 3)/2. Dalej, poniewaz (4t — 3) € [0,1/2], korzystamy
z (52) i otrzymujemy ys(4t — 3)/2 = ys(t — 3/4). Z réwnania (54) wynika, zZe
dla dowolnego s € [0,1/8] zachodzi ys(s) = 1 — z5(s + 1/4). W konsekwencji,
ys(t—3/4)=1—as(t—3/4+1/4) =1—z5(t — 1/2), co koficzy ten fragment
dowodu.

Dalej, niech ¢ € T*+! oraz t € [5/8,6/8], wtedy (1 —t) € [2/8,3/8]. Z réwna
(S5), (54) 1 (S2) otrzymujemy zs(t) = ys(1 —t) = 25(6/8 —t) = 25(3 — 4t)/2.
Poniewaz (2.10) jest spelnione dla t € T*, a (3—4t) € [0,1/2] oraz (3 —4t) € T*,
zatem xg(3 — 4t +1/2) = 1 — 25(3 — 4¢). W ten sposéb otrzymujemy zg(t) =
(1—2s(3—4t+1/2))/2=1/2 — ys(4t —5/2)/2. Poniewaz (4t — 5/2) € [0,1/2],
mozemy skorzystaé z (52), co prowadzi do réwnoéci ys(4t —5/2)/2 = ys(t—5/8).
Z réwnania (53) wynika, ze ys(t—5/8) = xs(t—5/8+1/8)—1/2. Po podstawieniu
otrzymujemy 1/2 —xg(t —1/2)+1/2=1—2g(t — 1/2), co konczy ten fragment
dowodu.

W koficu, w ostatnim przypadku, niech t € T*+! oraz ¢ € [1/2,5/8]. Mozemy
skorzystac¢ z warunkow (S5), (S4) 1 (S3), gdyz (1 —t) € [3/8,1/2]. Otrzymujemy:
zs(t) = ys(1 —t) = 25(6/8 —t) = 1/2 4 ys(5/8 — t). Dalej, korzystajac z (S2),
mamy 1/2+ ys(t —5/8) = 1/2+ ys(5/2 — 4t)/2 = 1/2 4+ ws(1 — 5/2 + 41)/2.

Poniewaz (2.10) jest spelnione dla ¢ € T*, a (4t — 3/2) € [1/2,1] oraz (4t —
3/2) € T*, wiec z5(4t — 3/2) = 1 — 25(4t — 2). W ten sposéb otrzymujemy
xs(t) = 1/2+ (1 —as(4t — 2))/2 = 1 — as(t — 1/2), co koiiczy ten fragment
dowodu.

Funkcja x5(t) jest funkcja jednostajnie ciagla, zatem warunek (2.10) jest spel-
niony dla t € T*, k = 1,2, ..., gdzie zbiér U,T* jest zbiorem gestym w Iy, co
pozwala na przedluzenie warunku (2.10) na caly odcinek jednostkowy. a

Lemat 2.3 Dla kazdego t € [1/8,3/8] zachodzi

xs(t) =1/24+ xs(1/2 —4t)/2. (2.11)
Dowéd. Niech t € [1/8,1/4], wtedy z réwnania (S3) wynika, ze zg(t) = 1/2 +
ys(t —1/8) = 1/2 4 ys(4t — 1/2)/2. Z réwnania (S5) otrzymujemy ostatecznie

xs(t) = 1/24xs(1-1/2—4t)/2 = 1/2+2s5(1/2—4t)/2. Podobnie, dla t € [1/4,3/8]
mamy, korzystajac z (S4), v5(t) = 1 —ys(t — 1/4) = 1 —ys(4t - 1)/2 = 1 -
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rs5(2—4t)/2. Z lematu 2.2 otrzymujemy dalej 25(t) = 1 — (1 —2z5(3/2—4t))/2 =

1/2 + 2s(3/2 — 4t)/2. W koiicu, poniewaz, dla dowolnego argumentu s € Iy,

rs(s) = zg(s— 1), zatem zg(t) = 1/2 4+ z5(1/2 — 4t)/2, co koniczy dowdd. |
Pozostal jeszcze do udowodnienia nastepujacy lemat:

Lemat 2.4 Dla kazdego t € [7/8,1] zachodzi
vs(t) = ws(4t)/2. (2.12)

Dowdd. 7 prostych przeksztalcen wynika, ze dla s = 1 —¢ € [0,1/8] mamy
zs(t) = xs(l —s) = ys(s) = ys(4s)/2 = xs(1 — 4s)/2. Dalej, korzystajac z tego,
ze dla dowolnego s zachodzi xg(s) = zs(s + 3) otrzymujemy (po podstawieniu
s=1—t)zs(l—4s)/2 =as(4 —4s)/2 = xs(4t)/2, co koficzy dowdd lematu. O

7 lematéw 2.2, 2.3, 2.4 oraz z réwnania (2.5) wynika, ze funkcja xg(t) spelnia
réwnania definiujace funkcje g(?). Poniewaz ¢(t) jest okreslona jednoznacznie,
a xg(t) jest funkcja ciagla (jednostajnie), zatem sa one identyczne, czyli zg(?) =
g(t), t € R. Wystarczy teraz wykazac, ze ys(t) = vs(t — 1/4) dla kazdego t € I,
by méc stwierdzié, ze obie krzywe, F,(t) oraz Fs(t), sa identyczne.

Lemat 2.5 Dla kazdego t € I zachodzi
ys(t) = zs(t — 1/4). (2.13)

Dowéd. Dla t € [1/4,1/2] warunek (2.13) otrzymujemy wprost z (S4). Dalej, dla
tego samego przedzialu przynaleznosci ¢, zachodzi z5(t) = 1 — ys(t — 1/4). Stad,
dla t € [0,1/4], wynika ys(t) = 1 — as(t + 1/4). Z kolei z (2.11) otrzymujemy
ys(t) =1 -1+ as(t—1/4) = zs(t — 1/4).

W przypadku, gdy ¢ € (1/2,1], z (S5) otrzymujemy ys(t) = zs(1 — t). Dalej,
z (2.10) wynika, ze 2g(1 —t) = 1 —2g(1 —t+1/2) = 1 —25(3/2—t). Korzystajac
ponownie z (S5), otrzymujemy

1—25(3/2—t)=1—ys(1+1—3/2)=1— ys(t —1/2).

Poniewaz t —1/2 < 1/2, mozemy wiec podstawic¢ ys(t—1/2) = ag(t—1/2—1/4).
Jezeli t € [3/4,1],t0z (2.10) wynika 1 —2g(t—3/4) = z5(t—1/4). Gdy natomiast
t e (1/2,1], wtedy 1 —zs(t —3/4) =1 —2s(t —3/44+1) = 1 —as(t +1/4).
Korzystajac ponownie z réwnania (S5), otrzymujemy dalej 1 — zg(t + 1/4)

l

xs(t —1/4), co konczy dowdd lematu.
W ten sposéb w lematach 2.2-2.5 pokazalismy, ze odwzorowanie Fg(t) =
(zs(t),ys(t)) jest réwnowazne z odwzorowaniem Fy(t) = (¢(t),g(t — 1/4)), co

konczy dowdd twierdzenia 2.1.1.
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Wtlasnoéci krzywej Sierpinskiego

Z ukladu réwnan (2.5)—(2.8) wynika bezposrednio, ze wartoéci funkeji Fs(t) znaj-
duja sie w kwadracie [0, 1] X [0, 1], a w szczegdlnosci: dla t € [7/8,1], [0, 1/8] znaj-
duja sie w kwadracie [0,1/2] x[0,1/2];dla ¢t € [1/8,3/8] znajduja sie w kwadracie
[1/2,1] x [0,1/2]; dla t € [3/8,5/8] znajduja sie w kwadracie [1/2,1] x [1/2,1];
adlat € [5/8,7/8] przyjmuja wartoSci w kwadracie [0,1/2] x[1/2, 1]. Ponadto (ze
wzgledu na (2.8)) wartosci odwzorowania Fs(t) dlat € [0,1/2] znajduja sie w tréj-
kacie o wierzchotkach w punktach (0,0),(1.0),(1,1), natomiast dla ¢ € [1/2,1]
przyjmuja wartosci w tréjkacie o wierzcholkach w punktach (0,0),(0,1),(1,1).

Lemat 2.6 Istnieje wzajemnie jednoznaczne odwzorowanie miedzy pododcinkami
AF = [1/2-i/4k1/2- (i + 1)/4%], (i = 0, ...,2-4F — 1, k naturalne), oraz odpo-
wiednimi trojkgtami prostokqtnymi Qf = Fg(Af) o przyprostokgtnych o dtugosci
275 pokrywajgeymi 1.

Dowdd. Dowdd lematu wynika ze spelnienia powyzszej wlasno$ci przez krzywe
aproksymujace Fg(t), k = 1,2,... Poréwnaj tez dowdd podobnej wlasnosci
w pracy [124]. O

Krzywa Sierpinskiego jest odwzorowaniem ciaglym, nie jest jednak réznicz-
kowalna [137], spelnia natomiast warunek Héldera z wykladnikiem 1/2. Nalezy
nadmienié, ze stata wystepujaca w tym warunku ma najmniejsza, warto$é w po-
rownaniu z analogicznymi stalymi wystepujacymi w odpowiednich warunkach
Holdera sformutowanych dla innych dwuwymiarowych krzywych wypelniajacych.
Warunek ten mozemy zapisa¢ w nastepujacej postaci:

Lemat 2.7 Dla kazdego t1,t3 € 11 zachodzi
||Fs(t1) — Fs(t2)||2 S a2 min |t2 — t1|, |1 — (tg — t1)| S 042|t2 — t1|, (214)
gdzie o = 2. a

Nalezy zauwazy¢, ze warto$é a? = 4 jest niepoprawialna, gdyz mozna wskazaé
takie pary punktéw ¢y, ¢y, na przyklad 01 1/8, dla ktérych || Fs(ty) — Fs(t2)||* =
a2 |t2 — t1|.

Dowdd lematu 2.7 podano, korzystajac z innego opisu krzywej Sierpinskiego,
w pracy Platzmana i Bartholdiego [124]. Przedstawiono tam takze inna wer-
sje algorytmu generowania krzywej Sierpiiskiego. Podstawa tego algorytmu jest
réwnanie rekurencyjne, ktére pozwala na wyznaczanie punktéow wierzchotkowych
kolejnych aproksymacji krzywej na podstawie poprzedniej aproksymacji.

Dla poréwnania podamy tu wspomniany algorytm, korzystajac jednak z wpro-
wadzonych wczeSniej oznaczen i definicji.
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Niech F(t) oznacza krzywa wypelniajaca. Dalej, niech F'(0) = F(1) = (0,0),
F(1/4) = (1,0), F(1/2) = (1,1), F(3/4) = (0,1). Ponizsze réwnanie definiuje
dwuwymiarowa krzywa Sierpinskiego.

P(i/2%) = (F([i/4] /2572 + F([i/41/2472)) /2 (2.15)
i=1,3,5,...,28—1, k=3,4,...

Funkcja F'(t) ma wartoSci okreslone dla wszystkich punktéw odcinka jednostko-
wego o skoniczonych czwoérkowych rozwinieciach, jednoczesnie jest jednostajnie
clagta na wyzej wspomnianym zbiorze punktéw, w zwiazku z tym mozna ja prze-
dhuzy¢ na caly odcinek 1.

Nietrudno pokazac (poprzez indukcje), ze zdefiniowane odwzorowanie F'(t)
jest identyczne z Fs(t), czyli z dwuwymiarowa krzywa Sierpinskiego.

Algorytm zaproponowany przez Platzmana i Bartholdiego jest algorytmem
wygodnym w sytuacji, gdy generowane jest pewne przyblizenie calej krzywej
Sierpifiskiego. W przypadku ograniczenia sie do dokladnoéci 2%, a wiec przy
wyznaczaniu wszystkich wartoéci F(i/2%), i = 0,1, ... ,2% - punktéw wierzchol-
kowych krzywej wypelniajacej, nalezy O(2%) razy wyznaczy¢ wartosé funkcji F.
Jesli natomiast chcemy okresli¢ wartos¢ F(¢) jedynie dla pewnego ustalonego t,
podanego z ta sama co poprzednio dokladnoscia 27%, to musimy wykonaé w naj-
gorszym razie O(Qk/z) iteracji algorytmu Platzmana i Bartholdiego. Skorzystanie
z réwnan (S1)-(S5) gwarantuje wtedy znacznie mniejsze naklady obliczeniowe,
rzedu O(k). Niewatpliwie, dla naszych celow, czyli do przetwarzania pojedynczych
obserwacji na biezaco, bardziej efektywna bedzie wersja algorytmu bazujaca na
ukladzie réwnan (S1)—(S5).

2.2 Krzywa Hilberta

W roku 1891 Hilbert [72] opisal kolejna, po krzywej Peano, krzywa wypelniajaca
kwadrat. Istnieje bardzo wiele réznych sposobdéw definiowania dwuwymiarowej
krzywej Hilberta [137], [23], [111].

Proponujemy tutaj definicje krzywej Hilberta analogiczna do opisu (2.5)—(2.8)
krzywej Sierpinskiego, w ktdrej korzystamy z podstawowych wlasnoéci geome-
trycznych krzywej. Podobnie jak w przypadku krzywej Sierpifiskiego, definicja
tego typu prowadzi w prosty sposéb do otrzymania konstruktywnego algorytmu
generowania punktéw krzywej Hilberta. Opis krzywej za pomoca uktadu réwnan
funkcyjnych jednoznacznie definiuje odwzorowanie Iy — [, oraz pozwala na bar-
dzo precyzyjne zbadanie jego wlasnosci. Dzieki temu opisowi bedziemy w stanie
wyznaczy¢ optymalna wartos¢ stalej w warunku Hoéldera dotyczacym dwuwymia-
rowej krzywej Hilberta.
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Niech Fp(t) = (zm(t),ynu(t)), t € I oznacza odwzorowanie przeprowadza-
jace punkty z odcinka w punkty kwadratu jednostkowego.

Twierdzenie 2.2.1 Odwzorowanie Fr(t) = (zp(t),yu(t)), t € Iy spetniajgce
warunki:

er(t) = yr(40))2, y(t) = ep(4t)/2, 0 <t < 1/4, (2.16)
er(t) =1/2—yg(1/2—=1), yg(t) = =1/24+ 25(1/2—1), 0< t < 1/4, (2.17)
eg(t)=ap(l—1), yg(1—t)4+yu(t)=1, 0<t<1, (2.18)

jednoznacznie definiuje dwuwymiarowq krzywg Hilberta.

Latwo zauwazy¢, ze z réwnania (2.16) wynika, iz 25 (0) = yi(0), natomiast
z yu(l — t) + yu(t) = 1 otrzymujemy yg(1/2) = 1/2. Przepisujac réwnanie
(2.17) w postaci 2 (t) = 1/24+ yg(1/2 — t) oraz yg(t) = 1/2 —2x(1/2 —t) dla
1/4 <t < 1/2, a nastepnie podstawiajac ¢ = 1/2, dostajemy zx(0) = 0. Stad
takze wynika, ze yy(0) = 0.

Dalej, korzystajac kolejno z (2.16) i (2.17), otrzymujemy przy t € [1/4,1/2],
ep(t) = 124 yp(1/2 —t) = 1/2 4+ 2g(2 —41)/2 = 1/2 + ag(4t — 1)/2 =
1/2+ yu(t—1/4) i podobnie yy(t) = 1/2 —wp(1/2—1) = 1/2 — y(2 — 4)/2 =
1/2-1/24yuy(4t—1)/2 = ay(t—1/4). W ten sposéb wykazaliSmy nastepujaca
wlasnosé:

Lemat 2.8 Z uktadu rownan (2.16)~(2.18) wynika, Ze rownanie (2.17) jest row-
nowazne z rownaniami

vr(t) = 1/2+ yu(t — 1/4), yu(t) = ap(t—1/4), 1/4<t<1/2.  (2.19)
O

Wilasnosé wewnetrznego podobiefnstwa odwzorowania (2.17) mozna zastapic
réwnowazna wlasnoscia (2.19), majaca charakter przesuniecia wzgledem argu-
mentu ¢. Dalej bedziemy czesto korzystaé z tego wlasnie réwnania.

Wyznaczenie wprost wartosci Fi(0) = (0,0) pozwala na sformulowanie na
podstawie (2.16)-(2.18) konstruktywnego algorytmu generowania krzywej, ktéry
umozliwia dokladne wyznaczenie wspétrzednych punktéow z kwadratu odpowia-
dajacych punktom z odcinka o skoficzonych dwéjkowych rozwinieciach. Wyzna-
czymy jeszcze wartosci Fr w punktach 1/3 1 2/3. Umozliwi to otrzymanie reku-
rencyjnego algorytmu pozwalajacego na obliczenie doktadnych wartodci krzywej
Hilberta w punktach, ktérym odpowiada zbiér wartosci odwzorowania o skonczo-
nych dwéjkowych rozwinieciach obu wspdlrzednych. Z réwnan (2.18) wynika, ze
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Fr(1) = Fg(1-0) = (2 (0), 1 —ym(0)) = (0,1), natomiast z (2.19) otrzymujemy
Fp(1/3)= Fg(1/124+1/4) = (1/2+ yu(1/12), xy(1/12)).

Dalej Fiy(1/12) = Fy(1/4-1/3) = (g (1/3)/2,2n(1/3)/2), stad 21(1/3) =
12+ 2(1/3)/2 oraz yar(1/3) = g (1/3)/2

W konsekwencji otrzymujemy Fy(1/3) = (1,0) oraz Fy(2/3) = Fy(1-1/3) =
(en(1/3),1 — yir(1/3)) = (1,1),

Ponizszy uklad réwnai jest réwnowazny z réwnaniami (2.16)—(2.18):
H1) Fg(0) = (0.0), Fu(1/3) = (1,0),
H2) (1) = yu(41)/2, yr(t) = e (41)/2, t € [0,1/4),
H3) op(t) = 1/2+ yu(t — 1/4), yu(t) = ag(t— 1/4), t € [1/4,1/2],
H4) op(t) = 2p(1— 1), ya(l—1) +yu(t) =1, t € (1/2,1].

Lemat 2.9 Uktad rownan funkcyjnych (H1)-(H/) jest rownowazny z uktadem
rownan (2.16)~(2.18). Rozwigzaniem uktadu réwnan (H1)-(Hj) jest krzywa wy-
petniajgea Fr(t) : Iy — Iy,

Dowdd. Postepowanie dowodowe przebiegac bedzie podobnie jak w przypadku
analogicznego lematu sformulowanego dla krzywej Sierpifiskiego. Wykazanie réw-
nowaznosci ukladu réwnan (H1)-(H4) z ukladem réwnan (2.16)—(2.18), jako ele-
mentarne, pominiemy. W pierwszym etapie okreslimy wartosci Fy(t) dla ¢t =
1/3,2/3,1. Sa to, jak wida¢, wspélrzedne wierzcholtkéw kwadratu Is.

W kolejnym etapie wyznaczymy wartosci Fy(t) dla wszystkich argumentow
t=1/12,1=0,1,2,...,12. Otrzymane punkty maja wspélrzedne bedace wielo-
krotnoécia 1/2, a mianowicie:

Fu(1/4) = Fu(0+ 1/4) = (1/2+ yu(0),2a(0)) = (1/2.0),

Fu(1/2) = Fu(1/4+ 1/4) = (1/2+ ya(1/4),2u(1/4)) = (1/2.1/2),

Fu(3/4) = Fu(1— 1/4) = (2u(1/4), 1 — g (1/4)) = (1/2,1),

Fu(1/12) = (g (1/3)/2,20(1/3)/2) = (0,1/2),

(1/6) = Fir(2/12) = Ful1/4-2/3) = (yur(2/3)/2, 21(2/3)/2) = (1/2,1/2),
(5/12) = Fu(1/4+ 1/6) = (1/2 + yu(1/6), 212(1/6)) = (1,1/2),
(7/12) = Fy(1 = 5/12) = (2u(5/12),1 —yu(5/12)) = (1,1/2),
(5/6) = Fir(1 = 1/6) = (e11(1/6),1 - yir(1/6)) = (1/2,1/2),

Fa(11/12) = Fyr(1 = 1/12) = (25(1/12), 1= yyr(1/12)) = (0, 1/2).

Poprzez polaczenie odcinkami punktow z I odpowiadajacych kolejnym war-
tosciom t = ¢/12, (1 =0,1,2,...,12) na odcinku [y, otrzymujemy ciagla aprok-
symacje krzywej wypelniajacej. Na rysunku 2.2 przedstawiono trzy pierwsze przy-
blizenia krzywej Hilberta. Jest to inna metoda aproksymacji niz rozwazane do tej

TS

pory (por. [137]). Jej cecha charakterystyczna jest okreslenie punktéw wezlowych
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Rys. 2.2. Kolejne przyblizenia krzywej Hilberta w 2-D
Fig. 2.2. Approximations of the Hilbert space-filling curve in 2-D

— punktéw z kwadratu budujacych dane przyblizenie — na podstawie doktad-
nych wartoéci odwzorowania. Zbiér punktéw wezlowych tworza, jak zobaczymy,
wszystkie punkty I, ktérych wspdtrzedne maja skonczone dwéjkowe rozwiniecia.

Niech F]’fl(t) oznacza k-ta aproksymacje krzywej, okreslona doktadnie w tym
sensie, ze Ff(t) = Fy(t), w punktach t € T*, gdzie

F=ytb=i/(3-45), 1=0,1,2,...,3-4%,

a k jest dowolna, liczba naturalna.
Odcinkami liniowe przyblizenie dwuwymiarowej krzywej Hilberta jest wtedy
postaci

Frr(t) = [1—3-4" (¢ = D)) F(t7) +3 - 45 (¢ — 1) Fi(t5,).

Zauwazmy, ze Ff(t) jest funkcja ciagla. Latwo pokazaé (przez indukcje), ze
||[FE () — FE(t Z_|_1)|| = 27% przy czym réznica ta dotyczy zawsze tylko jednej
wspbirzedne;j.

Stad || FEF (1) = FE(1)]] < v2-27%, a w konsekwencji dla kazdego naturalnego
kim oraz t € I zachodzi

IEG () = FRON < [1F5H(8) = FEOI + -+ [[F (1) = F = (@)
<V2-27R(1 427 4 427 < 227k

Wynika stad, ze ciag funkcji F]’fl(t) jest jednostajnie zbiezny. Jego granica jest
wiec funkcja ciagta. Dalszy ciag dowodu przebiega analogicznie jak w przypadku
dowodu lematu 2.1 sformutowanego dla krzywej Sierpiniskiego. a
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Witlasnosci krzywej Hilberta

Z réwnan (H2)-(H4) wynika bezposrednio, ze wartosci funkcji Fy(t) znajduja sie
w kostce [0,1] x [0,1], a w szczegdlnosci: dla ¢ < 1/4 znajduja sie w kwadracie
[0,1/2] x [0,1/2];dla 1/4 < ¢ < 1/2 znajduja sie w kwadracie [1/2,1] x [0,1/2];
dla 1/2 <t < 3/4 znajduja sie w kwadracie [1/2,1] x [1/2,1]; natomiast dla
3/4 <t <1 znajduja sie w kwadracie [0,1/2] x [1/2, 1].

Lemat 2.10 Istnieje wzajemnie jednoznaczne odwzorowanie miedzy pododcin-
kami AF = [i/4% (i + 1)/4%], i = 0,...,4% — 1 oraz odpowiednimi podkostkami
Qf = FH(Af) 0 boku 27 pokrywajgcymi I, gdzie k jest dowolng liczbg naturalng.

Dowdd. Dowdd lematu wynika ze spelnienia powyzszej wlasnosci przez krzywe
FE®), k=1,2,... O

Lemat 2.11 Dla kazdego t € I zachodzi
||[Fa(t)]]? < 3t. (2.20)

Dowéd. Najpierw pokazemy, ze wlasnosé (2.20) jest spelniona przez wszystkie
punkty wierzcholkowe kolejnych aproksymacji krzywej Fp(t), czyli ze

1 Fa ()| < 317

zachodzi dla kazdego t¥ € TF = {i/(3-4%) i =0,1,...,3 4%}, dla dowolnego
naturalnego k. Latwo sprawdzi¢, ze nieréwnos¢ (2.20) jest spelniona dla k = 1,
a dokladniej dla wszystkich ¢t € T! = {0,1/12,2/12,...,11/12,1}. Dalej poka-
zemy, ze ze spelnienia warunku (2.20) dla pewnego k > 1 wynika spelnienie go
dla k£ + 1, co zakoticzy pierwsza cze$¢ dowodu poprzez indukcje.

Niech ¢ € T*+! oraz niech ¢ < 1/4. Z réwnania (H2) wynika, ze

Fra(t) = (yrr(40) /2. 251(41)/2).

Poniewaz 4t € T*, wiee || Fi(1)||? = 2%(1) + v} (1) = (yH(4t) + 2}(41))/4 < 1/4-
3(4t) = 3t. Dalej, niech t € T**+! oraz t € [1/4,1/2]. Z réwnania (H3) wynika, ze
rp(t) =1/24yp(t—1/4)oraz yy(t) = xy(t—1/4). Poniewaz t—1/4 < 1/4, mamy
yi(i — 1/4) < 1/2, otezymujemy wiee || Fu(Dl[2 = 23(1) + y (1) = 1/4+ g2 (1 —
V) +ya(t—1/4)+a3(t—1/4)) < yu(t—1/4)+1/4+3(t—1/4) < 3/4+3(t—1/4).

7 kolei niech t € T*+1 oraz niech t € [1/2,3/4]. Z réwnat (H4) i (H3) wynika,
ze xp(t) = 2pg(l—1t) = 1/24+yp(3/4 —t) oraz yg(t) = 1 —yg(l —t) = 1 —
zp(3/4 —t), natomiast z (H2) wynika dalej, ze 2y (t) = 1/2 + 25 (3 — 4t) oraz
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y(t) = 1 — yg(3 — 4t). Latwo sprawdzi¢, ze jesli t € T to (3 — 4t) € T*,
a zatem

1Fa(®)I1? = 2(t) + y (1) = 1/4 + [y5(3 — 41) + 23,(3 — 4¢)] /4
g3 —41))2 —yg(3—4t) < 1/4+3/4- (3 —4t)+1/2 = 3(1 —t) < 3.

Ostatnia nieréwnos$¢ wynika z prostego faktu, ze dla 1/2 <t < 3/4 zawsze musi
byc1—1t<t.

W koficu, niech t € T*+1 oraz t € [3/4,1]. W tym przypadku punkty z krzywej
leza w kwadracie [0,1/2] x [1/2,1], stad ||[Fg(t)||* <1+ 1/4=5/4.Dla t > 3/4
mamy wiec || Fr()||?/t <5/4-4/3 = 5/3 < 3. Jedli nieréwnosé || Fg(tF)||? < 3t¥
zachodzi dla tf €Tk, k=0,1,..., czyli na zbiorze gestym w I, to nieréwnoéé
ta jest spelniona dla kazdego t € Iy, co koficzy dowdd wlasnosci (2.11). Fakt ten
wynika bezposrednio z jednostajnej ciagtosci Fiy(t). a

Sformulujemy twierdzenie, ktére poprawia wartosé statej w warunku Holdera
sformulowanym w odniesieniu do dwuwymiarowej krzywej Hilberta.

Twierdzenie 2.2.2 Dla kazdego t1, t5 € 11 zachodzi
[ Fr(t) = Fa(t)]|* < o? |ty — 1], (2.21)
gdzie a? = 6.

Dowdd. Postepowanie dowodowe przeprowadzimy podobnie jak w przypadku le-
matu 2.11. Najpierw pokazemy, ze warto$¢ a? w nieréwnosci (2.21) jest nie mniej-
sza niz wymieniona w twierdzeniu warto$é¢ 6. Niech #; = 23/48 oraz t; = 25/48.
Korzystajac z réwnan (H1)-(H4), wyznaczamy Fp(23/48) = (1/2,1/4) oraz
Fg(25/48) = (1/2,3/4). Stad otrzymujemy réwnosé ||(1/2,1/4)— (1/2,3/4)||* =
1/4=6-2/48.

Dalsza cze$c dowodu bedzie miala charakter indukcyjny. Na poczatku poka-
zemy, ze wlasnos¢ (2.21) jest spelniona przez wszystkie punkty wierzcholkowe
kolejnych aproksymacji krzywej Fiy (1), czyli pokazemy, ze || Fy(t1) — Fg(t2)|]* <
6|ty — t2] zachodzi dla wszystkich #1,15 € Tk, dla dowolnego naturalnego k.

T* jest zdefiniowane tak samo jak w dowodzie poprzedniego twierdzenia, czyli
TF={i/(3-4%),i=0,1,...,3-4F}.

Latwo sprawdzié, ze nieréwnos¢ (2.21) jest spelniona dla k = 1, a dokladniej
dla wszystkich t;,t, € T* = {0,1/12,2/12, ... ,11/12,1}. Dalej pokazemy, ze ze
spelnienia warunku (2.21) dla pewnego k > 1 wynika spelnienie go dla k£ 4 1, co
zakoficzy pierwsza, czesé dowodu przez indukcje.

Niech t1,ty € TFF! oraz t1,t, < 1/4.

Z réwnania (H2) (lub z (2.16)) wynika, ze

FH(tz) = (3/H(4ti)/27$H(4ti)/2)7 1 =1,2.
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Poniewaz 4t1, 4ty € T*, stad

[Fr(ty) = Fa(t)l|? = [ta(t) — 2u(t2)]? + lya(ty) — yu(t2)]?
=14 [y (41) — g ()P + 1A [og(41)) — 2 (48]
< 6/4- |4ty — 4| = 6]ty — o).

Analogiczne rezultaty otrzymamy w przypadku, gdy ¢y, € [1/4,1/2]lub ty,t5 €
[1/2,3/4],lub ty,t5 € [3/4,1].

Dalej, niech t1,t, € T**! oraz niech t; € [0,1/4], t; € [1/4,1/2]. Z réwnah
(H2)-(H4) wynika, ze

ep(t) =yp(4t1)/2 =1/2 —yg(1 —4t1)/2 = 1/2 — 2g(1/4 — t;)

oraz podobnie
ya(t) = yua(1/4 - t1).
Korzystajac z lematu 2.11, otrzymujemy

() = (1/2,0)| = 23(1/4 — ) + 3 (1/4 - 1) < 3(1/4 - 1),

Dalej, podobnie jak dla t1, dla t; otrzymujemy z g (t2) = yu(t2—1/4)+1/2, yu(tz)
= zp(ty — 1/4). Stad wynika, ze

1 Fr(tz) = (1/2,0)[1* = f(tz — 1/4) + yfi (12 = 1/4) < 3(t2 — 1/4).
7 nieréwnoéci tréjkata otrzymujemy:
| Fr(te) = Fa(ta)|| < 32 (1/4 = t)'? 4 32 (12 — 1/4)'/2.

Poniewaz dla dowolnego nieujemnego a i b zawsze zachodzi a'/? + b1/2 <
(2a + 2b)1/2, zatem

| Fr(th) — Fr(ta)]] < 62 (2 — 1)V

Dalej, niech t;,t, € T**! oraz t; € [0,1/4],t, € [1/2,3/4]. Z réwnan (H2)—(H4)
wynika, ze zp(t1) = yu(4t1)/2 oraz yu(t1) = vy (4t1)/2, natomiast

vr(ty) = 2(l — 1) = yg(3/4 — 1) + 1/2 = 1/2 + 2 (3 — 4t3)/2
= 1/2+eg(l— (3—4ty)) = 1/2 + ap(4(ta — 1/2))/2

oraz podobnie yr(t2) = 1/2 + yu(4(t2 — 1/2))/2.
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Wprowadzmy oznaczenia sy = 4#y oraz s; = 4 (t; — 1/2). Po odpowiednim
podstawieniu otrzymujemy:

| Fr(ta) = Fa(t)l]* = 1/4-[1 + 21 (s2) — yu(s1)]

+1/4- M+ yu(se) —an(s1)] = 1/4-[[[Fa(ss) — Fu(s1)]]?

+2xp(s2) em(s1) + 2yu(s2) yu(s1) + 14 2zp(s2) — 2(1 4+ zpg(s2)) yu(s1)
+1+ 2yp(s2) — 2(1 + yu(s2)) xu(s1)).

Poniewaz zawsze zachodzi zy(t), yu(t) € I, zatem
1 Fp(tz) = Fr(t)]]” < 1/4- (1 Fu(s2) — Fu(s)|* + 10).
Zauwazmy ponadto, ze s; € T*, i =1,2. W zwiazku z tym
| Fr(s2) — Fr(s1)]|> < 6(sz—s1) =24ty — t1) — 12.
Po podstawieniu do poprzedniej nieréwnosci otrzymujemy
[ Fr(t2) = Fr(t)|* < 1/4- (24(t2 — 1) = 2) < 6 (L2 — 1),

co koticzy dowéd dla t1,t, € T**! oraz t; € [0,1/4],t5 € [1/4,1/2].

Rozwazmy dalej przypadek ty,1, € TF! oraz t; € [1/4,1/2], t, € [1/2,3/4].
Z réwnan (H2)-(H4) wynika, ze zg(t1) = 1/2 4+ yu(ts — 1/4) = 1/2 4+ zp(4t1 —
1)/2=1/2+ a2 - 4t1)/2 = 1/2 + yu(1/2 — t1) oraz analogicznie yy(t1) =
1/2 — 25(1/2 — t1). Podobnie, zp(ty) = ap(l —t3) = 1/24+ yuy(3/4 — 1) =
(1+zp(3—4t3))/2 = 1/242u(1-3+4t3)/2 = 1/24yr(ty —1/2). Przeksztalcajac
dalej yy(ts), otrzymujemny ypr(t2) = 1 — yu(1— 1) = 1 — 2p(3/4 — 1) = 1 -
yr(3 —4t2)/2 = 1 — (1 —yp(4t2 — 2))/2 = 1/2 + 2 (ty — 1/2). Z lematu 2.11
wynika, ze

[Ep(t) = (/2. 1/2)|2 = [em(t) — 1/2 + [y (t) — 1/2?
=y} (1/2 = t1) + 23(1/2 = t1) <3(1/2 - t1)

N Ea(t) — (12,12 = [er(t2) — 12 + [y (12) — 1/2]
—I—yjz_l(tg -1/2)+ qu(tg —1/2) < 3(ty —1/2).

Stad, korzystajac z nieréwnoéci tréjkata, otrzymujemy:
| Frr(tn) = Fa(t)ll < 3"72(1/2 = 00)'2 4+ 3121, — 1/2)'2,
Ze znanej nieréwnosci al/? 4 p1/2 < (2a + 2b)1/2 wynika

[Er(t) = Frr(t2)l] < 6'(t2 — 1)
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Rozwaszmy teraz przypadek ¢i,t, € THT! oraz t; € [1/4,1/2], t, € [3/4,1].
Z réwnan (H2)-(H4) wynika, ze 2 (t1) = yu(t1 —1/4)+1/2 = ag(4t,—-1)/24+1/2
oraz yu(t1) = yu(4t1 —1)/2, natomiast z g (t2) = ep(l—t2) = yu(4(1—12))/2 =
(14+2m(4t3—3))/2; oraz podobnie, yr(t3) = 1 —ag(l -4t 4+4)/2 = 1 —a (4t —
3)/2. Niech s; = 4t; — 1 oraz sy = 4(t2 — 3/4). Po podstawieniu do poprzednich
réwnosci otrzymujemy:

| Fr(t2) — Fu(t)))* = [1/2- 25 (s1) + yr(s2)]* + [1+ yu(s1) — 1/225(s2)]?
= 1/4-[[|Fu(s2) = Fa(s)|? + 2zu(s2) vu(s1) + 2yn(s2) yu(s1)
+2xp(se) yu(s) + 22m(s1) ya(s2)] + 1 —za(s2) — yu(si).

Poniewaz dla dowolnego ¢ € Iy mamy z(t),yu(t) € Iy, wiec
1Fa(tz) - Fra(t)[I? < 1/4- ([ Faa(sz) = Fra(sDl2 +8)+ 1.
Zauwazmy ponadto, ze s; € T*, i =1,2. W zwiazku z tym
[[Fr(s2) — Fr(s1)||? < 6(sg— s1) = 24(ty — t1) — 12.
Po podstawieniu do poprzedniej nieréwnosci otrzymujemy
[[Fr(ty) — Fa(t)|]* < 1/4-(24(ty — t1) — 12+ 8) + 1 < 6(ty — 11),

co koticzy dowéd dla t1,t, € T**! oraz t; € [1/4,1/2],t5 € [3/4,1].

Ostatni przypadek to t1,t, € T*+! oraz t; € [0,1/4],t5 € [3/4,1]. Tym razem
mozemy skorzystaé¢ z faktu, iz Fy(t1) przyjmuje wartosci w kwadracie [0,1/2] X
[0,1/2], natomiast Fr(f2) przyjmuje wartosci w kwadracie [1/2,1] x [1/2,1]. Stad
wynika, ze ||Fg(ty) — Fg(t1)||* < 5/4. Poniewaz ty — t; > 1/2, od razu mozemy
wiec stwierdzié, ze

[Fr(t2) — Frr(ty)]|*/(t2 — t1) < 10/4 < 6.

Funkcja Fp(t) jest ciagla jednostajnie, stad jesli (2.21) jest spelnione dla
ti,ty € TF = {i/(3-4%)}, (k = 0,1,...), to (2.21) jest spelnione takze dla
kazdego t1, ty € I, co koficzy dowdd twierdzenia 2.2.2. a

W pracy [61] pokazano, ze warto$é a? < 6%. Oszacowanie odpowiedniej stalej
podane przez A.R. Butza [24] jest jeszcze stabsze i w przypadku dwuwymiarowym
wynosi a?
stalej a? = 6.

< 28. Twierdzenie 2.2.2 podaje najlepsza, niepoprawialna wartosé
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2.3 Krzywa Peano

W roku 1890 Peano [121] skonstruowal pierwsza krzywa wypelniajaca kwadrat.
W odwzorowaniu odcinka w kwadrat jednostkowy uzyto tréjkowych rozwinie¢
liczb. Obok przypadku dwuwymiarowego Peano przedstawil takze przypadek
tréjwymiarowy.

Inne warianty krzywych wypelniajacych kwadrat, podobnych w konstrukeji
do krzywej Peano, zaproponowal w 1900 roku Moore [111]. Krzywe te bazuja
na nieparzystych, innych niz tréjkowe, podziatach odcinka. 7 kolei Wunderlich
[201] przedstawil odmienne sposoby porzadkowania przestrzeni dwuwymiarowej
prowadzace w konsekwencji do réznych wariantéw krzywej, bazujacych nadal na
podziatach tréjkowych (krzywe typu switch-back). Istnieje dokladnie 272 réznych
krzywych tego typu, wsrdéd ktérych wystepuje takze oryginalna krzywa Peano
[137].

W niniejszej pracy ograniczymy sie do klasycznej krzywej podanej przez Pe-
ano [121]. Uogdlnienie krzywej Peano na przypadek wielowymiarowy przedstawil
Milne w pracy [110], a wczesniej, w mniej precyzyjny sposob, Butz [23].

Tutaj proponujemy inna, nowa definicje dwuwymiarowej krzywej Peano, w kté-
rej korzystamy z podstawowych wlasnosci geometrycznych odwzorowania i ktéra
tatwo uogdlni¢ na przypadek wielowymiarowy.

Definicja ta jest analogiczna do opisu (2.5)-(2.8) krzywej Sierpiniskiego. Po-
dobnie jak w przypadku krzywej Sierpinskiego, definicja w postaci uktadu réw-
nan funkeyjnych prowadzi w prosty sposéb do otrzymania konstruktywnego algo-
rytmu generowania punktéw krzywej Peano. Podany dalej uktad réwnan funkcyj-
nych jednoznacznie definiuje odwzorowanie Iy — I, oraz pozwala na precyzyjne
zbadanie jego wtasnoSci. Dzieki temu opisowi mozna wyznaczyé optymalna war-
tos¢ statej w warunku Héldera dotyczacym dwuwymiarowej krzywej Peano.

Niech Fp(t) = (xzp(t),yp(t)), t € I1 oznacza odwzorowanie przeprowadzajace
punkty z odcinka Iy w punkty kwadratu I5.

Twierdzenie 2.3.1 Odwzorowanie Fp(t) = (zp(t),yp(t)), t € I; spetniajgce
warunki:

Fp(t) = Fp(9)/3, 0 <1< 1/9, (2.22)
ep(t) = 1/3+ ap(t—1/9), yp(t) = 1/3— yp(t — 1/9), 1/9 <1< 1/3, (2.23)
ap(t)=1—ap(t—1/3), yp(t)=1/3+yp(t —1/3), 1/3<t<1  (2.24)

jednoznacznie definiuje dwuwymiarowq krzywq Peano.
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Latwo zauwazyé, ze z Fp(t) = Fp(9t)/3 dlat € [0,
Ponadto z réwnania (2.24) otrzymujemy Fp(1/3) = (
Fp(l)=(1,1).

Ustalenie wartosci F'p(0) pozwala na sformulowanie rekurencyjnego algoryt-
mu, ktéry umozliwia dokladne wyznaczenie wspétrzednych punktéw z kwadratu
odpowiadajacych punktom z odcinka (argumentom odwzorowania) o skoficzonych
tréjkowych rozwinieciach. Podstawa algorytmu sa nastepujace réwnania:

/9] wynika Fp(0) = (0

— (0,0).
71/3)7FP(2/3) = (072/3

1
1 ),

P1) Fp(0) = (0,0),

P2) wp(t) = 2p(90)/3, yp(1) = yp(91)/3, 0 <1< 1/9,

P3) wp(t) = 1/3+p(t — 1/9), yp(t) = 1/3— yp(t — 1/9), 1/9< 1< 1/3,
P4) ap(t) =1 —ap(t—1/3), yp(t)=1/3+yp(t —1/3), 1/3<t < 1.

Réwnania (P2)—~(P4) réznia sie od ukladu réwnan (2.22)—(2.24) tylko zasta-
pieniem pewnych ograniczen typu < przez ostre nieréwnosci, co pozwala na jedno-
znaczne zastosowanie ukladu réwnan (P1)-(P4) do wyznaczania wartosci Fp(t).
Dla granicznych wartosci t = 1/9 oraz t = 1/3 spelniony jest zaréwno warunek
(P2), jak i (P3) oraz odpowiednio (P3) i (P4), lecz w obliczeniach stosujemy
zawsze tylko jeden z nich.

Lemat 2.12 Uktad rownan funkcyjnych (P1)-(P4) jest rownowazny z rownania-
mi (2.22)-(2.24). Rozwigzaniem uktadu rownan (P1)—(P4) jest krzywa wypetnia-
Jjaca Fp(t): Iy — Iy.

Dowdd. Dowdd powyizszego lematu przeprowadzimy podobnie, jak w przypadku
krzywych Hilberta i Sierpiniskiego (por. podrozdzialy 2.1, 2.2). W pierwszym eta-
pie aproksymacji krzywej najpierw okreslimy wartosci Fp(t) dlat =0,1/3,2/3,1.
Dalej, dla ¢t = 1/9,2/9, ... 7/9, z réwnania (P3) otrzymujemy:

Fp(1/9) = (1/3,1/3), Fp(2/9) = (2/3,0).

Nastepnie z (P4) uzyskujemy:

Fp(4/9) =(2/3,2/3), Fp(5/9) = (1/3,1/3) oraz

Fp(7/9) = (1/3,1), Fp(3/9) = (2/3,2/3).

W kolejnym etapie aproksymacji wyznaczymy wartosci Fp(t) dla wszystkich
nie ustalonych do tej pory wartosci t = i/81, i = 0,1,2,...81. Otrzymane w ten
spos6b punkty z Iy maja wspélrzedne bedace wielokrotnoscia 1/9.

Poprzez potaczenie odcinkami punktéw z Iy, odpowiadajacych kolejnym war-
toSciom t = i/81, i = 0,1,2,...,81, otrzymujemy nastepne ciagle przyblizenie
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Rys. 2.3. Kolejne przyblizenia krzywej Peano w 2-D
Fig. 2.3. Approximations of the Peano space-filling curve in 2-D

krzywej Peano. Latwo pokaza¢ poprzez indukcje, ze uktad réwnan (P1)-(P4) po-
zwala wygenerowac wartosci odwzorowania Fp(t) dla wszystkich wartosci t € T*,
gdzie

TF = {tF = i/9%, i=0,1,2,...,9%},

a k jest liczba naturalna. Na rysunku 2.3 przedstawiono trzy kolejne przyblizenia
krzywej Peano, przy czym pierwsza (k = 0) aproksymacje krzywej stanowi po
prostu odcinek laczacy punkt poczatkowy (0,0) z punktem koncowym krzywej
wypelniajacej, czyli punktem (1,1). Kolejne przyblizenia stanowia krzywe od-
cinkami liniowe, taczace punkty wierzchotkowe odpowiadajace wartoSciom ¢ =
0,1/9%, ..., (9* - 1)/9,1, k=1,2.

Niech F]’E(t) oznacza k—ta aproksymacje krzywej okres§lona doktadnie, w tym
sensie, ze FJi(t) = Fy(t), w punktach t € T k = 1,2, ... Funkcja ta przyjmuje
wartosci

Fp(t) = (1= 9%(t = th) Fp(th) + 9"(t — 1)) Fp(tf)

dla ¢ nie nalezacych do T*. F]’%(t) jest funkcja ciagla, odcinkami liniowa. Latwo
pokazaé (przez indukcje), ze ||[FE(tF) — FE(tF,,)|] = vV237%. Obie wspélrzedne
FE(tF) 1 FE(tF, ) r6inia sie dokladnie o 37%. Stad otrzymujemy

IFEFH() = Fp(l] < V2375
W konsekwencji dla kazdego naturalnego ki m i dla kazdego t € Iy zachodzi:

IERT™ (1) = FROI < () = Fp()l[ 4o+ [FRH™ (8) = Fpt ()]
<V2-37F1 437 4+ 43T < V2378 3)2.

Whioskujemy stad, ze ciag funkcji F]’%(t) jest jednostajnie zbiezny. Jego granica
jest wiec funkcja ciagla. Dalszy ciag dowodu jest analogiczny jak w przypadku
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Rys. 2.4. Kolejne przyblizenia krzywej Peano w 2-D
Fig. 2.4. Approximations of the Peano space-filling curve in 2-D

odpowiednich lematéw 2.1, 2.9, ktére dotycza krzywej Sierpinskiego i krzywej
Hilberta. a

Punkty wierzchotkowe kolejnych aproksymacji krzywej Peano nie obejmuja
wszystkich punktéw z kwadratu o wspdtrzednych majacych skoficzone tréjkowe
rozwiniecia. Na przyktad, punkty (1/3,0)lub (0,1/3) nie pojawia sie wéréd punk-
tow wierzchotkowych kolejnych krzywych aproksymujacych, niezaleznie od war-
tosci k.

Na podstawie réwnan funkcyjnych (2.22)-(2.24) (badz réwnowaznie réwnan
(P1)-(P4)) mozna w prosty sposéb wyznaczy¢ dodatkowe punkty wierzchotkowe,
ktére beda stanowi¢ podstawe innych sposobéw aproksymacji krzywej Fp(t).

Na rysunku 2.4 przedstawiono dwa kolejne przyblizenia krzywej Peano, przy
czym pierwsza (dla k& = 0) aproksymacje krzywej stanowia odcinki laczace ko-
lejno punkty kwadratu odpowiadajace argumentom t = 0,1/4,3/4, 1. Nastepnym
przyblizeniem jest funkcja odcinkami liniowa, taczaca punkty wierzchotkowe od-
powiadajace wartoSciom argumentéw t = i/(4-9), 1 = 0,1, ... ,36. Kolejne przy-
blizenia prowadza do wyznaczania wartoéci odwzorowania dla ¢ = i/(4-9%), i =
0,1,...,4-9% k=0,1,...

Zauwazmy, ze z (2.22) wynika, ze Fp(1/12) = Fp(3/4)/3, natomiast kon-
sekwencja réwnania (2.24) jest Fp(3/4) = (1 — 2p(5/12),1/3 4+ yp(5/12)). Da-
lej, z (2.24) wynika Fp(5/12) = (1 — ap(1/12),1/3 + yp(1/12)). Po elementar-
nych przeksztalceniach otrzymujemy Fp(1/12) = (0,1/3), Fp(3/4) = (0,1) oraz
Fp(5/12) =(1,2/3).

Podobnie, z (2.22) wynika Fp(1/36) = Fp(1/4)/3, natomiast z (2.23) wy-
nika, ze Fp(1/4) = (1/3 4+ 2p(5/36),1/3 — yp(5/36)). Dalej, z (2.23) otrzy-
mujemy Fp(5/36) = (1/3 + xp(1/36),1/3 — yp(1/36)). I znowu, po elemen-
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tarnych przeksztalceniach mamy Fp(1/36) = (1/3,0), Fp(1/4) = (1,0) oraz
Fp(5/36) =(2/3,1/3).

Analogicznie mozna wyznaczy¢:

Fp(7/36) = (1/3,0),

Fp(11/36) = Fp(13/36) = Fp(19/36)(2/3,1/3),

Fp(5/12) = Fp(11/12) = (1,2/3),

Fp(17/36) = Fp(23/36) = Fp(25/36) = Fp(31/36) = (1/3,2/3),

Fp(21/36) = (0,1/3),

Fp(29/36) = Fp(35/36) = (2/3,1).

Zauwazmy, ze z (2.24) wynika, iz Fp(1/2) = (1 — 2p(1/6),1/3 + yp(1/6)),
natomiast z (2.22) wynika, ze Fp(1/2) = 3 Fp(1/18), a z (2.23) otrzymujemy
Fp(1/6) = (1/3 + 2p(1/18),1/3 — yp(1/18)). Po elementarnych przeksztalce-
niach prowadzi to do wyznaczenia Fp(1/2) = (1/2,1/2), Fp(1/18) = (1/6,1/6)
oraz Fp(1/6) = (1/2,1/6). Podsumowujac, do wyznaczenia dokladnej warto-
éci odwzorowania Fp(t) w punktach ¢ = i/(4-9%), i = 0,1,...,4-9% k =
0,1,... wystarczy znajomosé wartosci Fp(1/4) = (1,0), Fp(1/2) = (1/2,1/2)
oraz Fp(3/4)=(0,1).

Lemat 2.13 Uktad rownari (P2)—(P4) wraz z warunkami:

Fp(0) = (0.0),

Fr(1/4) = (1,0),

Fr(1/2) = (1/2,1/2),

Fr(3/4) = (0,1)
jest rownowainy z uktadem rownan (2.22)-(2.24) definiujacych krzywq Peano
Fp : I — Iy. Uktad rownan (P2)-(P4), wraz z podanymi warunkami poczqt-
kowymi, pozwala w skoriczonej liczbie rekurencyii doktadnie wyznaczyé wszystkie
punkty odwzorowania, ktorych wspotrzedne majq skonczone tréjkowe rozwiniecia,
a dokladniej, pozwala wyznaczyé w skonczonej liczbie rekurencji wartosci Fp(t)
dla wszystkich t € {i/(4-9%), i =0,1,...,4-9%}, dla dowolnego naturalnego k.

Formalny dowéd powyzszego lematu mozna otrzymaé poprzez indukcje. a

Podstawowe wlasnoéci dwuwymiarowej krzywej Peano

7 réwnan (2.22)-(2.24) wynika bezposrednio, ze wartosci funkcji Fp(t) znajduja
sie w kwadracie [0, 1] x [0, 1], a w szczegdlnodci: dla t < 1/9 przyjmuja wartosci
w kwadracie [0,1/3]x[0,1/3];dla 1/9 < t < 2/9 - w kwadracie [1/3,2/3]x][0,1/3];
itd. ..., a dla 8/9 <t <1 przyjmuja wartosci w kwadracie [2/3,1] x [2/3,1].

Lemat 2.14 Istnieje wzajemnie jednoznaczne odwzorowanie miedzy pododcin-
kami A¥ = [i/9%, (i + 1)/9%], i = 0, ...,9% — 1 oraz odpowiednimi podkostkami
Qf = Fp(Af) 0 boku 37% pokrywajgeymi Iy, gdzie k jest dowolng liczbg naturalng.
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Dowéd lematu wynika ze spelnienia powyzszej wlasnosci przez krzywe aproksy-
mujace FE(1), k =1,2,... a

Bezposrednio z réwnan (2.22)-(2.24) wynika nastepujaca wlasnosé krzywej
Peano:

Lemat 2.15 Dla kazdego t1,t3 < 1/9 oraz a = 1/9,2/9,...,8/9 zachodzi
1Ep(t1) = Fp(t2)l| = [[Fp(ty + a) = Fp(tz + a)l|. (2.25)

Dalej pokazemy, ze krzywa Peano spelnia nastepujacy warunek symetrii:

Lemat 2.16 Dla kazdego t € I zachodzi

wp(t) + wp(l — t)
yp(t) +yp(l—1) =

Dowéd. Rozpoczniemy od pokazania, ze warunek (2.26) jest spelniony przez

- (2.26)

wszystkie punkty wierzcholtkowe kolejnych przyblizen krzywej Fp(t), czyli punkty
wyznaczone dla TF = {i/9%, i = 0,1,2,...,9%), dla dowolnego naturalnego k.
Latwo sprawdzi¢, ze réwnosc¢ (2.26) jest spelniona dla k& = 1, a dokladniej dla
wszystkich ¢t € T,

Dalej pokazemy, ze ze spelnienia warunku (2.26) dla pewnego k > 1 wynika
spelnienie go dla k& + 1, co zakonczy pierwsza cze§¢ dowodu poprzez indukcje.

W dowodzie skorzystamy z ukladu réwnan (2.22)-(2.24) definiujacych krzywa
Peano. Ze wzgledu na symetrie wystarczy pokazac, ze réwnos¢ (2.26) spelniona
jest dla t < 1/2.

Niech t € TF+! oraz t € [4/9,1/2]. Wtedy 1 —t € [1/2,5/9].

Po uzyciu réwnan (2.22)-(2.24) otrzymujemy

ep(l—t)=1-ap(2/3—t)=1-1/3—ap(5/9—1t) =2/3 — ap(5 — 91)/3,
yp(1—1) = 1/3+ yp(2/3 —1) = 2/3 — yp(5/9 — 1) = 2/3 — yp(5 — 9t)/3.

Poniewaz 5/9 — ¢ < 1/9 oraz (5/9 —t) € T*! otrzymujemy (5 — 9t) € T*.
Mozemy zatem przyjaé, ze:

2p(5-9)=1—ap(9 —4)=1—ap(t —4/9)- 3,
yp(5—9t) =1 — yp(9t —4) = 1 — yp(t — 4/9) - 3.

Po dalszych przeksztalceniach

ep(l—1)=1/3+ap(t—4/9) = 1/3+ ap(t — 1/3) — 1/3
=1/3+1—ap(t)—1/3=1—2p(t)
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oraz

yp(1—1) =2/3-1/3+yp(t —4/9)=1/3 - (1/3 —yp(t = 1/3))
=2/34(1/3 —yp(1)) = 1 - yp(1).

Analogiczne rozwazania mozna przeprowadzi¢ dla pozostatych wartoéci ¢, ko-
lejno zaktadajac,ze t € [1/3,4/9], ... ,[0,1/9]. Poniewaz Fp(t) jest funkcja ciagla
(jednostajnie) w I, warunek (2.26) mozna przedtuzy¢ na caly odcinek I5. O

7 lematu 2.16 wynika nastepujaca wlasnosé, z ktorej dalej bedziemy wielo-
krotnie korzysta¢. W celu unikniecia niepotrzebnych komplikacji ponizszy lemat
sformutowany jest w uproszczonej postaci. W rzeczywistosci lemat 2.17 jest praw-
dziwy rowniez dla innych par liczb 0 < s,¢ < 1.

Lemat 2.17 Dla kaidego t € Iy oraz dla kaidego s = 1/9,2/9, ... 1 takiego, Ze
0 < s,t < 1/31lub1/3 < s,t<2/3, lub2/3 < s,t < 1, spetniona jest jedna
z rownosci:

[zp(s) —xp(t)] = 2p(ls — 1),

lyp(t) — yp(s)| = yp([t — s)). (2.27)

Dowéd. Niech s = 1/9 oraz t < s. Wtedy Fp(s) = (1/3,1/3). Z réwnan (2.23)
wynika, ze 1/3 —zp(t)) =1/3 —2p(9t)/3 oraz 1/3 — yp(t) = 1/3 — yp(9)/3.

Z lematu 2.16 mamy xp(9t) = 1 — 2p(1 — 9t) oraz yp(9t) = 1 — yp(1 — 9¢).
Po podstawieniu otrzymujemy, odpowiednio, 1/3 — 2p(t) = 2p(9(1/9 —1))/3 =
rp(1/9 — )i 1/3 —yp(t) = yp(9(1/9 — ¢))/3 = yp(1/9 — t). Podobnie, dla
t>s=1/9.72(2.23) wynika, ze 2p(t)—1/3 = 1/3+2p(t—1/9)—1/3 = 2p(t—1/9)
oraz yp(t) — 1/3=1/3 — yp(t — 1/9) — 1/3 = —yp(t — 1/9).

Dalej, dla s = 2/9 oraz t < 1/9 mamy 2/3 — ap(t) = 2/3 — 2p(91)/3 =
2/3 —1/3(1 —2p(9t —1)) = 1/3 4+ zp(2/9 —t) = 2p(2/9 — t) oraz yp(t) =
yp(91)/3 = 1/3 —yp(1 = 9t)/3 = 1/3 — yp(1/9 — t) = yp(2/9 — t). Podobnie,
dla s = 2/9 oraz t € [1/9,2/9] mamy 2/3 — ap(t) = 2/3 —zp(t —1/9)—-1/3 =
1/3 —2p(9t—1)/3 = 1/3-1/34+2p(2—-9t)/3 = 2p(2/9 —t) oraz yp(t) =
1/3—yp(t—1/9)=1/3—yp(9t—1)/3 =yp(2-91)/3 = yp(2/9 —1).

Z kolei dla s =2/9it € [2/9,1/3] otrzymujemy, po podwéjnym zastosowaniu
wlasnoéci (2.23), 2(t) —2/3 =2/34+2p(t—2/9)—2/3 = 2p(t—2/9) oraz yp(t) =
1/3—yp(t—1/9) = 1/3-1/34+yp(t—2/9) = yp(t—2/9). Analogiczne postepowanie
prowadzi do wykazania stusznosci lematu dla pozostalych par liczb s, 1. O

Lemat 2.18 Dla kazdego t € I zachodzi

[|[Fp(t)]|? < 4t. (2.28)
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Dowéd. Najpierw pokazemy, ze nieréwnosé (2.28) jest spelniona dla wszystkich
punktéw wierzcholtkowych kolejnych przyblizen krzywej Fp(t) w postaci punktéw
kwadratu o wspétrzednych majacych skoniczone tréjkowe rozwiniecia, czyli dla
Fp(t), t € T*, gdzie

TF = {i/(4-9%), 1=0,1,3,4,5,7,8, ... ,4- 9%}

oraz dowolnego naturalnego k. Zauwazmy, 7e zaden zbiér T* nie zawiera punktéw
postaci (i — 1/2)97%, ¢ = 1,2,...,9%. Mimo to zbiér U,T" (k = 1,2,...) jest
zbiorem gestym w 1Iy.

Latwo sprawdzié, ze nieréwnos¢ (2.28) jest spelniona dla k = 1, a dokladniej
dla wszystkich ¢ € T'. Dalej pokazemy, 7e ze spelnienia warunku (2.28) dla
pewnego k > 1 wynika spetnienie go dla k41, co zakoticzy pierwsza cze§¢ dowodu
poprzez indukcje.

Niech t € T*+! oraz t < 1/9.

7 (2.22) wynika, ze Fp(t) = (z2p(9t)/3,yp(9t)/3). Poniewaz 9t € T*, zatem

1Fp(WII* = «B(1) + yp (1) = [#5(90) + yp(91)]/9 < 1/9-4(91) = 4.

Dalej, niech ¢t € TH" oraz t € [1/9,2/9]. Z (2.23) wynika, ze xp(t) =
1/3 4+ ap(t —1/9) oraz yp(t) = 1/3 — yp(t — 1/9). Poniewaz ¢ — 1/9 < 1/9, po
elementarnych przeksztalceniach wynikajacych z pierwszej czesci dowodu i tego,
ze dlat —1/9 < 1/9 zachodzi zp(t — 1/9) > 0, yp(t — 1/9) < 1/3, otrzymujemy

IFP(OI? = aB(t) + yp(t) = [1/3+ ap(t — 1/ + [1/3 — yp(t — 1/9)]?
<1/9+42/3-2p(t—1/9)+1/94+4(t—1/9)<4/9+4(t—1/9) =41

Analogiczne rozwazania mozna przeprowadzi¢ dla kolejnych przedzialéw 1.
Dla ¢t € [2/9,1/3] nalezy dwukrotnie zastosowa¢ wlasno$¢ (2.23). Otrzymamy
wtedy Fp(t) = (2/3+ xp(t —2/9),yp(t —2/9)). Stad wynika, ze

1FP(OI? = 2B(t) + yh(1) = 4/9 + wh(t — 2/9) + 4/3 - 2p(t — 2/9)
+yb(t—2/9) < 8/9+4(t—2/9) =4t

Natomiast dla t € [1/3,4/9] korzystamy z wlasnosci (2.24). Wtedy zachodzi
Fp(t)=(1—2p(t—1/3),1/3+ yp(t —2/9)). W konsekwencji otrzymujemy

IEp(1)]1? = aB(t) + yp(1)
=1+ab(t—1/3)=2zp(t—1/3)+1/9+2/3-yp(t — 1/3) + yb(t — 2/9)
<1+1/9+2/3-1/34+4(t—1/3) = 4t.

Analogiczne wnioskowanie mozemy przeprowadzi¢ dla ¢ € [4/9,5/9].
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W koficu, niech t € T**+! oraz t € [5/9,1]. Poniewaz zawsze ||Fp(t)||* < 2,
zatem dla t > 5/9 otrzymujemy

| Fp()|[P/t <2-9/5 = 18/5 < 4,

co koficzy pierwsza cze$¢ dowodu. W celu przedluzenia nieréwnosci (2.28) na caly
odcinek Iy korzystamy z jednostajnej ciaglosci Fp(t), co konczy dowdd lematu.
O

Twierdzenie 2.3.2 Dla kazdego t1,t5 € Iy zachodzi
[Fp(ty) = Fp(to)|]” < o [t — 1], (2.29)
gdzie a® = 8.

Dowdd. Postepowanie dowodowe przeprowadzimy podobnie jak w przypadku
twierdzenia 2.2.2. Najpierw pokazemy, ze wlasno$¢ (2.29) jest spelniona przez
wszystkie punkty wierzcholtkowe zdefiniowane tak samo jak w lemacie 2.18, czyli
pokazemy, 7e (2.29) zachodzi dla wszystkich t;,t, € T*, gdzie

TF = {i/(4-9%), 1=10,1,3,4,5,7.8,...,4-9*}, k=1,2,...

Latwo sprawdzi¢, ze nieréwnos$é (2.29) jest spelniona dla & = 1, a dokladniej
dla wszystkich ¢1,t, € TT = {0,1/12,2/12, ... ,11/12,1}. Dalej pokazemy, ze ze
spelnienia warunku (2.29) dla pewnego k£ > 1 wynika spelnienie go dla k4 1, co
zakoficzy pierwsza cze$¢ dowodu przeprowadzana poprzez indukcje.

Niech t1,t, € TF! oraz t1,t; < 1/9. 7 réwnania (2.22) wynika, ze Fp(t;) =
Fp(9t:)/3, i = 1,2. Poniewaz 9t;,9t, € T*, otrzymujemy

[Fp(t1) = Fp(t2)||* = [zp(t1) — xp(t2)]* + [yp(t1) — yp(t2)]?
= 1/9-[p(9t1) — 2p(9t2)]* + 1/9 - [yp(9t1) — yp(9t2)]?
< 8/9- (91 — 9| = 8 |t1 — L.

Analogiczny wynik uzyskamy dla t1,t5 € [1/9,2/9], ..., t1, 12 € [8/9,1].
Kolejna klasa przypadkéw bedzie dotyczyla sytuacji, gdy oba punkty Fp(t1)
i Fp(ty) leza w sasiednich podkwadratach w I3, a wiec gdy #; oraz ?; naleza do
sasiednich podprzedzialéw [i/9,(¢+ 1)/9], [(: +1)/9,(¢ +2)/9], ¢ =0,1,...,7.
Bez straty ogélnoéci mozemy przyjacé, ze t1 < to. Niech t1,t, € T oraz
t1 € [0,1/9],t2 € [1/9,2/9]. Z nieréwnosci tréjkata wnioskujemy, ze

[1EP(t) = Fp(t)l| < [[(1/3,1/3) = Fp(to)l| + [|Fp(t2) — (1/3,1/3)]].
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7 lematu 2.17 otrzymujemy

|1/3 —zp(t1)] = 2p(1/9—t1),
11/3 = yp(t1)| = yp(1/9 — t1),

natomiast z lematu 2.18 wynika, ze jesli
D1 =1|(1/3,1/3) = Fp(t1)|| = [[Fp(1/9 — 1],

to D1 <2(1/9—t,)Y/2.
Podobnie, niech D2 = ||Fp(t3) — (1/3,1/3)||. Z lematu 2.17 wynika, ze

lep(tz) — 1/3| = ap(t2 — 1/9),
lyp(t2) — 1/3| = yp(t2 — 1/9),

natomiast z lematu 2.18 otrzymujemy D2 < 2(ty — 1/9)Y/2. Poniewas zawsze
zachodzi al/? + b1/2 < (2a + 2b)1/2, zatem

|Fp(t1) = Fp(tz)]] < [8(t2 — t1)]"/2

Dla kolejnej pary podkwadratéw, czyli dla t; € [1/9,2/9] oraz t5 € [2/9,1/3]
mamy

[1Fp(t) = Fp(t2)l] < 1(2/3,0) = Fp(t)l| + [[Fp(t2) = (2/3,0)]]-
Z ukladu réwnan (2.22)—(2.24) oraz lematu 2.17 wynika, ze

2/3 — ap(t1) = 2/3—1/3 — ap(ty — 1/9)) = 1/3 — 2p(9t; — 1)/3
= 1/3—1/3(1 - 2p(2 — 9t1)) = 2p(2/9 — 1)

o yp(t1) =1/3 —yp(t1 = 1/9) = 1/3 — yp(9t1 — 1)/3
= yp(2—9t1)/3 = yp(2/9 — 1y).

Dalej, z lematu 2.18 wynika, ze jesli
D1 =1/(2/3,0) = Fp(t)|| = [|Fp(2/9 - ta]l,

to D1 <2(2/9— )42
Podobnie, niech D2 = |[Fp(t2) — (2/3,0)||. Z réwnan (2.23) wynika, zZe

ep(ty) —2/3=1/3+ap(ta — 1/9)— 2/3 = ap(t; — 2/9),
yp(t2) = 1/3 —yp(t2 — 1/9) = 1/3 — 1/3 + yp(t2 — 2/9).
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Nastepnie, z lematu 2.18 otrzymujemy D2 = ||Fp(ty — 2/9)|| < 2(t2 — 2/9)"/2,
7. ogdlnej nieréwnosci a'/? + b'/% < (2a + 2b)'/? wynika dalej, ze

|Fp(t1) = Fp(tz)]] < [8(t2 — t1)]"/2

Analogiczne rozumowanie mozna przeprowadzi¢ dla kolejnych par sasiednich pod-
kwadratow 1.

Niech t;,t; € T*! oraz t; € [0,1/9], to € [2/9,1/3]. 7 nieréwnoéci tréjkata
otrzymujemy

[1Fp(t) = Fp(t2)l] < I(1/3,0) = Fp(t)l[ + [[Fp(t2) = (1/3,0)]]-
Z lematu 2.17 oraz ukladu réwnan (2.22)—(2.24) wynika, ze

[1/3 = wp(ty)| = 2p(1/9—t1), |1/3—yp(t)| =yp(1/9 - t1),

[1/3 —ap(tz)| = 2p(tz — 1/9), [1/3—yp(t1)| = yp(t2 — 1/9).
Korzystajac z lematu 2.18 oraz ze znanej nieréwnosci a'/2 + b1/2 < (2a + 2b)1/2,
otrzymujemy dalej

1Fp(t) = Fp(to)ll < 2(1/9 = 0)"? + 2(t2 = 1/9)"? < [8 (8 — 11)]'/%.

Podobne rozumowanie mozna przeprowadzi¢ réwniez dla przypadkéw ¢y €
[1/3,4/9] 1 t; € [5/9,2/3] oraz t; € [2/3,7/9] i ty € [8/9,1]. Pozostale wa-
rianty mozna sprawdzié, szacujac wprost maksymalna wartos¢ ilorazu || Fp(t1) —
Fp(t2)||*/|ta — t1]. Na przyklad, dla ¢; € [1/9,2/9] oraz t; € [1/3,4/9] mini-
malna warto$¢ [tz —t1] jest réwna 1/9, natomiast maksymalna wartosc || Fp(t;) —
Fp(t2)]|* wynosi 8/9. Stad wynika dalej, 7e

|[Fp(ty) = Fp(t2)||*/|ta — t1] < 8.

Po sprawdzeniu wszystkich wariantéw mozemy wnioskowac, ze nieréwnosé (2.29)
jest spelniona dla kazdej pary ty, t, ktérej elementy naleza do U, T (k = 1,2, ...)
— zbioru gestego w [;. Z ciaglosci Fp(t) wynika dalej spelnienie nieréwnosci (2.29)
dla wszystkich t1,t5 € I1, co konczy dowdd twierdzenia. a

Nalezy zauwazy¢, ze stala w warunku Holdera (2.29) nie moze mie¢ warto-
§ci mniejszej niz 8'/2, gdyz istnieja takie pary punktéw tq,t, € Iy, dla ktérych
warunek (2.29) jest spelniony w postaci réwnosci. Na przyklad, dla t; = 1/12
ity = 5/36 otrzymujemy Fp(1/12) = (0,1/3) oraz Fp(5/36) = (2/3,1/3), co
prowadzi wprost do réwnosci w warunku Héldera.
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2.4 Podsumowanie

W niniejszym rozdziale przedstawiona zostala metoda reprezentacji krzywych
wypetiajacych w postaci uktadu réwnan funkcyjnych majacego jednoznaczne
rozwiazanie. Przedstawiono rekurencyjne algorytmy wyznaczania wspohrzednych
danej krzywej, traktowanych jako wartos¢ dwuwymiarowej funkcji okreslonej dla
danego argumentu ¢ € Iy. Nalezy zwréci¢ uwage na fakt, iz algorytmy te nie
wymagaja tworzenia jakiegokolwiek przyblizenia catej krzywej, dziataja bowiem
w sposéb lokalny. Zlozonosé obliczeniowa algorytméw wyznaczania wspolrzed-
nych danej krzywej zalezy liniowo od dokladnosci reprezentacji wartoéci argu-
mentu t. Ponadto w powyzszym rozdziale przeanalizowano podstawowe wlasnosci
omawianych dwuwymiarowych krzywych wypetiajacych. Podano takze najlep-
sze wartosci stalej wystepujacej w odpowiednich dla kazdej z krzywych postaciach
warunku Héldera. Stata z warunku Héldera okresla stopien zachowywania blisko-
§ci przez poszczegdlne krzywe, co ma istotne znaczenie dla korzystania z krzywych
wypetniajacych w problemach decyzyjnych.

W przypadku krzywej Sierpinskiego wartosc stalej jest od dawna znana [124]
i réwna sie 2. W powyzszym rozdziale przeanalizowano takze wlasnosci krzywej
Hilberta oraz krzywej Peano. Udowodniono, 7Ze najmniejsza wartosc statej wy-
stepujacej w odpowiednim warunku Holdera jest w przypadku krzywej Hilberta
réwna 6'/2, natomiast w przypadku krzywej Peano jest réwna 8'/2.



Rozdzial 3

Metody konstruowania
wielowymiarowych krzywych
wypetniajacych

W rozdziale tym przedstawiono rézne, stosowane obecnie, metody definiowania
wielowymiarowych krzywych wypeliajacych. Sa one gléwnie zwiazane ze spoj-
rzeniem na krzywa jako na obiekt geometryczny, ktory charakteryzuje samopodo-
biefistwo. Wprawdzie w ogélnej definicji krzywej wypelniajacej nie ma wymagania
samopodobienstwa, jednakze wszystkie znane krzywe wypelniajace te wtasnie ce-
che posiadaja. W zwiazku z tym trudno wprost utozsamiac krzywe wypelniajace
z pewna klasa obiektéw fraktalnych, niemniej jednak nie sa znane krzywe wy-
pelniajace, ktére mialyby inna, niefraktalna nature. W przypadku definiowania
konkretnej krzywej szczegdlnie uzyteczne sa systemy odwzorowan zwezajacych,
ktore moga stuzyc jako metoda definiowania krzywych o dowolnym wymiarze.

W niniejszym rozdziale pokazemy zwiazki odpowiednich systeméw iterowa-
nych odwzorowan z uktadami réwnan funkcyjnych definiujacymi krzywe wypet-
niajace. Wyniki te sa oryginalnym wktadem autorki. Takze metoda konstrukeji
wielowymiarowej krzywej Sierpinskiego ma charakter oryginalnego wyniku.

Na koniec przedstawiono réwniez calkiem inne podejscie do problemu defi-
niowania wielowymiarowych krzywych wypehiajacych, polegajace na skladaniu
odwzorowan dwuwymiarowych. Twierdzenie 3.4.1 wskazuje na staba przydatnosé
praktyczna tego typu metod, szczegdlnie w kontekScie wlasnosci zachowywania
przez krzywa bliskoéci, w poréwnaniu do metod bezposredniej konstrukeji wielo-
wymiarowych krzywych, ktérych przykladem moga byé konstrukcje, w ktérych
zastosowano uktady iterowanych odwzorowan zwezajacych lub uktady réwnan
funkcyjnych zaproponowane w nastepnym rozdziale. Wlasnosci krzywych wska-
zane w twierdzeniu 3.4.1 sa nowym rezultatem sformutowanym przez autorke.
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3.1 Krzywe fraktalne

Pojecie fraktala zostalo wprowadzone przez Mandelbrotai w ciagu ostatnich dwu-
dziestu lat stato sie nieodtacznym skladnikiem prawie wszystkich dziedzin nauki
i techniki [26], [122], [7], [189].

Fraktalem jest obiekt geometryczny, definiowany iteracyjnie, posiadajacy ce-
chy samopodobienstwa — fragmenty fraktala sa pomniejszonymi kopiami catosci,
ponadto wymiar takiego obiektu nie jest liczba catkowita. W 1975 roku Man-
delbrot [106] podal jako wyrdznik fraktala jego wymiar. Zgodnie z ta definicja
fraktalem jest obiekt, ktérego wymiar Hausdorffa [48], [90] przekracza wymiar to-
pologiczny. Sam Mandelbrot nie traktowat jednak tej definicji zbyt dogmatycznie,
gdyz niewatpliwie istnieja obiekty o fraktalnej naturze, to znaczy cechujace sie sa-
mopodobienstwem, ktére tej ostatniej definicji nie spelniaja. Przykladem takich
obiektow sa wlaénie krzywe wypelniajace, traktowane jako ciaglte odwzorowanie
Fyodcinka I =[0,1] w Fy([), zwarty i ograniczony zbiér w przestrzeni metrycz-
nej np. £ W przypadku krzywych wypelniajacych omawianych w niniejszej
monografii, zbiorem Fy(11) jest kostka wielowymiarowa [;. Istnieja jednak takze
krzywe wypetniajace inne obiekty geometryczne poza kostka wielowymiarowa, na
przyklad krzywa zwana smokiem (dragon) Heighway’a [137].

Klasyczna krzywa wypelniajaca, traktowana jako obiekt topologiczny, jest
jednowymiarowa, natomiast zbiér jej wartoéci ma wymiar d. Pojecie wymiaru
w topologii ma dluga i skomplikowana historie. Istnieje kilka réznych definicji
wymiaru topologicznego, ktére jednak pokrywaja sie w przypadku przestrzeni
metrycznych osrodkowych (takich, jak na przyklad E™) [47], [93]. W odniesie-
niu do potrzeb niniejszej pracy wystarczy utozsamienie wymiaru topologicznego
z wymiarem pokryciowym dim wprowadzonym przez Lebesgue’a.

Definicja 3.1 Przestrzen X ma wymiar pokryciowy d, jesli w kazde skoriczone,
otwarte pokrycie tej przestrzeni mozna wpisaé pokrycie otwarte rzedu d + 1 i nie
mozna wpisaé pokrycia rzedu d. Przez rzqd pokrycia rozumiemy maksymalng
liczbe elementow pokrycia, ktorych przekrdj jest niepusty (kazdy uktad ztoZony
z wiekszej liczby elementow jest zbiorem pustym).

Zgodnie z ta definicja pojedynczy punkt, przeliczalny zbiér punktéw, a takze
zbiér Cantora maja wymiar 0; prosta i krzywe Jordana (wlasciwe, nieprzecinajace
sie) maja wymiar 1, natomiast E? oraz kostka I; maja wymiar d. Wymiar topo-
logiczny zostaje zachowany przy transformacjach, ktére sa homeomorficzne. To
wlasnie z tej wlasnoéci — twierdzenia o niezmienniczoéci wymiaru topologicznego
[43] — wynika niemoznoé¢ istnienia przeksztalcenia homeomorficznego miedzy od-
cinkiem i kostka.
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Zaréwno wymiar Hausdorffa, jak i inne wymiary fraktalne, przyjmuja w przy-
padku krzywej wypelniajacej te same catkowitoliczbowe wartosci. Mimo to, krzy-
we te przytaczane sa jako interesujaca klasa obiektéw fraktalnych [106], [7], [122]
ze wzgledu na iteracyjne metody ich konstruowania oraz ze wzgledu na samo-
podobienistwo, ktére ujawnia sie wlasnie na etapie konstruowania (definiowania)
konkretnej krzywej.

Przy opisie fraktali czesto uzywa sie pojecia wymiaru Hausdorffa (Hausdorffa
~Besicovitcha) [48], [90]. Wymiar Hausdorffa jest raczej pojeciem teoretycznym
i nie bywa uzywany w praktyce ze wzgledu na duzy stopien komplikacji obliczen
[189], [26]. Czesto bywa on nieslusznie utozsamiany z innymi, prostszymi defi-
nicyjnie wymiarami fraktalnymi, takimi jak wymiar samopodobienstwa, wymiar
pojemnosciowy, wymiar pudetkowy (tzw. boz-couting). Znane sa jeszcze inne
wymiary zwiazane z obiektami fraktalnymi, takie jak wymiar informacyjny, wy-
miar korelacyjny, wymiar Minkowskiego—Bouligand’a czy wymiar Lapunova [48],
[7], [26], [189], [90]. Faktem jest, iz mimo réznych definicji, w wielu konkretnych
przypadkach wartosci tych wymiaréw sa takie same badz bezpoérednio wzajemnie
przeliczalne.

Reasumujac, samopodobna krzywa Fy wypelniajaca kostke I jest doS¢ zde-
generowanym obiektem fraktalnym, gdyz wymiar topologiczny Fy(l1) = I jest
réwny d, podobnie jak wymiar pudetkowy, wymiar Hausdorffa czy wymiar sa-
mopodobienstwa. Pozornym paradoksem jest réwniez to, ze kazda z klasycznych
krzywych wypelniajacych mozna przedstawi¢ w postaci granicy ciagu krzywych
Jordana (odwzorowan réznowartosciowych) o wymiarze topologicznym réwnym
1, mniejszym od wymiaru fraktalnego (ale i topologicznego) atraktora, czyli
kostki 1.

Wymiar topologiczny krzywej wypelniajacej jest réwny wymiarowi przestrze-
ni, w ktérej jest ona zanurzona, w zwiazku z tym jej wymiary fraktalne (nawet
wymiar samopodobiefistwa) sa réwne wymiarowi topologicznemu Fy( 7).

W istocie rzeczy, znacznie ciekawszym problemem niz problem wymiaru samej
krzywej jest okreslenie zwiazku wymiaru fraktalnego (na przyklad pudelkowego)
zbioréw F C I oraz wymiaru fraktalnego obiektow powstatych po przeksztalceniu
ich przez krzywa wypelniajaca Fy, czyli wymiaru Fy(F) C I4. Problem ten bedzie
doktadniej zbadany w rozdziale 5.

3.2 Iterowane systemy przeksztalcen zwezajacych
Jedna z najbardziej popularnych technik definiowania obiektéw fraktalnych sa

systemy iterowanych odwzorowan zwezajacych, popularnie nazywanych IFS [48],
[7], [90] od uzywanego w jezyku angielskim terminu iterated function system.
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Formalnie IF'S zostaly wprowadzone przez Hutchinsona [73], niemniej jednak juz
w latach piecdziesiatych Wunderlich zastosowal tego typu metody do opisu réz-
nego typu krzywych wypelniajacych podobnych do krzywej Peano [200], [137].

Definicja 3.2 [7] Odwzorowanie S : X — X, gdzie X jest zupetnqg i zwartq
przestrzeniq metryczng z metrykq p, jest nazywane odwzorowaniem zwezajgeym
w X, jesli istnieje taka liczba 0 < s < 1, Ze dla kazdego z,y € X

p(S(x),5(y)) < sp(z,y),

przy czym s jest nazywane wspotczynnikiem kontrakeji odwzorowania S.

Dalej, niech 51, ...,5, beda odwzorowaniami zwezajacymi w X ze wspdl-
czynnikami kontrakcji, odpowiednio sy, ... ,s,. Dowodzi sie (por. [48], [7]), ze
istnieje niepusty zbior zwarty Z C X taki, ze

Z = U?ZISZ(Z)v

ktory jest atraktorem systemu 57, ... ,.5,. Zbiér Z nazywany jest fraktalem ge-
nerowanym przez system iterowanych odwzorowan 51, ... ,.5,.

Niech H(X') oznacza rodzine wszystkich niepustych, zwartych podzbioréw X.
Transformacja & = U7, S;(F), gdzie ' € H(X) spelnia warunek

Z = miozlsk(E)v

dla kazdego zbioru I € H(X) takiego, ze S;(L)C E, i=1,...,n.

S* oznacza tu zlozenie k odwzorowaii S, czyli S' = 8§, §F = SoSk! (dowod
por. [48], [7]).

Hutchinson [73], [7] wykazal, ze system iterowanych odwzorowan (zwezaja-
cych): 51,59, ..., 9, spelniajacych warunki

Si(xn) = Siga(z1), 1=1,2,...,n—1, (3.1)

gdzie zq oraz z, sa punktami statymi odwzorowan 57 oraz 5, definiuje krzywa
(fraktalna).

Jesli spelniony jest warunek (3.1), to istnieje ciagle odwzorowanie odcinka
jednostkowego w atraktor systemu 51, 52, ..., 5,. Jednakze, w takim ujeciu, IF'S
nie definiuje bezposrednio krzywej, lecz zbiér osiaganych przez nia wartosci, czyli
obraz odcinka jednostkowego Fy(I1). Opis definicyjny przy uzyciu IFS nie pozwala
wiec na bezposrednie wskazanie zaleznosci pomiedzy argumentem (¢ € I) oraz
wartoscia odwzorowania (Fy(t) € I). Innymi stowy, IF'S nie daje przedstawienia
parametrycznego krzywej, ktore jest niezbedne w przypadku stosowania krzywych
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Rys. 3.1. Aproksymacja dwuwymiarowej krzywej] Hilberta w przestrzeni 3-D
Fig. 3.1. Approximation of the 2-D Hilbert space-filling curve in 3-D

wypethiajacych do rozwiazywania rozmaitych probleméw obliczeniowych, w tym
takze probleméw decyzyjnych.

Trudnoéc te pozwala rozwiaza¢ metoda definiowania krzywych wypetniaja-
cych wprowadzona przez Barnsleya [7]. Metoda ta polega na traktowaniu krzy-
wej wypelniajacej jako wykresu funkeji (¢, Fy(t)), t € [0,1] w przestrzeni d +
1-wymiarowej. Uklad odwzorowan zwezajacych, spelniajacy warunek Hutchin-
sona (3.1), dodatkowo zostaje uzupelniony o system liniowych transformacji (zwe-
zajacych) dzialajacych na odcinku jednostkowym, ktérego atraktorem jest caly
odcinek [0, 1]. Atraktorem obu systeméw odwzorowaii, traktowanych tacznie, jest
natomiast w tym przypadku pewna krzywa Jordana o nieskoticzonej dlugosci. Na
rysunku 3.1 przedstawiono otrzymana w ten sposéb aproksymacje dwuwymiaro-
we]j krzywej Hilberta, zanurzonej w kostce I3.

3.2.1 Krzywa Hilberta jako atraktor systemu odwzorowan
zwezajacych

Réwnania (2.16)—(2.18) w definicji dwuwymiarowe] krzywej Hilberta (por. roz-
dzial 2.2) mozna zastapi¢ réwnowaznymi réwnaniami postaci:

71) 2p(t) = yr(4-1)/2, yp(t) = 2(4-1)/2, 0 <1< 1/4.
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72) wp(t) = 1/2+ 2p(4-1)/2, yu(t) = yu(4-1)/2, 1/4 <t < 1/2.
73) 2(t) = 1/2+ 2p(4-1)/2, yu(t) =1— yu(4-1)/2, 0< 1< 1/4.

74) 2(t) = yr(4-1)/2, yp(t) =1 —2p(4-1)/2, 0 <1< 1/4.

71) mozemy dalej przedstawi¢ w réwnowaznej postaci:

vr(t/4) = yu(1)/2, yu(t/4) = 2m(t)/2, t€ L.

Przeksztalcajac w podobny sposéb takze (72), (43) i (Z4), mozemy sformulowac
wniosek, ze ukladowi réwnan (Z1)-(Z4) odpowiadaja cztery pary odwzorowan

zwezajacych (gi(2,y), wi(t)) postaci:

01) go(ﬂﬁ,y) = (y/va/Q)v (x,y) € 127
wol(t) = t/4, t € .

02) gi(z,y) = (1/2+ 2/2,y/2), (z,y) € Ia,

03) 92($7@/) = (1/2+$/271_ @//2)7 (x,y) SO

04) 93($73/): (y/Qvl_x/Q)v (x,y) € 127
ws(t) =3/4+1t/4, t €Iy,

ktére definiuja, dwuwymiarowa krzywa Hilberta za pomoca zbioru iterowanych
odwzorowan.

System iterowanych odwzorowai (go, ... ,¢s) spelnia warunek Hutchinsona
(3.1), a jego atraktorem jest, co latwo sprawdzi¢, kwadrat I5. System odwzoro-
wan (wo, ...,ws) dziala na odcinku jednostkowym, a jego atraktorem jest caly
odcinek [;. System (O1)-(04) jest réwnowazny z opisem dwuwymiarowej krzy-
wej Hilberta przedstawionym w pracy [7]. Podobna réwnowazno$¢ odpowiedniego
uktadu réwnan funkeyjnych oraz IFS mozna tatwo pokazaé w odniesieniu do
wszystkich krzywych omawianych w niniejszej monografii.

Korzystajac z IFS, tatwo uogdlni¢ na przypadek wielowymiarowy zaréwno
dwuwymiarowa krzywa Hilberta, jak i dwuwymiarowa krzywa Peano. Nowy sys-
tem odwzorowan musi jednak zawieraé 2¢ (w przypadku krzywej Hilberta) lub 34
(w przypadku krzywej Peano) elementéw, gdzie d jest wymiarem przestrzeni [137].
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3.2.2 Krzywa Sierpinskiego jako atraktor systemu iterowanych
odwzorowan

Jak wynika z rozdziatu 2.1, istnieje wiele rownowaznych reprezentacji dwuwy-
miarowej krzywej Sierpinskiego. Ponizej przedstawimy kolejna z nich. Ma ona
bezposredni zwiazek z traktowaniem krzywej wypelniajacej jako specjalnego ro-
dzaju krzywej fraktalnej.

Lemat 3.1 Odwzorowanie F(t) = (z(t),y(t)) okreslone poprzez rownania po-
stacu:

w(t) = 1/2 = a(4(t + 1/8))/2
{ y(t) = 1/2 — y(a(t 4 1/8))/2 * O SES/E

=ty TON2 apscic
It a1 TP

i S v AR PIPTL
by e T PTN
[r0=sen o

jest rownowazne z krzywq Sierpiniskiego Fs(t) w przedziale [0, 1].

Zauwazmy, ze ze wzgledu na symetrie omawianej krzywej wzgledem prostej
y = 0,5, réwnania odnoszace sie do przedzialéw argumentu: ¢ € [3/8,5/8] it €
[5/8,7/8] mozna zastapi¢ jedna para réwnai postaci

a(t) = 2(3/4—1)
{ y(t)=1—y(3/4—1)" 3/8 <1 <T/8. (3.3)

Opis krzywej Sierpinskiego, sformutowany w postaci ukladu réwnan funk-
cyjnych (3.2), jest Scisle zwiazany z metoda generowania krzywych za pomoca
systemu iterowanych odwzorowan zwezajacych (IFS).
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Kazdemu z ukladéw réwnai w (3.2), podobnie jak w przypadku krzywej Hil-
berta, mozna przyporzadkowac wprost pare odwzorowan: z odcinka jednostko-
wego I i z kostki I, odpowiednio, w Iy oraz w Is.

Uogdlnienie krzywej Sierpinskiego na przypadek wielowymiarowy za pomoca
IFS jest znacznie bardziej skomplikowane niz w przypadku krzywej Hilberta czy
Peano. W nastepnym podrozdziale przedstawiono pewne uogdlnienie tego typu,
ktérego uzyjemy do doktadniejszego zbadania wlasnosci krzywych wypetniaja-
cych.

3.2.3 Zastosowanie IFS do konstrukcji wielowymiarowej krzywej
Sierpinskiego

W niniejszym podrozdziale pokazemy oryginalna konstrukcje zbioru par odwzoro-
wan typu IF'S, ktore prowadza do réwnoleglego podziatu d-wymiarowej kostki I
oraz odcinka jednostkowego I7. Sa one podstawa do zdefiniowania wielowymia-
rowej krzywej wypelniajacej, bedacej wielowymiarowym uogdlnieniem krzywej
Sierpinskiego. Otrzymana krzywa jest identyczna z krzywa Fyrq, ktéra zosta-
nie zdefiniowana w nastepnym rozdziale za pomoca uktadu réwnan funkcyjnych:
(4.21), (4.22), (4.33), (4.24)-(4.25).

Zastosowanie IFS do konstrukecji wielowymiarowych krzywych typu Hilberta
czy Peano jest wzglednie latwe [7], [137], cho¢ niewatpliwie wymaga wprowa-
dzenia wielu dodatkowych pojeé, ktore nie sa potrzebne w rozwijanym w pracy
podejsciu, polegajacym na tworzeniu uktadu réwnan funkcyjnych opisujacych
geometryczne wlasnosci krzywej.

W przypadku krzywej typu Sierpinskiego zadanie to jest jeszcze trudniejsze,
wymaga bowiem poszerzenia klasy stosowanych odwzorowan o transformacje,
ktoére nie sa sensu stricto odwzorowaniami zwezajacymi.

Zdefininjmy najpierw system odwzorowan dziatajacych w kostce I;. Niech W
oznacza rodzine odwzorowan w; : R — R? nastepujacej postaci:

- (% - ﬁl,z’) s 2
G o

3= (53— Bai) -z

gdzie 8;;, € {0,1}, j=1,2,...,d, i=0,1,...,29— 1.

Rodzina W ma 2% elementéw, ktére zostaly ponumerowane w taki sposéb,
ze wektory g4 = (P1,is P25 - - - » Bd,i), definiujace jednoznacznie dane w;, sa upo-
rzadkowane w ten sam sposdb jak wierzchotki kostki jednostkowej w schema-
cie binarnych kodéw Graya (por. na przyklad [59]). Oznacza to, ze gq; (¢ =
0,1,2,...,2% — 1) tworza liste d-wymiarowych wektoréw, zawierajacych tylko

wi(x1, 22, ... ,2q) =
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01 1, w ktérej to liscie sasiednie wektory réinia sie miedzy soba doktadnie
na jednej pozycji. W sensie geometrycznym taka lista opisuje zamknieta droge
(hamiltonowska) przechodzaca przez wszystkie wierzcholki d-wymiarowej kostki.
Sposrdod wielu réznych mozliwosci ograniczymy sie tu do porzadku definiowa-
nego przez klasyczny, refleksywny (odbity) binarny kod Graya, w ktérym kod
d + 1-wymiarowy powstaje z d—wymiarowego G'g = (94,0, d,15 - - - »Jg2d—1) W Na-
stepujacy sposéb:

Gd—l—l = ((gd,Ov 0)7 (gd,lv 0)7 o 7(gd,2d—170)7 (gd,Qd—lv 1)7 (gd,Qd—Zv 1)7 o 7(gd,07 0))

W przypadku d-wymiarowym wprowadza to nastepujaca kolejno$¢ uporzad-
kowania wierzcholkéw kostki 1;:

Gd2d_1 = (0,0,...,0,1)

gdzie by jest okredlone przez nastepujacy schemat obliczeniowy: by = 1, by =
281 — by + 1, k = 2,3, ... ,d. Dokladniej, g4; (i = 0,1,...,27 — 1) jest
definiowane rekurencyjnie, jak nastepuje:

Definicja 3.3 Niech g1 0= (0), g11 = (1).

9a; = (Bryis -+ Ba-1,,0), gdy i=0,1,...,200 1,
gd,’i = (ﬁlﬂd—i—17 e 7ﬁd—1,2d—i—17 1), gdy = Qd—l,Qd—l + 17 .. 72d — 17
gdzie g4_1,; = (51,2'7 aﬁd—l,i)'

Lemat 3.2 by — oo, gdy d — oo. Wyrazenie 2= %y zaleiy od wymiaru d i jego
wartosé zmienia sie od % do % wraz ze wzrostem d od 2 do nieskonczonosci. O

Zauwazmy ponadto, ze g;4a_;, ma wszystkie wspolrzedne réwne 1. W zwiazku
z tym mozna sformulowaé nastepujacy prosty lemat:

Lemat 3.3 Punktem stalym odwzorowania wya_y, jest punkt (1,1,...,1). O
Kazde odwzorowanie w;(2q, ...,2q), (i = 0,1,...,2% — 1) transformuje
kostke 15 w podkostke {(z1, ... ,2q) 1a; < z; <e;,j=1,...,d}, ktérej wszyst-

kie krawedzie maja dlugos¢ réwna e; — a; = 1/2.
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Jednym z wierzchotkéw w;(1;), niezaleznie od numeru odwzorowania i, jest

punkt (1/2,1/2,...,1/2), natomiast wierzcholkiem charakterystycznym (punk-
tem stalym danego odwzorowania) jest zawsze wierzcholek o wspélrzednych réw-
nych gq; = (814, ..., Ba;). Jak widaé, kazde odwzorowanie w; jest transformacja

zwezajaca okreslona na I, ze wspélezynnikiem kontrakeji 1/2.
Kazdy punkt kostki I; moze by¢ rozpatrywany jako obraz innego punktu I
wzgledem pewnego odwzorowania z rodziny W, czyli

241

U wila) = Is, gdzie wi(S)={y: y=wiz), z €5}, §CI. (3.5)

=0

Zlozenie w;, o w;, o...ow; dowolnego n—elementowego ciagu odwzorowan z W,
dzialajacych na Iy, definiuje podkostke o krawedziach dtugosci 27". Suma wszyst-
kich otrzymanych w ten sposéb podkostek pokrywa kostke I;. Oznacza to, ze dla
kazdego naturalnego n zachodzi

241241 241

U U - U wiyow,o.. 0w, (1s) = Iy (3.6)

11=0 12=0 1n=0

Innymi stowy, system odwzorowan:
W =A{wy,we, ... ,wya_y 1 Iqg — Iy}

jest hiperbolicznym systemem iterowanych funkcji (IFS) (por. rozdzial 4 w [7]
lub [90]). Z zaleznosci (3.5) wynika bezposrednio, ze atraktorem tego systemu
odwzorowan jest cala kostka I.

Zauwazmy, ze dla kazdego z € I; mozna wyznaczy¢ (niekoniecznie jedno-
znacznie) péinieskonczony ciag numeréw odwzorowan z rodziny W postaci

.o . . d .
O =11,12 «ouylp, ..., 0<3; <21, 7=1,...

takich, ze
wewilowi2o"'owin(‘[d)7 n:1727....

W =w; owyo---ow;, (Ig) (n=1,2,...) jest malejacym ciagiem niepustych
zbioréw domknietych (w przestrzeni zwartej), w zwiazku z tym ich iloczyn nie
jest zbiorem pustym [43].

Poniewaz kazde odwzorowanie w; (i = 0,.. 520 — 1) jest odwzorowaniem
zwezajacym, mozemy zatem wnioskowad, ze istnieje doktadnie jeden taki punkt
x € Iy, 7e

2= ﬁ W2 (14). (3.7)

n=1
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Kazdy ciag o = 41,2, ... %, ..., ktérego elementy 7; sa numerami odwzo-
rowan rodziny W, i; € {0,1,...,2¢ — 1}, definiuje adres jakiego$ punktu z I,
w przestrzeni kodowej X (por. [7], [90]).

Ponadto, zgodnie z (3.7), kazdy adres 0 € X' jednoznacznie wyznacza pewien
punkt x € I.

Zdefininjmy na odcinku [y rodzine odwzorowan afinicznych

H ={hg,hy, ... hga_y : I} — rodzina podzbioréw I},

w ktorej
bd —dy- —d . d
hi(t):ﬁ—l—Q Gi—1)+27% 0<t<1,i=1,2,...,2 =1 (3.8)
oraz
1—27% 4 py-2720 42704 0<t<1—byg 277
ho(t) = (3.9)
270 4 py 272 omd iy 1 —py-27 <t < 1.
Odwzorowania h; (i = 1,2,...,2% — 1) sa niewatpliwie afinicznymi odwzo-

rowaniami zwezajacymi [; ze wzgledu na zwykla metryke euklidesowa. Sytuacja
komplikuje sie w przypadku metryki A(t1,t2) = min(|t; — t2|, 1 — |1 — £2]) rozu-
mianej jako odlegto§é po zamknietym okregu o dlugosci jednostkowej.

Dodatkowo, hg nie jest funkcja, a raczej jest odwzorowaniem punktéw z od-
cinka I; w zbiory punktéw z odcinka Iy, gdyz dla t;, = 27¢ — by - 2724
ho(t1,) nie jest okreslona jednoznacznie. A mianowicie, hg odwzorowuje punkt ¢
w zbiér dwuelementowy {0,1}.

Kazde odwzorowanie h; (i = 0,1,...,27 — 1) przeksztalca I; w domkniety
przedziat zawarty w I; badZz w sume dwu rozltacznych, domknietych podprzedzia-
16w I; o lacznej dlugosci 279,

7 formalnego punktu widzenia H nie jest systemem odwzorowan zwezajacych,
ale, podobnie jak w przypadku rodziny W, rodzina H pokrywa caly odcinek Iy
w tym sensie, ze:

wartosc

24-1
L= hi(h). (3.10)
11=0
Ciag iterowanych odwzorowan hg"(t), t € Iy, dla ktérego hi™(t) = hg o
ho o ...ho(nrazy)(t), zbiega sie do orbity (z okresem 2) punktéw { fi, f2}, czyli
ho(fi) = f2 1 ho(f2) = f1. Latwo sprawdzié, ze

2 20 — by 1427
f1_22d_1_ 9d '22d_1’
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224 29 by 1427
f2:22d_1_ 9d '22d_1'

Zbiér { f1, f2} jest punktem stalym odwzorowania hg, to znaczy ho({ f1, f2}) =
{f, f2}-

Zauwazmy, ze hg o ho(f1) = fi 1 ho o hg, ograniczone do przedzialu [0, 1],
sa ciaglymi odwzorowaniami zwezajacymi ze wspélezynnikiem kontrakeji 2727,
i podobnie hg o ho(fz) = fa oraz hg o hg, obciete do przedzialu [t1, 1], sa ciagltymi
odwzorowaniami zwezajacymi ze wspélezynnikiem kontrakeji 272,

Kazde n—elementowe zlozenie odwzorowar ze zbioru H = {hg, hy, ... ,hya_4}
zastosowane w odniesieniu do dowolnego podzbioru I; prowadzi nadal do otrzy-
mania podzbioru Iy.

Rozpatrzmy wszystkie mozliwe n—elementowe zlozenia odwzorowan z H. 7 de-
finicji (3.8), (3.9) wynika natychmiast, ze suma wszystkich obrazéw I; powstalych
w wyniku dzialania takich zlozonych odwzorowan pokrywa cale I, czyli

241 241241 241 241
L= b= U hyohiu(i)y=J - U hiy ohsy 00 by, (I1).
11=0 11 =0 12=0 11=0 1n=0

Stad mozemy wnioskowaé, ze kazdy punkt ¢t € I jest skojarzony z péinie-
skonczonym ciagiem liczb ¢ = 21,43, ... ,2y,..., bedacych numerami odwzoro-
wail z rodziny H, czyli liczbami calkowitymi ze zbioru {0,1,...,2% — 1} i moze
by¢ przedstawiony w postaci:

t€hyohyo---ohy(l1), n=1,2,...

Lemat 3.4 Dla kazdego t € Iy istnieje malejgcy ciqg niepustych zbioréw zwar-
tych
H" = h;, ohi, ohiyo...0oh; (I), H* c 0"

taki, ze
o0
te () Hy.
n=1
O

Naturalnie zbiér (,—; H? nie jest zbiorem pustym, a ze wzgledu na wlasnosci
hg, niekoniecznie jest to pojedynczy punkt z I.

Ciag liczb postaci ¢ = #1,%9, ... ,1y,... tworzy adres t € Iy w przestrzeni
adreséw Y. W tym momencie nalezy zauwazyé, ze istnieja punkty nalezace do
I, ktore maja wiele adreséw. Mozna takze znalezé pary punktéw, ktére maja
ten sam adres w przestrzeni X. To ostatnie zjawisko jest konsekwencja istnienia
odwzorowania hg, ktére w Scistym sensie nie jest zwezajace.
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Obie rodziny odwzorowan W oraz H maja te sama przestrzen adreséw 3.
Istotne dla dalszych rozwazan zwiazanych z konstrukcja krzywej wypelniajacej

jest traktowanie odwzorowan h;, o hy, o ---0h; o...o0raz w; 0w, o...0w;, ©
. zwiazanych z tym samym adresem o = i1,%9, ...,%,, ... jako odwzorowan
dzialajacych réwnolegle, odpowiednio na Iy oraz Ij.
Niech
.o N . d
X, =Ali, 00, .o Lin) 0 1, .0, € 40,1, ... ,29 =1}
oznacza zbiér wszystkich n—elementowych ciagéw (i1, g, ... ,¢,), pray czym i; €

{0,1,...,27-1}}, j=1,...,n.

Wszystkie punkty ¢ € hy, o hyy 0---0h;, (I1) maja te same adresy w podprze-
strzeni adresow X, oraz adresy z ta sama n—elementowa sekwencja poczatkowa
w X,

Podobnie, wszystkie @ € w;, ow;, o---ow;, (I4) z odpowiedniej podkostki Iy
maja identyczne adresy w X,.

Niech

Rpg={B, : B, =wi owy,o...0ow,(lg), i1,42, ... in € {0,1,...,27 = 1}}

bedzie zbiorem wszystkich podkostek, ktére sa obrazami kostki I; we wszyst-
kich mozliwych n—krotnych ztozeniach transformacji pochodzacych z rodziny W.
7 wlasnosci (3.6) wynika bezposrednio, ze dla kazdego naturalnego n, zbiér R,
pokrywa I,.

Podobnie, niech

Pog=1{A, Ay =hy ohiyo--oh; (1), i1,d9, ..., € {0,1,...,2¢ = 1}}

bedzie zbiorem wszystkich obrazéw Iy, otrzymanych w wyniku dzialania wszyst-
kich przeksztatcen bedacych n—krotnym ztozeniem transformacji z rodziny H.
Zauwazmy, ze

Pld = {hz(Il)v 1=0,1,... 72d - 1} = {[OvbdQ_zd] U [1 - (2d - bd)2_2d7 1] 5
(042724, 270 4 by2720) | b2 4 (20— 20270, b2 4 (20— 1)27) ).

Definicja 3.4 Podzbior Iy, ktory jest domknietym odcinkiem lub sumq dwu roz-
tgcznych domknietych odcinkow, bedziemy nazywaé p-odcinkiem.

Lemat 3.5 Kazdy element zbioru
Pog={hi ohiyo--ohy (L), i1,09, .. in=0,1,...,27 1}

jest p-odcinkiem.
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Dowéd (przez indukcje). Zauwazmy, ze t, = 1 — by - 27¢ jest punktem sta-
lym odwzorowania fya_;,. Poniewaz Pyy jest zbiorem p-odcinkéw: h;([0,t5]) U
hi([th, 1]), gdzie hi([O,th]) C [O,th] lub hi([O,th]) C [th, 1] oraz hi([th, 1]) C [O,th]
lub h([th,1]) C [tn, 1], @ = 0,1,...2% — 1. Zalézmy, 7ze A, jest dowolnym ele-
mentem Pnd, takim ze:

W1. A, jest p—odcinkiem.

W2. Jedli A, sktada sie z dwu rozlacznych odcinkéw, to punkt ¢, nie nalezy do
Ay

Latwo sprawdzié, ze dla kazdego A, € Py4 spelnione sa warunki W1 i W2,
Nalezy wykazaé, ze dowolny A,,+1 € Pn+17d takze spelnia W1 i W2. Bezposrednio
z definicji wynika, ze ]NDM_Ld = {hi(4,), A, € P, i=0,1,2,...,22 -1}
Jezeli A,, sklada sie z pojedynczego przedzialtu, to takze jego obraz h;(A,), (i =
1,2,...,2¢ - 1) jest pojedynczym przedzialem.

Punkt ¢, nalezy do A,41 tylko wtedy, gdy A,11 = h2d_bd(14n) oraz t, €
An, A, € Py W zwiazku z tym t), ¢ ho(An).

ho(A,,) sklada sie z dwu rozlacznych przedzialéw jedynie w sytuacji, gdy
t, € A,. W ten sposéb pokazalismy, ze gdy A, jest pojedynczym domknietym
przedzialem, wéwczas warunki W1 i W2 sa spelnione dla dowolnego h;(A,,).

Jesli A, jest para przedzialéw, to takze hi(A,) (1 = 1,2,...,2% —1) jest
suma dwu rozlacznych przedzialow. Zgodnie z W2, ¢, ¢ A,,. Transformacja hg
odwzorowuje dowolny przedzial S C Iy w sume dwu roztacznych przedzialow
tylko wtedy, gdy ¢ jest punktem wewnetrznym 5. 7 warunku W2 wynika, ze
ho(A,,) jest takze suma dwu rozlacznych domknietych przedzialéw. W zwiazku
z tym ho(A,) nadal spelnia warunek W2, co konczy dowdd lematu. O

Na podstawie lematu 3.5 mozemy do lematu 3.4 dodaé nastepujaca obserwa-
cje.

Dla dowolnego o € X zbiér ;2 H? sktada sie z jednego badz dwu punktéw
z 1. 7. powyzszej uwagi wynika natychmiast, ze kazdy adres z przestrzeni adreséw
X jest skojarzony z co najwyzej dwoma punktami odcinka jednostkowego 1.

Lemat 3.6 Dla kazdej pary liczb naturalnych n i ny < n oraz dowolnego zbioru

Ap = hiy o hjy o-v-0hy, o--0h, () € P,y mozna wskazaé zbidr A, =

hiy o hiy o+ -o hi, (I1) € Pyyq taki, ze A, C A, .
Podobnie, dla kazdego B, = w;, ow;, 0---0 Wi, O cw;, (1g) € Rpq istnieje
Bn1 = w’il o wig 0--+0 winl (Id) 6 Rn1d; przy CZym BTL g Bn1 . D

W konsekwencji

Anl = U ATL?
Anepnd A AngAnl



3.2. Iterowane systemy przeksztalcen zwezajacych 63

czyli dowolny p-odcinek A,, ma pokrycie, ktérego elementy sa p-odcinkami A4, €
Pnd, ny < n.

Analogicznie,

By, = UJ B,
Bn€Rpa A BnCBn,

co oznacza, ze kazda podkostka B,, moze byé¢ pokryta przez mniejsze podkostki
B, € Rug, m < n.

W tym momencie mozemy sformulowaé¢ nastepujace twierdzenie.

Twierdzenie 3.2.1 Istnieje wzajemnie jednoznaczne odwzorowanie f,q, ktdre
jednoznacznie kojarzy elementy ze zbioru p-odcinkéw P,gq z elementami zbioru
R4, w taki sposcb, Ze

frd(An) = wi, owg, 0---ow; (1) € Rug, gdzie A, = hi, ohyy o---0h; (I7).

Innymi stowy, fnq przyporzgdkowuje jednoznacznie p—odcinki A, € P4 podkost-
kom fnq(Anqa). Ponadto, dla kazdego naturalnego nq < n, f.q przyporzqdkowuje
A, € P,, do kostki fq(A,, ) =w, ow,o0---0 w;,, (Iq) € Ryya -

Dowéd. Wynika bezposrednio z lematow 3.5 1 3.6. a
Dwa rézne p—odcinki A, i A;L € P, bedziemy nazywal przylegltymi, jesli
A, NA 0.

Lemat 3.7 A, € P,y oraz A;L € P,g sq praylegle, jesli n—elementowe adresy
punktow ze zbiorow A, i A;L roznig sie na dokladnie jednej pozycji i roznica ta
wynosi 1 modulo 2%, Ponadto, jezeli k (k < n) oznacza numer pozycji, na ktorej
oba adresy sie roiniq, to pozostala czesé wektora kodujgeego adres jest postaci
k1 = 0, ip40 = 27 — b =20 —b O
TE41 > k42 dy - ln d-

7 lematu 3.7 wynika, ze A, i A;L sa przylegle w jednym z nastepujacych przy-

padkéw:
gdy n—elementowe adresy punktéw z p-odcinkéw A, i A;L roznia sie jedy-
nie na ostatniej pozycji, czyli maja postaé odpowiednio: 1,29, ... ,%, oraz
i1,02, - .. in + 1(mod 29) ;
adresy réznia sie na przedostatniej pozycji, natomiast ostatnia pozycja kodowa
jest w obu przypadkach réwna zeru, czyli adresy maja postac iy, ..., 0,-1,0
oraz iy, ... ,i,_1 + 1(mod2%),0;

adresy réznia sie na jednej z wezedniejszych pozycji i pozostata czesé obu adre-
s6w jest réwna odpowiednio: ..., i, 0,24 — by, ... .29 — by oraz ..., i +
1(mod 2%),0,2% — by, ... ,2% — by.



64 Rozdzial 3. Metody konstruowania wielowymiarowych krzywych

Kostki B, i B;L € R,q beda nazywane przyleglymi, jesli maja wspélna (d —
1)-wymiarowa $ciane boczna. Innymi slowy, warunek B, N B;L # 0 nie wystarcza
do zagwarantowania przylegloéci dwu réznych podkostek B, i B;. Przedstawiona
ponizej definicje przyleglosci zaproponowal Milne w pracy [110] dotyczacej wie-
lowymiarowej krzywej Peano.

Definicja 3.5 Duwie podkostki B, = {x :a; < z; < d;} z'B; ={z:e; <a; < fi},
gdzie dy —ay = dy —ag = -+ =dg—ag = fr—e == fg—eqg = 27", 5
przylegte wtedy i tylko wtedy, gdy istnieje iy € {1, ... ,d} takie, Ze suma B, J B;L
moze byé¢ wyraiona w postaci:

BB, ={a; <wi<di, i=1,...,d, i#ig h<azy <},
gdzie [h, 1] rowna sie [a;,, fi,] lub [e;,,d;,].

Jest oczywiste, ze wspohrzedne érodkéw dwu przyleglych podkostek réznia sie
tylko na jednej pozycji. Ponadto, jesli B, i B;L sa przylegte, to dla kazdej pary
punktéw x € B, iy € B;L odleglosé euklidesowa miedzy x i y jest nie wieksza niz
V(2¢)2 + (d—1)c? = ev/d + 3, gdzie ¢ = 27™.

Ponadto, jesli B, i B; nie sa przylegle, ale istnieje B, , ktéra jest przylegla
zarowno do B, jak i do B;, to najwieksza mozliwa odlegltosé¢ pomiedzy = € B,
iyé€ B; rowna sie ev/d + 8.

Zauwazmy, ze jesli B, i B;: sa przylegte oraz gdy B, i B;L sa takze przylegte
wzgledem siebie, przy czym $rodki podkostek B, B; i B, nie sa wspélliniowe,
to najwieksza mozliwa odleglo$c miedzy z € B, iy € B;L nie przekracza wartosci
c/d 4+ 6.

Zauwazmy rowniez, ze:

1

Lemat 3.8 KaZde odwzorowanie w; € W transformuje przylegte podkostki B,
i B;L € R,q w dwie przylegte podkostki B4q1 ¢ B;H_l € Rot1,4- a

Twierdzenie 3.2.2 f,; przeksztatca przylegte p-odeinki A, A;L € Pna, odpo-
wiednio, w przylegle podkostki Bn,B; € R,q. Ponadto dla kazdego naturalnego
n1 < n, przylegle p—odcinki Anl,A;L1 € Pnld sq odwzorowywane, odpowiednio,
w przylegle podkostki By, , B;u € R4

Dowdd. Dowdd wynika bezposrednio z faktu, ze przylegte p—odcinki A, i A;L €

P,q moga by¢ zdefiniowane, zgodnie z lematem (3.7), jako

h:

1

O+++0 hlk 0] ho (9] (hzd_bd)O(n_k_l)(Il)
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oraz
hio---o hik-l—l(mod?d) ohgo (h2d—bd)o(n_k_1)(ll)-

7 definicji f,q wynika, ze

Bn = fnd(An) = W, ©---0W; OWO (w2d—bd)0(n_k_1)(ld)7

B;L = fnd(A;l) =1wW; 0---0 wik-l—l(mod?d) 0 wWg 0 (de—bd)O(n_k_l)(Id)‘

Réznica miedzy odwzorowaniami w;, i Wi, 41 (mod 24) dotyczy tylko jednej wspot-
rzednej. Odwzorowania te transformuja I; w przylegle wzgledem siebie podkostki,
a wp o (wzd_bd)o(”_k_l)(fd) = [0,2‘”"”“] X o+ X [0,2‘”"”“] = [0,27"F*],; trans-
formuja I; w dwie przylegle podkostki z R, _p41.
Dowdéd koniczy obserwacja, ze dowolna transformacja w;, o- - -ow;, _, zachowuje
przyleglos¢ podkostek (por. lemat 3.8). O
7 lematéw 3.7, 3.8 oraz twierdzenia 3.2.2 mozna wywnioskowaé, ze jesli A,
A;; 83 p—odcinkami réwnoczesnie przylegtymi do A;L, to fnq transformuje je w pod-
kostki, odpowiednio: B,,, B;; i B;;, ktérych $rodki nie sa wspotliniowe.
Wybierzmy punkt ¢, = 1—bg-27%, ktéry jest punktem stalym przeksztalcenia
hya_y,, jako punkt charakterystyczny, ktory bedzie podstawa konstrukcji krzywej.
W kostce Iy odpowiada mu (1,1, ...,1) — punkt staly przeksztalcenia wya_y, .
Okreélmy rekurencyjnie zbiér P,y C Iy w taki sposéb, ze

241
Pa= | hi(ty) = {i-Q‘d, i=0,1,... ,zd}.
=0
Dalej, niech
241
Py = |J hi(Pra) = {{Jhi, 0 hiy (1), i1,i2 € {01, ...,27 = 1}}
=0

oraz analogicznie
241
Pnd fd U hZ(P(n—l)d) = {hll Q0 hln(th)v il, “ . ,in E {0, “ . ,Qd - 1}} .
=0
Mozna w prosty sposéb, przez indukcje, udowodnié nastepujacy rezultat:

Lemat 3.9 Dla kazdego naturalnego n

Pg={i-27 i=0,1,...,2"}
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Teraz mozemy juz przystapi¢ do zdefiniowania rodziny odwzorowan aproksy-
mujacych krzywa wypelniajaca I;. Powiazmy punkty P,q z obrazami (1,1, ...,1)
w n—elementowym zlozeniu odwzorowan z rodziny W. Kazdemu punktowi ¢ €
hi, o---oh;, (ty) odpowiada punkt wy ow;, 0---ow; (1,1,...,1). W konsekwen-
cji otrzymamy odwzorowanie

Fnd(t) = W;, OW;, 0"+ -owin(l, 1, ... ,1), 1€ hilohbo- . 'Ohin(th)a te P.g. (311)

Odwzorowanie to mozna rozszerzy¢ na caly odcinek I:

t—ty Foq(ta) — Fra(ty)

Fnd(t) = Fnd(tl) + - 5 , L€ [tl,tl + Cnd], (3.12)
nd
Foq(t1) + Fq(t t—t1 — cpg Fra(ta) — EFq(t
Foa(t) = () ; lla) | 2_ndl - ¢ Frallz) 5 at 1), t € [ty + ndstal,
— Cnd

gdzie ¢pg = by 2~ ("1 orag
ty=k27" ty = (k+1)27™, k=0,1,...,2" -1,

Funkcje Flq(I1) C 14 sa krzywymi, ktére maja postac linii tamanych.

Pokazemy dalej, ze punkty weztowe w F,4 sa takze punktami wezlowymi
Fr41,4. Naszkicowana tu konstrukcja krzywej wypelniajacej bazuje w istocie na
geometrycznym podejsciu Moore’a [111], [110].

Zauwazmy, ze w definicji odwzorowania F, 4 wystepuja dwa rézne wspotezyn-
niki skalujace. Kazdy przedzial [k277¢ (k+ 1)27"9), k = 0,...,2" — 1, po-
dzielony jest na dwa podprzedzialy [k27"%, by/200TD4 4 2=md] j [p,/200+Dd 4
k277 (k+1)27"9], ktére sa podzbiorami przyleglych p-odcinkéw z P,g. Wpro-
wadzenie dwéch réznych wspotezynnikéw skalujacych pozwala na uzyskanie od-
wzorowania aproksymujacego krzywa wypelniajaca, ktore przeksztatca przylegte
p-odcinki P,q w zbiory zawarte odpowiednio w przylegtych podkostkach z R,4.

Definicja F,q moze budzi¢ pewne watpliwosci co do jej jednoznacznoéci, po-
niewaz istnieja, punkty ¢ € P,4, ktére maja podwdéjne adresy w X,,. Zauwazmy,
ze dowolny zbiér postaci h;, o ---o0 h; (f,) zawiera jeden lub dwa punkty z I;.
W zwiazku z tym mozna zadaé pytanie, jak zdefiniowaé F,,4(-) w wybranym punk-
cie to w przypadku, gdy to € P, i réwnoczesnie tg € h;, o hy, 0---0h; (t3) oraz
tg € hi; ohyso---0 hi;(th), gdzie adresy iy, ..., i, oraz ill, ..., i, réimia sie na
co najmniej jednej pozycji.

Niech A, A;L € P,q beda przyleglymi p-odcinkami, ktére (oba) zawieraja tg.
7 lematu 3.7 wynika, ze adresy punktu {p maja nastepujaca postac:

iy e 05,0,27 = bg, 29 — by
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oraz
i1y .o ip + 1(mod 24),0,29 — by, ... 2% — by

7, drugiej strony, n—elementowe adresy {g nie moga rézni¢ sie tylko na ostatniej
pozycji, gdyz odwzorowania zwiazane z takimi adresami przeksztalcaja t, w dwa
rézne punkty z Iq.

Przypomnijmy, ze wierzcholek (1,1, ...,1) jest punktem stalym odwzorowa-
nia wya_p,, podezas gdy wo(1,...,1) = (0,0,...,0). Ponadto dowolne odwzo-
rowanie z rodziny W transformuje (0,0, ...,0) do postaci (1/2,1/2,...,1/2).

on—k—1

Lemat 3.10 Transformacje w; o.. LOW;;, OWO W,y

;- 0...0 . (¢]
oraz w;, Wiy s 1 (mod2dy

wg © wgg_—fd—l, (n=2,3,...; k=1,2,...,n— 1) odwzorowujq wierzcholek kostki
(1,1,...,1) w ten sam punkt (1,1, ...,1). O

7. powyzszych rozwazan wynika, ze F, 4 jest jednoznacznie zdefiniowane.
Niech Qnq = Foi(P.q). Latwo zauwazy¢, ze

Qra = (1, ... xq) €Ely:a; =k27" k=0,1,...,2%7  i=1,...d}.

Innymi stowy, ()4 jest zbiorem punktéw z Iy, ktérych wspdlrzedne maja skon-
czone (n—elementowe) dwéjkowe rozwiniecia. Ponadto dla dowolnego naturalnego
k., zachodzi Fn+k,d(t) = Fmd(t), t € P,4. Stad, Fn-l—k,d(Pnd) = Qnd-

F,q ma nastepujaca wlasno$¢, analogiczna do wlasnoSci odwzorowania f,4,
a mianowicie:

Lemat 3.11 F,,; transformuje kaidy p-odcinek A, € P,q w Foa(Ay) C fra(Ay)
= B, € R,q. Ponadto dowolny p—odcinek A,, € P,y jest odwzorowywany w po-
stact Frq(Any) C fra(An, ) = Buy, przy czym ny < n. Jesli p-odcinki A, , A;Ll €
Pnld sq przylegle, to F,q odwzorowuje je w przylegte podkostki Fq(A,, ) C By,
B,, € R, q oraz Fnd(A;Ll) C B;u’ B;u € Ry, 4, gdzie B, z'B;L1 sq przylegte. O

Dalej pokazemy, ze kazda funkcja aproksymujaca F,, spelnia warunek Hol-
dera z wykladnikiem 1/d:

Twierdzenie 3.2.3 Niech F,q bedzie odcinkami liniowym odwzorowaniem Iy
w Iy, zdefiniowanym przez (3.11), (3.12). Wtedy, dla dowolnych t1,t; € I i do-
wolnego naturalnego n zachodzi:

1
|| Fra(ti) — Foa(ta) [|[< aq(| t1 —t2 )4, t1,t2 € I

oraz L
H Fnd(tl) - Fnd(tQ) HS g A(tlth)gv t17t2 € Ilv

gdzie A(t1,t2) = min{l— | &1 —t2 |,|t1 — t2 |} oraz aq jest pewnq stalq zaleing
od d.
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Dowdéd. Dla dowolnej pary punktéw ¢1,t; € Iy mozna znalezé liczbe catkowita
N > 0, taka ze 2= (N+1)d <ty —ty |< 27N4, Stad ty, 1, spelniaja jeden z naste-
pujacych warunkow:

C1) ty,1; naleza do tego samego p—odcinka Ay € Py,
C2) ty,1; naleza do przyleglych p—odcinkéw, oznaczmy je Ay, A}V € Pnu,

C3) ty,t; naleza do dwu réznych p-odcinkéw AN,A;V, ktére sa przylegte do
trzeciego, oznaczmy go A}V oraz Ay, A}V, A}V € Pny.

Trzeci przypadek jest mozliwy tylko wtedy, gdy A}V jest suma roztacznych prze-
dzialow i zbiory Ay, A}V maja odpowiednio wspdélne punkty koiicowe z kazdym
z nich.

Zatézmy dalej, ze n > N in > 1 przy N > 0. Zgodnie z lematem 3.11,
odwzorowanie F,4 transformuje zbiory AN,A}V,A;V (dla N < n) odpowiednio
w przylegle podkostki Iy: BN,B}V,B;V € Rng. Srodki tych podkostek nie sa
wspdiliniowe, stad

| Fra(ty) — Fpa(ta) |[< Vd+627Y, 0< N <. (3.13)

Biorac pod uwage, ze 2-N+tD4 < |t — 5], otrzymujemy 2~V < 2() t1 — 1o |)1/d.

Zastosowanie powyzszej nieréwnosci w (3.13) koficzy dowdd pierwszej czesci
twierdzenia dla ay = 2v/d+ 6 i n > N. Analogiczne rozumowanie mozna prze-
prowadzi¢ w odniesieniu do metryki A(ty,72).

Zatézmy teraz, ze n < N. Rozpatrzmy najpierw przypadek, w ktorym iy, 19
znajduja sie bardzo blisko siebie w poréwnaniu z doktadnoscia aproksymacji krzy-
wej n. Zauwazmy, ze | t; — to |< 27N < by 2=(n+1)d  9=nd  Qba punkty ¢ i t,
znajduja sie rownoczeénie w pewnym p-odcinku A, € P,y lub naleza odpowied-
nio do przyleglych p-odcinkéw A,,, A;L € P,q. Przypomnijmy, ze F,4 transformuje
przylegte p—odcinki An,A; w przylegle podkostki Bn,B; € R,q. Poniewaz F,4
jest odcinkami liniowa i transformuje

(1277 (i ba/2") 27 oraz [(i4 ba/2%) 27, (i 4 1) 27
odpowiednio w nastepujace odcinki zawarte w I;:
[Fra(i 2770, (Foa(i 27" + Fua((i +1)2770)) /2]
oraz

[(Fnd(iQ_”d) + Frg((i 4 1)27")) /2, Fpa((i + 1) 2_”d)] :
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zatem, korzystajac z nieréwnoéci by 27¢ > 1/3 (por. lemat 3.2), otrzymujemy

—n

2 nld—
| Fra(ty) = Faa(te) [|<| 1 — t2 | by 2-(FDd <3-2700 gy — gy |,

przy czym
| 11— 19 |§ Q_Nd, N >n.

Dalej, z | t; — ty |< 27N oraz 27N < 2() t1 — 1o |)1/d otrzymujemy
320000 g~y )< 627N D gy gy DY |ty —ty <27V n < N

Rozpatrzymy teraz przypadek, gdy nadal n > N oraz punkty ¢y oraz iy sa
bliskie sobie w metryce A, lecz odleglo$¢ miedzy nimi w metryce euklideso-
wej jest duza. Wtedy zachodzi | t; — to |> 1 — 27N i A(ty,15) < 27NV, Jest
to przypadek, kiedy kazdy z punktéw znajduje sie w poblizu innego kofica od-
cinka jednostkowego. W tej sytuacji ¢; i {3 naleza do tego samego p-odcinka
Ap = ho o (hy,_oa)°™(I1) = [0,b,27 (D4 U 1= (29 = by) 27+, 1] Bez
straty ogdlnoéci mozemy przyjacé, ze t1 < 5. Laczac réwnoéci

—n

2
| Fra(ti) — (0, ...,0)) = tlEQ(nH)d

oraz
2—77/
24 — by

| Fra(tz) = (0, ...,0)) [|=t 2(nt1)d

oraz korzystajac z nieréwnosci tréjkata, otrzymujemy te sama nieréwnos$¢ co

w poprzednim przypadku. W ten sposéb zakonczyliSmy dowéd twierdzenia. O
7 powyzszych rozwazan wynika, ze F,4 jest funkcja holderowska (czasami

nazywana takze funkcja Lipschitza) rzedu 1/d ze stala nie wieksza niz

max{6-2_(d_1),2\/d—|—6} =2Vd16 dla d=2,3,...

W tym momencie mozemy juz zdefiniowa¢ krzywa wypelniajaca Fy(t) : Iy —
1 jako granice ciagu odwzorowan F,4.
Fy= lim F,y. (3.14)
n—00
Lemat 3.12 Cigg odwzorowan {F,4}5, jest jednostajnie zbieiny w Iy przy n —
oo do cigglego odwzorowania Fy transformujgcego Iy na kostke I, to znaczy
Fy(I)) = 1. Ponadto Fy transformuje kazdy p—odcinek A, € P,q dlugosci 2774
na podkostke F,q4(A,) = B, € R,q o objetosci 2—nd,
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Dowdd. Rozpoczniemy od pokazania, ze dla kazdego t € I clag wartosci funkeji
{FLa(t)} jest ciagiem Cauchy’ego. Wynika to z lematu 3.11, poniewaz dla kazdego
£ > 0 mozna znalezé N > logy(v/d/¢) takie, ze dla wszystkich ny,ny > N

| Frya(t) = Fopa(t) |< e, € L

Zauwazmy, ze N jest niezalezne od t. Przypomnijmy réwniez, ze funkcje F4
(n = 1,2,...) sa funkcjami ciaglymi w I;. Stad, wobec jednostajnej zbieznosci
FLq, takze Fy jest ciagta.

Niech P oznacza zbidr wszystkich liczb o skoficzonych dwéjkowych rozwinie-
ciach postaci k27", k = 0,1, ...,2", gdzie n jest dowolna skoficzona liczba
naturalna. Podobnie, niech () oznacza wszystkie takie punkty w Iy, ktére maja
skonczone dwdjkowe rozwiniecia. Zbidr Q jest gesty w Iy. Zgodnie z definicja
Fq, Fy odwzorowuje zbiér P z przedzialu jednostkowego Iy w zbidr Q, gesty
w 14. Zwarto$¢ I oraz ciaglos¢ Fy gwarantuje zwarto$¢ Fy([1). Stad obraz Fy(ly)
bedacy domknietym i gestym podzbiorem [I; jest réwny calej kostce 1.

Dowdd drugiej czesci twierdzenia wynika bezpoérednio z lematu 3.11 1 definicji
odwzorowania f,q4. a

7 twierdzenia 3.2.3 i lematu 3.12 bezposérednio wynika:

Twierdzenie 3.2.4 Niech Fy : Iy — I; bedzie zdefiniowane przez (3.14). Witedy
Fy spetnia warunek Héldera z wyktadnikiem 1/d, czyli

| Fa(ty) — Fa(ta) | 2Vd 46 | t1 — t5 |M9, ty,t5 € Iy (3.15)
1 rownoczesnie
| Fy(ty) — Fy(ta) [|< 2Vd+ 6 A(ty, 1)V, 14,15 € L. (3.16)

Dowdd. Dowdéd twierdzenia wynika z udowodnionych w twierdzeniu 3.2.3 wla-
snoéci funkcji F,q aproksymujacych krzywa Fy. a

Jak wiadomo (por. rozdzial 1.5), jesli krzywa Fy jest odwzorowaniem odcinka
I; w kostke I; i odwzorowanie to jest ciagle z wykladnikiem Héldera réwnym 3, to
8 < 1/d. W zwiazku z tym wykladnik 1/d z twierdzenia 3.2.4 osiaga najwieksza
mozliwa wartosc.

Zauwazmy, ze dla kazdego skoficzonego n zachodzi Fy(t) = F,a(t), t € Pug.
Stad, zgodnie z lematem 3.10, Fy(t) = lim,—. W2, t € P, gdzie 0 € X jest
dowolnym adresem t € P.

Lemat 3.13 Dla kazdego t € I; — P istnieje doktadnie jeden adres o zwigzany
21, cxylit € limy—o HY.
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Dowdd. Niech t € lim,—, H}} i réwnoczesnie ¢ € lim,,— H:,, gdzie 0 = 1y, 19,
o tpy byl - . . OTAZ o =iy, iy, ... ,i;b, i;b_l_l, ..., czyli o i odpowiednio ¢’ réznia
sie po raz pierwszy na n-tej pozycji. Stad t € hy o hy, o...0h; (1) = A, oraz
t € hijohio.. -Ohi;(Il) = A;L, przy czym A, A;L € P,,. Poniewaz A, OA;L £ 0,
zatem A, i A;L musza by¢ przyleglymi p-odcinkami oraz ¢t wspdlnym punktem
koricowym A, i A;. Naturalnie t € h;, o hi, o...0 h;, o ho(ty). W konsekwencji,
t € Poy1.4, co jest sprzeczne z wyjSciowym zalozeniem. O
Niech ) oznacza zbiér punktéw takich, ze co najmniej jedna wspdlrzedna
punktu ma skoniczone dwéjkowe rozwiniecie. Naturalnie, @ C Q. Jezeli z € Q, to
zawsze istnieja liczba naturalna n i zbiér B,, € R,q4, takie ze € 0B, gdzie 0B,
oznacza brzeg B, stad @) jest zbiorem miary zero.

Lemat 3.14 Dla kazdego z € 1; — @) istnieje dokladnie jeden adres o punktu x
w przestrzeni adresow X, czyli @ € lim,_.oo W), a

Zgodnie z lematem 3.13, mozemy jednoznacznie zdefiniowaé¢ odwzorowanie

F: Iy — Ij za pomoca adreséw punktéw z Iy oraz Ij.

Definicja 3.6 Niech Fy(t) = lim,_.., W?, gdzie 0 € X jest adresem t € Iy, czyli
t e limp_oo H™.

Lemat 3.15 Odwzorowanie Fd : Iy — 1 jest identyczne z odwzorowaniem Fy :
Iy — 1 zdefiniowanym w (3.14), a mianowicie Fy(t) = Fy(t), t € I.

Dowdd. Latwo pokazaé, ze Fd(t) = Fy(t) dla t € P. Przypomnijmy takze, iz
zbiér P jest gesty w I;. Zgodnie z twierdzeniem 3.2.4, odwzorowanie F; obciete
do P jest jednostajnie ciagle. Stad istnieje jednoznaczne rozszerzenie F : Iy — Iy
odwzorowania fy : P— 1. a

7, powyzszego lematu wynika, i7 jesteSmy w stanie wyznaczy¢ dokladne war-
tosci odwzorowania Fy we wszystkich punktach odcinka Iy, ktére maja skoniczone
dwdéjkowe rozwiniecia. Co wiecej, wartoéci te mozemy wyznaczyé w skoficzonej
liczbie operacji.

Niech R,q oznacza klase wszystkich pétotwartych podkostek zawartych w I,

ktérych domkniecia tworza zbiér R,q. Jedli B, = {ay < a1 < ¢y, ... 00 <2y <
¢} € Rpq, wtedy odpowiadajaca B, pélotwarta podkostka BS z R, jest postaci
By ={a1 <a1<er, .o ya0 < xg < cq)f € Rpg.

Zauwazmy, ze brzeg kazdej podkostki B, € R,q sklada sie z 2d (d — 1)-wy-
miarowych hiperkostek. Oznaczmy brzeg B, przez 0B,.
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Twierdzenie 3.2.5 Odwzorowanie Fy : Iy — I zdefiniowane przez (3.14) za-
chowuje miare Lebesgue’a, to znaczy kazdy zbior borelowski B C I; spelnia wa-
runek

pa(B) = i (F'(B)),

gdzie pq jest miarg produktowg w Iy.

Dowdd. Poniewaz F, jest ciagle, jest takze mierzalne. Latwo sprawdzié, ze mi-
nimalne o—cialo generowane przez Ry sklada sie ze wszystkich podzbioréw bore-
lowskich I;. Korzystajac z twierdzenia Caratheodory [15] o przedtuzaniu miary,
wystarczy pokazac, ze dla kazdego zbioru

BZGRd:URnd

n=1

zachodzi
pa(By) = m(Fy 1 (Bg)). (3.17)

Zauwazmy, ze z BS C B, wynika puq(B2) < pa(B,) = 27" Ponadto B, —9B, C
B¢ oraz kazda kostka B, ma 2d Scian, kostek o wymiarze (d — 1). Kazda z tych
§cian ma punkt wspdlny z (Qk)(d_l) réznymi podkostkami zawartymi w B, i na-
lezacymi do R, 4,q4. Stad liczba podkostek z R, 4 4, ktore sa zawarte w B, i do-
datkowo maja punkty wspdlne z brzegiem 0B, jest nie wieksza niz 2d (Qk)(d_l).
Objetosé¢ dowolnej podkostki z R, 4.4 jest réwna [2_(”+k)]d. W zwiazku z tym
otrzymujemy

Ha(BY) > pal B,) — 2. (250 970008 5 9=nd(1 9 7F),

gdzie k jest dowolnie duza liczba naturalna. Stad wynika pq(6B,,) = 0.
Przypomnijmy, ze zgodnie z lematem 3.11, F; odwzorowuje wzajemnie jedno-
znacznie elementy ze zbioru Pnd w podkostki ze zbioru R, 4. Wybierzmy A,, € Pnd
tak, ze Fy(A,) = B,. Oznaczmy nastepnie przez C,, przeciwobraz brzegu 0B,,.
Dalej, niech Dy C Iy bedzie suma wnetrz zbioréw A, 4, ktérych odwzorowania
Fy(Anyr) € Ryyr g oraz ktére nie maja punktéw wspélnych z 6 B,,. Zbiér Iy — Dy,
jest zbiorem domknietym ( Dy jest zbiorem otwartym) i dla kazdego naturalnego

k mamy C,, C Iy — Dy. Teraz wystarczy zauwazyc, ze dla dowolnego naturalnego
k zachodzi:

o0

0<pa(Cn) < (ﬂ (I — Dk)) < pi(Iy — Dy) < 2d (2841 9= (n+k)d,
k=1

Stad wynika natychmiast, ze p1(C),) = 0.
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Niech C' oznacza przeciwobraz brzegu wszystkich 3% — 1 podkostek z R4,
ktére maja wspdlne pewne punkty brzegowe z kostka, B,,. Musi wtedy zachodzi¢

0 < ur(C) < (31— 1)2d (25D 2= FR)d — (34 _ 1) 997 md=k,
Ponadto wiadomo, ze
A, —C, CF/YBS) C FyY(B,) C A UC.
Stad otrzymujemy
27 = (A, UC) > m(F7N(BY) > (A, — C,) = 27

Powyzsze stwierdzenie jest réwnowazne z (3.17), co konczy dowdd twierdzenia. O

Jak wiadomo, Fy nie jest odwzorowaniem wzajemnie jednoznacznym. Przypo-
mmey ponadto ze P jest zblorem punktéw takich, ze dla kazdego ¢ € P istnieje
t e P, t#£1 oraz Fy(t) = Fy(t).

Niech D, C I oznacza zbiér punktéw, ktére maja wspdlne n—elementowe
adresy z innymi punktami z I;. Dokladniej, jesli ¢ € D,,, to istnieje t' € I, t + t
0 tym samym n—elementowym adresie co t. W konsekwencji zachodzi 2~ ("1 <
|t — t | < 27 odzie n = =0,1,..., gdyz t i t' naleza do tego samego p-odcinka
A, € Pnd Ponadto ¢ i ¢ musza nalezec do tego samego p- odcinka A,41 € Pn_|_1 ds
Apga € Pn_|_27d, ... W zwiazku z tym adres ¢ i ' sklada sie z 0 lub 29 _ by na
n-tej i dalszych pozyqach. Stad wynika, ze

Qnd
p1(Dy) < 2@k gnd’ k=1,2,...

Oznaczmy przez D zbiér Wszystkich punktéw w I, ktdre nie sa jednoznacznie
wskazywane przez ich adres, D = U -1 D, N=1,2,.
Fatwo pokazac, ze D jest zbiorem miary zero, pomewaz'
N
. 1 N

N—co

Przypomnijmy, ze P jest zbiorem wszystkich punktéw odcinka Iy, ktére maja
skonczone dwdjkowe rozwiniecia. 7 definicji tej wynika, ze P C D. Dalej, niech 5,
bedzie gléwna przekatna w kostce I, czyli odcinkiem laczacym punkty (0, ... ,0)
oraz (1, ...,1)]. Oznaczmy przez

241 241

Shd = U U wiy 00w, (5,)

11=1 in=1
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zbiér punktéw, ktore naleza do gléwnych przekatnych wszystkich podkostek R, 4.
Dalej, niech S oznacza zbiér wszystkich takich punktéw, to znaczy S = U’ {54
dla dowolnego skoficzonego n.

Zauwazmy, ze wq jest postaci x; := 1/2 — 1/22;, ¢ = 1,2,...,d i od-
powiednio wsa_, ma postaé z; = 1/2 4+ 1/2-2;, @ = 1,2,...,d, stad, dla
kazdego naturalnego m, w;, o ---ow; (Ig) = [a,b] X [a,b] X -+ X [a,b], gdzie
i1,49, ...y im € {0,29 — by}, Naturalnie, |a — b] = 27™. Niech ¢ € D, wtedy
adres punktu ¢ jest postaci ¢y, %2, ..., 12y, ..., gdzie dla pewnego naturalnego n:
bty ingas---» € 10,29 — by}, 7 postaci wy oraz wya_; wynika, ze Fy(D) C S.
Poniewaz jednak S, jest przekatna I, zatem Fd_l(So) C D. W konsekwencji
zachodzi takze F;'(S) C D. Poniewaz F;'Fy(D) D D oraz Fy(D) C 5, wiec
FrUS) o Fy Fy(D) D D. Jedli F;7Y(S) C D oraz D C Fj'(S), mozemy wnio-
skowaé, ze F;1(S) = D.

Podobnie otrzymamy réwnos¢ Fy(D) = 5. Poniewaz dla dowolnego A C I
zachodzi FyFy'(A) = AN Fy(l), zatem FyF7'(S) = SN Fy(ly) = S. Ponadto
mamy F;1(9) = D.

Niech I{ oznacza zbiér punktéw z odcinka jednostkowego: Iy — D — F71(Q).
Przypomnijmy, ze D oraz Fd_l(Q) sa zbiorami miary zero (gdyz Fy jest odwzo-
rowaniem zachowujacym miare Lebesgue’a).

Lemat 3.16 Odwzorowanie Fy obciete do Iy jest odwzorowaniem wzajemnie jed-
noznacznym Iy — 1.

Dowdd. Zgodnie z lematem 3.13, istnieje odwzorowanie wzajemnie jednoznaczne
miedzy punktami z I7 oraz Y. Podobnie istnieje odwzorowanie wzajemnie jedno-
znaczne pomiedzy punktami z I; — @) oraz adresami z przestrzeni Y. Zauwazmy,
ze Fy(I9) = Iy — Fy(D)— FyF7(Q) = Iy — S — Q. Z lematu 3.15 wynika bezpo-
Srednio, ze Fy(t1) # Fa(tz), jesli t1 # 1o oraz t1,12 € I7. a
Niech ¥4(z) : I; — I bedzie odwzorowaniem quasi-odwrotnym w stosunku
do Fy, czyli niech ¥4(z) € Fy'(z), = € I;. W konsekwencji zawsze Fy(¥4(x)) =
x, © € I4. 7 poprzednich obserwacji wynika, ze ¥ (z) moze by¢ jednoznacznie
okreslone na zbiorze I; — 5 — ) oraz, poniewaz 5 i ) sa zbiorami miary zero, jest
odwzorowaniem prawie wszedzie odwrotnym w stosunku do Fy.

Lemat 3.17 Odwzorowanie ¥, : I; — Iy, spetniajgce warunek ¥y(z) € F;' (),
x € Iy, zachowuje miare Lebesgue’a.

Dowdd. Najpierw pokazemy, ze ¥, jest funkcja mierzalna. Funkcja jest mie-
rzalna, gdy istnieje ciag funkcji prostych, ktory jest do niej jednostajnie zbiezny.
Dotyczy to funkcji ograniczonych, ale z takimi mamy tu do czynienia. Niech
b(z): I; — X bedzie odwzorowaniem, ktére kojarzy z kazdym punktem kostki /4
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doktadnie jeden adres o z X, przy czym « € lim,—., W2. Zdefiniujmy ciag funk-
cji prostych ¥, q(z) = min(h;, 0---ohy, (1)) lub ¥, 4(2) = max(h;, o---0h; (1)),
reWl o=i1,...,0n,...= P(2), €Iy

Latwo zauwazy¢, ze ciag ¥oq(x) (n = 1,2, ...) jest jednostajnie zbiezny
i zgodnie 7 lematem 3.15, zachodzi lim,, .., ¥.q(z) € F;'(2).

Pozostalo do pokazania, ze kazdy zbior borelowski A € Iy spelnia warunek

i (A) = g7 (A)].

Zauwazmy, ze W ' (A) = {z : ¥y(z) € A, © € I;} = Fy(An¥y(ly)). Ponadto
@1 (A) r6ni sie od Fy(A) na zbiorze miary zero, gdyz ¥ 4(I,) rézni sie od I; na
zbiorze miary zero. 7 lematu 3.2.5 wynika, ze iy [F; ¥ (A)] = pa[@; ' (A)). Po-
niewaz Wy(z) € Fy'(x), zatem ¥, @7 (A) C Fy'W 1 (A) oraz iy [T, 71 (A)] <
i [F7 o (A)]. Dalej, O (A) = AnWy(ly) D An(l — D — F7Y(Q)), tak
wiec zachodzi réwniez [ @7 (A)] > pi(A). W konsekwencji otrzymujemy
in(A) < a7 (A)).

7 drugiej strony, poniewaz ¥;'(A) C Fy(A), mamy takze ug[¥;'(A)] <
tta[F4(A)]. Ponadto zachodzi A C Fy'Fy(A) C AU DU F;7Y(Q), stad mozemy
wnioskowac, ze pi(A) = ,ul[Fd_le(A)]. Dalej, jesli Fy(A) jest mierzalnym, to
otrzymujemy i [Fy ' Fa(A)] = palFa( A)), stad @7 (A)] < n(A), co Koiezy
dowdd. a

W nastepnym rozdziale (patrz 4) sformulowany zostanie, miedzy innymi, opis
takiej samej wielowymiarowej krzywej Sierpiniskiego, w ktérym zastosowano od-
powiedni uktad réwnan funkcyjnych. Opis w postaci uktadu réwnan funkcyjnych
prowadzi do podobnego algorytmu wyznaczania wartosci odwzorowania Fy, mimo
ze przy definiowaniu krzywej nie korzystano z pojecia IFS.

3.3 Systemy Lindenmayera

W roku 1968 biolog Aristid Lindenmayer zaproponowal matematyczne modele
rozwoju biologicznych systeméw komoérkowych. Modele te staly sie podstawa
stworzenia jezyka formalnego, sluzacego do czasowo-przestrzennego opisu obiek-
tow wykazujacych cechy samopodobienstwa. Od nazwiska twércy nazywane sa
one systemami Lindenmayera badZ tez L-systemami [125], [108]. Obiektami opi-
sywanymi za pomoca L-systeméw moga by¢é nie tylko zywe organizmy badz ich
fragmenty, ale i abstrakcyjne twory geometryczne, czy tez ogdlniej symboliczne
systemy dynamiczne. L-systemy okazaly sie takze bardzo wygodnym narzedziem
opisu struktur fraktalnych, w tym szczegélnie krzywych wypelniajacych. W przy-
padku L-systemu otrzymujemy prosty przepis przetwarzania krzywej aproksymu-
jacej w celu uzyskania kolejnego przyblizenia krzywej wypelniajacej. W ogdlnym
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przypadku proces generowania krzywej przebiega iteracyjnie i, z natury rzeczy,
moze by¢ kontynuowany dowolnie dlugo, natomiast jego asymptotyczne wlasnosci
nie sa brane pod uwage. W zwiazku z tym opis krzywej wypelniajacej, utworzony
za pomoca L-systemu, jest przydatny raczej w przypadku generowania graficz-
nych przedstawien krzywej niz w algorytmach przetwarzania danych [26].

3.4 Iterowane krzywe dwuwymiarowe

Krzywa wypelniajaca wielowymiarowa kostke mozna otrzymaé poprzez odpo-
wiednie iterowanie krzywe]j wypelniajacej kwadrat jednostkowy [146], [180], [179],
[137].

Pokazemy tutaj, ze krzywe wypelniajace uzyskane ta droga tylko w bardzo
szczegdlnych przypadkach charakteryzuja sie optymalna wartoScia wykladnika
w warunku Hoéldera, pozadana ze wzgledu na stopien zachowywania bliskosci
odwzorowania.

Niech F(t) = (x(t),y(t)) bedzie pewna dwuwymiarowa krzywa wypelniajaca
kwadrat, na przyktad dwuwymiarowa krzywa Hilberta, Peano czy Sierpinskiego.
Odwzorowanie to spetnia warunek Hoéldera

| F(t2) — F(t)|| < o[ty — 1'%, 1,15 € [0,1]. (3.18)
Ponadto F'(t) spelnia réwnanie
IE@I = pllF(t/p*)], t € [0,1], (3.19)

gdzie p > 0 jest stala zalezna od rodzaju krzywej. Latwo sprawdzié, ze wszystkie

omawiane w poprzednim rozdziale krzywe spelniaja warunek (3.19) odpowiednio

dla p = 2 (krzywa Hilberta lub Sierpinskiego) lub p = 3 (krzywa Peano).
Odwzorowania zdefiniowane na przyklad przez zlozenia typu:

Ga(t) = (2(1), 2(y(6), 2(y(y(1))), - - 2(y° 7 (1)),
sa krzywymi wypelniajacymi odpowiednio I3, Iy, I, przy czym y°F oznacza
k-krotne zlozenie funkcji y(¢t). Warunkiem otrzymania krzywej wypelniajacej
jest stochastyczna niezaleino$é funkeji opisujacych jej wspélrzedne [181], [137].
W szczegdlnosei, odwzorowania Gs(t), Ga(t), G4(t), zdefiniowane powyzej, spel-
niaja wlasnie ten warunek [146], [180], [179], [137].
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Twierdzenie 3.4.1 Niech G(t) = (vp110...0011(1),vp210...0012(1), ..., Vpg10
..oy 4(t)) bedzie d—wymiarowq krzywq wypelniajgcq, przy czym dla kazdego i, 7,
przeksztatcenie v; ;(t) jest toZsamosciowo rowne jednemu z odwzorowan sktado-
wych krzywej wypetniajgeej F(t) = (x(t),y(1)), czyli x(t) lub y(t). Ponadto za-
tozmy, Ze F(t) spetnia warunki (3.18) oraz (3.19). Krzywa wypetniajgca G(t)
spetnia nieréwnosé

G (t2) = G(0)[| < @ty = ta]"; 12 €10,1], (3.20)

gdzier <278 | K = max; nj, natomiast & jest pewnq statq zalezng typu krzywej
dwuwymiarowej F(t) = (2(t),y(t)) oraz wymiaru d.

Dowéd. Przypomnijmy, ze dwuwymiarowa krzywa wypelniajaca (z(t), y(t)) spel-
nia warunek (3.19), ktéry, korzystajac z oznaczeii z twierdzenia 3.4.1, mozemy
zapisa¢ w ogdlnej postaci jako

o(t/?) = olt)p. (3.21)

Dalej, niech t; = top_QKi, 1 =0,1,2, ..., bedzie nieskonczonym ciagiem punk-

téw z odcinka [;. Korzystajac z wlasnosci (3.21), otrzymujemy dla j = 1,2,
. d:

Uy © o en0 v (ts) = Uny,g © - .vz,j(vl,j(to)/l’ﬂ_l'i)

2]\—77,]2» i (322)

= U, j0...001 (to)/p <o, 5000 5(t0)/p's

i 1/21\’ 1/21\" .

stad ||G(8)|] < ||G(to)|l/p' =t,"" ||G(to)||/ty’" . Ponadto zachodzi
|Gt > v 0...0v(to)/p, i=0,1,..., (3.23)

gdzie vy jo...0vy ;(to)/p' jest wartoscia dowolnej wspélrzednej G(t;), dla ktdre;
n; = K.
Z réwnania (3.19) wynika, ze F(0) = (0,0), a w konsekwencji

G(0) = (0,0, ... ,0).

Zalézmy teraz, ze istnieje taka stata 5 < oo, ze dla kazdego zdefiniowanego wcze-
éniej ¢; zachodzi ||G(4;)|| = ||G(t;) — G(0)|| < 8%, przy czym r > 275K, Gdyby
taka stala § istniala, musialaby spelnia¢ warunek

B2 G/ > v 0. ovi(to)/thp™ p* "
(3.24)

=VK,;0...0 Ul,j(tO)/tS . p(zKT_l)i_
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Warto$é vk j o...ovy ;(to)/t5 nie ulega zmianom, natomiast jesli r > 275 to

(2 r—1)i dazy do nieskon-

przy ¢ dazacym do nieskoficzonosci, takze wyrazenie p
czonosci.

W zwiazku z tym warto$¢ 8 nie moze by¢ ograniczona, co przeczy wczesniej-
szemu zalozeniu. W konsekwencji, wyktadnik r w nieréwnosci (3.20) nie moze
by¢ wiekszy niz 275, co koficzy dowéd twierdzenia. a

Jak wiadomo [110], maksymalna wartos¢ wykladnika r» w warunku Holdera
jest réwna odwrotnoéci wymiaru kostki, ktéra krzywa wypelnia, czyli » < 1/d.
W powyzszym twierdzeniu K oznacza maksymalna liczbe zlozen elementarnych
funkeji (), y(t), wystepujacych w definicji krzywej iterowanej G(t). W przy-
padku d-wymiarowym minimalna warto$¢ K nie moze by¢ mniejsza niz [log, d],
gdyz tylko wtedy kazda z d wspélrzednych opisana jest przez inna funkcje ztozona
— kombinacje z(t) oraz y(t).

Twierdzenie 3.4.1 méwi o tym, ze wartoé¢ wykladnika r = 275 nie moze
by¢ zwiekszona. W konsekwencji, poza szczegdlnymi przypadkami, gdy K jest
doktadnie réwne log, d, krzywe wypelniajace zdefiniowane metoda iterowania
dwuwymiarowych odwzorowan nie osiagaja maksymalnej wartosci wykladnika
w warunku Holdera réwnej 1/d. Tylko w sytuacji, gdy d = 4, 8, ..., 2K, K > 2,
mozna zdefiniowaé w ten sposéb krzywa wypelniajaca kostke Iz, ktéra nalezy do
klasy funkcji holderowskich rzedu 1/d. Innymi slowy, technika sktadania odwzoro-
wan dwuwymiarowych prowadzi wprawdzie do konstruowania wielowymiarowych
krzywych wypelniajacych, lecz sa to krzywe o na ogél gorszych wlasnosciach za-
chowywania bliskosci.

3.5 Podsumowanie

W rozdziale przedstawiono przeglad réznych sposobdéw definiowania wielowymia-
rowych krzywych wypetiajacych. Samopodobna krzywa Fy wypehiajaca kostke
I; mozna traktowaé jako obiekt fraktalny. W zwiazku z tym omdéwiono jedna
z najbardziej popularnych technik definiowania obiektéw fraktalnych, systemy
iterowanych odwzorowan zwezajacych, tzw. IFS, jako narzedzie do generowania
krzywych wypeliajacych. W szczegélnosci, przedstawiono metode konstrukeji
wielowymiarowej krzywej Sierpinskiego za pomoca odpowiedniego ukladu IFS.
Proponowana konstrukcja jest oryginalnym wkladem autorki w dziedzine. Cecha
charakterystyczna proponowanej metody jest bardzo precyzyjny wybér zbioru
poczatkowego, ktéry podlega dalszemu iterowaniu. Zbiér ten sklada sie z punk-
téw stalych dwdch skojarzonych ze soba odwzorowan (zdefiniowanych w kostce
14 oraz na odcinku I1). Wybér ten pozwala na wyznaczanie w skoniczonej liczbie
krokéw dokladnych wartosci atraktora IFS, ktérym jest krzywa wypelniajaca.
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W powyzszym rozdziale wskazano takze na zwiazki odpowiednich systemoéw
iterowanych odwzorowan z ukladami réwnan funkcyjnych definiujacymi te same
krzywe wypelniajace. Wyniki te sa réwniez oryginalnym wktadem autorki.

Na koniec przedyskutowano metode konstruowania wielowymiarowych krzy-
wych wypetiajacych, polegajaca na skltadaniu odwzorowan dwuwymiarowych.
W twierdzeniu 3.4.1 wskazano na staba przydatnosé praktyczna tego typu me-
tod, szczegdlnie w kontekscie wlasnosci zachowywania przez krzywa bliskosci,
w porownaniu do metod bezposredniej konstrukcji wielowymiarowych krzywych,
ktérych przyktadem moga by¢ konstrukcje stosujace uklady iterowanych odwzo-
rowan zwezajacych lub rozwijane w nastepnym rozdziale metody opisu wielowy-
miarowych krzywych w postaci ukladu réwnan funkcyjnych.



Rozdzial 4

Wielowymiarowe krzywe
wypetniajace

W rozdziale tym zaproponowane zostana oryginalne opisy definicyjne wielowy-
miarowych krzywych wypelniajacych kostke I;, podane w postaci odpowiednich
uktadéw réwnan funkeyjnych, ktérych rozwiazaniem jest odwzorowanie w postaci
konkretnej krzywej wypelniajacej. Krzywe te sa nogdlnieniami dwuwymiarowych
krzywych Hilberta, Peano i Sierpinskiego przedstawionych w rozdziale 2.

Wspomniane uktady réwnan funkeyjnych oparte sa bezposrednio na postulo-
wanych wtlasnoéciach geometrycznych poszczegdlnych krzywych. Niektére z tych
wlasnosci sa od dawna znane [111], [137], nie byly one jednak uzywane do de-
finiowania krzywych. Jedynym wyjatkiem jest wspomniana w rozdziale 2 praca
Sierpiniskiego [145], w ktérej rozwazana jest dwuwymiarowa krzywa wypelniajaca,
nazwana potem krzywa Sierpifiskiego.

W kazdym z przypadkéw wyjsciowy uklad réwnan funkeyjnych zostanie prze-
ksztatcony do réwnowaznej postaci, umozliwiajacej jego efektywne rozwiazanie
dzieki odpowiedniej procedurze rekurencyjnej. Procedury te pozwalaja na wy-
znaczenie dokladnych wartosci odwzorowan na zbiorach gestych w I;. Natural-
nie, zbiory te sa rézne dla réznych typéw krzywych. Ponadto odpowiedni zbiér
warto$ci odwzorowania jest za kazdym razem pewnym zbiorem gestym w 1.

7 jednostajnej ciagtosci badanych odwzorowan (spelnienie odpowiednich wa-
runkéw Héldera na zbiorze gestym w 1) wynika mozliwo$é jednoznacznego prze-
dtuzenia kazdego z odwzorowan na caly odcinek Iy.

W rozdziale tym zbadano réwniez podstawowe wlasno$ci zaproponowanych
odwzorowan, w szczegdlnoéci odpowiednie szczegélowe sformutowania warunku
Hoéldera spelnianego przez poszczegdlne krzywe wielowymiarowe.
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4.1 Wielowymiarowa krzywa Hilberta

W przypadku definiowania krzywej Hilberta wypelniajacej wielowymiarowa kos-
tke Iy nalezy raczej méwic o calej rodzinie wielowymiarowych krzywych Hilberta,
ktoérej reprezentanci charakteryzuja sie podobnymi, lecz nie identycznymi, wta-
snoéciami geometrycznymi.

Ogdlna koncepcje definiowania wielowymiarowej krzywej Hilberta, w opar-
ciu o réznego typu kody Graya, przedstawil Gilbert [60]. W tym miejscu na-
lezy odwolaé sie do ogdlnego opisu konstrukcji krzywej wypetniajacej przytoczo-
nego w podrozdziale 1.5 oraz szczegdtéw konstrukeji krzywej Sierpifiskiego z roz-
dzialu 3. Uzycie réznych typéw kodéw Graya do porzadkowania podziatu kostki
wielowymiarowej prowadzi do otrzymania réznych wariantéw wielowymiarowych
krzywych wypelniajacych [60], [59]. W niniejszej pracy ograniczymy sie do po-
rzadku definiowanego przez klasyczny, refleksywny (odbity) binarny kod Graya,
ktérego opis znajduje sie w podrozdziale 3.2.3.

Przedstawimy dalej nowa definicje wielowymiarowej krzywej Hilberta, ktéra
zawiera, ze wzgledu na wlasno$ci symetrii, z ktorych korzystamy, jedynie d+ 1 wie-
lowymiarowych réwnain funkeyjnych. Niech Fiq(t) = (21(t), 22(t), ... ,z4()), t €
[0, 1] oznacza odwzorowanie przeprowadzajace punkty z odcinka w punkty hyper-
kostki I; = [0, 1]x[0, 1] x...x[0, 1]. W szczegdlnym przypadku, gdy wymiar kostki
(d) jest réwny trzy, réwnania definiujace krzywa wypelniajaca maja postac:

a(t) = 21 (81)/2 , 0<t<1/8, (4.1)

$1t 21/2—|-$3(1/4—t)
2o(t) = 1/2 —aq(1/A—1t) , 1/8<t<1/4, (4.2)
$3t I$2(1/4—t)

2q(t) = 916/24—903(1/2—15) . 1/4<t<1/2, (4.3)
T3 1) = 1/2—$2(1/2—t)
$1(t) = $1(1—t)
wa(t) = aa(l—t) , 1/2<t<1. (4.4)
$3(t) =1- $3(1 — t)

Latwo sprawdzi¢, ze Frs(0) = (0,0,0), a Fys(l) = (0,0,1). Wartos¢ od-
wzorowania w punkcie 1/2, czyli Fs(1/2) = (0,1/2,1/2) jest charakterystyczna
dla tej wersji krzywej. Na rysunku 4.1 przedstawiono aproksymacje krzywej Frrs
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Rys. 4.1. Aproksymacja krzywej Hilberta w 3-D
Fig. 4.1. Approximation of the Hilbert space-filling curve in 3-D

powstala przez potaczenie punktéw z kostki odpowiadajacych warto§ciom ar-
gumentéw t = /8% 4+ 3/8% i = 0,...,8% — 1. Srodkiem kostki I3 jest punkt
odpowiadajacy argumentowi ¢ = 3/8.

Istnieje kilka réznych algorytméw generowania wielowymiarowych krzywych
Hilberta. Niektére z nich, stosowane w przetwarzaniu obrazéw [147], [74], doty-
cza nie tyle idealnych krzywych, ile dyskretnych odwzorowan, ktére nie posiadaja
wymaganych wlasnosci (poréwnaj rozdziat 4.5). Ciagla wersje odwzorowania po-
zwala uzyskaé algorytm Butza [24], [25]. Jest to bitowo zorientowany, rekuren-
cyjny algorytm, ktéry ma podobne wlasnoéci jak przedstawiony w niniejszym
podrozdziale algorytm bedacy rozwiazaniem odpowiedniego uktadu réwnan funk-
cyjnych. Podobnie uzyteczne, naturalnie w odpowiedniej implementacji, moga by¢
algorytmy, w ktérych zastosowano IFS [137], [7], [48].
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Tréjwymiarowa krzywa Hilberta, zdefiniowana za pomoca IFS przez Sagana
[137], oraz krzywa generowana przez algorytm Butza [25] sa réznymi wersjami
wielowymiarowej krzywej Hilberta. Réznia, sie one takze od krzywej zdefiniowa-
nej przez uklady réwnan (4.1)-(4.4). Jak widac, juz w przypadku tréjwymiaro-
wym mozna otrzymac niewatpliwie rézne krzywe, choé ich geometria jest bardzo
podobna i we wszystkich stosowany jest ten sam kod Graya do uporzadkowania
wierzcholkdéw kostki 1.

Wielowymiarowa krzywa Hilberta wypetniajaca kostke Iy mozemy zdefinio-
wal jako odwzorowanie Fpq(t) = (z1(t),...,2q4(t)) : I — I spelniajace
nastepujace warunki:

z1(t) = 2q4(29)/2

zo(t) = 21(2'1)/2 . tef0,279, (4.5)
xd(t) = xd_1(2d t)/?
wi(t) = 1/2 + 2q(1/2971 — 1)
zo(t) = 1/2 — 2q(1/2971 — 1)
wa(t) = wo(1/247 — 1), te[1/29,1/247Y], (4.6)

xd(t) = wd_l(‘l/Qd_l — t)

$1(t) = $1(1/2d_k — t)
$2(t) = $2(1/2d_k — t)

$k_1(t) = $k‘_‘1(1/2d_k — t)

ap(t) = 1/2+ 2g(1/297% — 1) |t [1/247FFL 1/24F], (4.7)
Tpa1(t) = 1/2 — 2 (1/297F — 1)

p2(t) = Tppn (1/277F — 1)

xd(t) = wd_l(l/Qd_k — t)

$1(t) = $1(1/2 — t)
$2(t) = $2(1/2 — t)
$d_2(t) = $d_2(1/2—t) ’
vaci (1) = 1/2 4+ zg(1/2 — 1)
va(l) = 1/2 — wg_y(1/2 — 1)

te1/4,1/2], (4.8)
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. te(l/2,1). (4.9)
$d_1(t) = $d_1(1 — t)
xd(t) =1- xd(l — t)

Uklad réwnan (4.5) opisuje rodzaj samopodobienstwa definiowanej krzywe;j.
Ostatni z ukladéw réwnan (4.9) opisuje symetrie krzywej ze wzgledu na zmienna
z4. Pozostale réwnania (4.6)-(4.8) dotycza wewnetrznych symetrii krzywej Fpq.

Z réwnania (4.5) wynika wprost, ze Fp 4(0) = (0, ...,0). Przeksztalcimy
uklad réwnan (4.5)-(4.9) do postaci:

z1(t) = xg(2¢¢
$2(t) = $1(2dt

/2
2 tef0,277, (4.10)
xd(t) = xd_1(2d t)/?

z1(t) = 1/2 4+ 24(1/2971 — 1)
wo(t) = 1/2 — a1(1/2971 — 1)
wa(t) = wo(1/2471 —) | te(1/24,1/2471], (4.11)

e’ N’

xd(t) = wd_l‘(l/Qd_l — t)

$1(t) = $1(1/2d_k — t)
$2(t) = $2(1/2d_k — t)

$k_1(t) = $k‘_‘1(1/2d_k — t)

ap(t) = 1/2+2g(1/207F —1) |t e (1/247FF1 1/24-H], (4.12)
Tpa1(t) = 1/2 = xp(1/237% — 1)

pya(l) = 2 (1/277F = 1)

xd(t) = wd_l(l/Qd_k — t)

$1(t) = $1(1/2 — t)
$2(t) = $2(1/2 — t)
$d_2(t) = $d_2(1/2 — t) ’
vaci (1) = 1/2 4+ 24(1/2 — 1)
va(t) = 1/2 — wg_y(1/2 — 1)

te(1/4,1/2), (4.13)
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, te(1/2,1]. (4.14)
$d_1(t = $d_1(1 — t)
xd(t) =1- xd(l — t)

Twierdzenie 4.1.1 Uktad rownan (4.10)~(4.14), wraz z warunkiem Fq(0) =
(0,...,0), jest rownowazny z uktadem rownan (4.5)~(4.9). Rozwigzaniem uktadu
rownan (4.10)-(4.14) jest krzywa wypetniajgca kostke 1.

Dowdd. Dowdd powyzszego twierdzenia mozna przeprowadzi¢ analogicznie jak
dowody lematéw 2.1, 2.9, 2.12 dotyczacych krzywych dwuwymiarowych. a

Uzycie uktadu réwnan (4.10)—(4.14), wraz z warunkiem Fpq(0) = (0, ...,0),
pozwala na wyznaczenie dokladnych wartosci odwzorowania we wszystkich punk-
tach ¢t = /28, i =0,1,...,2% &k =1,2,... W przypadku dowolnego, natu-
ralnego, skonczonego k, liczba rekurencji potrzebnych przy wyznaczaniu wartodci
Fr4(i/2%) nie przekracza (d+1) k. Skorzystanie z wlasnodci poszczegélnych réw-
nan prowadzi do wyznaczenia dokladnej wartodci Fyq(i/2"?) przy nakladzie ob-
liczen rzedu O(kd). Podobna zlozonos¢ obliczeniowa ma wspomniany wczesniej
algorytm Butza [25].

Dalsze wlasnosci krzywej Hilberta

7 wlasnosci definiujacych wielowymiarowa krzywa Hilberta (4.5)-(4.9) wynika
bezposrednio, ze wartosci funkcji Frq(t) znajduja sie w kostce 14, a w szczegdl-
noéci: dla 0 < t < 1/2% znajduja sie w kostce [0,1/2] x [0,1/2] x ...x [0,1/2]; dla
1/2% <t < 1/2%71 znajduja sie w kostce [1/2,1] x [0,1/2] x ... x [0,1/2]; itd. ...,
a dla (2¢ — 1)/2% <t < 1 naleza do kostki [0,1/2] x ... x [0,1/2] x [1/2,1].

Zauwazmy, ze z (4.5)~(4.9) wynika, iz

Frq(0) = (0,0, ...,0),

Fra(1/2) = (0,0, ...,0,1/2,1/2),

Fra(1/4)=(0,0,...,0,1/2,1/2,0),

itd.,

Fyq(1/2%) = (1/2,1/2,0,0,...,0),

Fra(1) = (0,0, ... ,0,1).

Korzystajac z réwnan (4.5)-(4.9), jesteSmy w stanie okresli¢ pozostale wspél-

)=
)=

rzedne na odcinku, ktére sa odwzorowywane w punkty wierzchotkowe punktéw
wierzchotkowych kostki I;, a w konsekwencji ich kolejnos¢ na krzywej wypelnia-

jacej.
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Przykladowo, dla wymiaru d = 3, wierzchotkowi (1,0, 0) odpowiada argument

t = to, ktéry musi sie znajdowaé w przedziale [1/8,1/4], gdyz tylko wtedy x4 (t) >
1/2 oraz x4(t), z3(t) < 1/2. Stad

v1(to) = 1=1/2+ w5(1/4 = to),
$2(t0) =0= 1/2 - $1(1/4 - to),
$3(t0) =0= $2(1/4 - to)

i dalej stosujac réwnanie (4.5):

$3(2 - 8t0)/2 = 1/2,
$1(2 - 8t0)/2 = 0,

W konsekwencji otrzymujemy:

$1(2 - 8t0) = 0,
$2(2 - 8t0) = 1,
$3(2 - 8t0) =1
oraz z (4.9) otrzymujemy:
$1(8t0 - 1) = 0,
$2(8t0 - 1) = 1,
$3(8t0 - 1) = 0.

7 powyzszych réwnoéci wynika, ze 8tg — 1 € [1/4,1/2], co w konsekwencji
prowadzi do
$1(8t0 - 1) =0= $1(3/2 - 8t0),
$2(8t0 - 1) =1= 1/2 + $3(3/2 - 8t0),
$3(8t0 - 1) =0= 1/2 - $2(3/2 - 8t0)
oraz (przy uzyciu (4.5))

$1(12 - 64t0) = 1,
$2(12 - 64t0) = 1,
$3(12 - 64t0) = 0.

Oznaczmy, dla skrécenia zapisu, t; = 12 — 64¢y. Korzystajac kolejno z réw-
nan (4.8), (4.6) 1 (4.5), otrzymujemy:

$1(8t1 — 2) = 1,
$2(8t1 - 2) = 1,
$3(8t1 — 2) = 0,
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stad wynika, ze {1 = 8t; — 2, czyli t1 = 2/7. Automatycznie z réwnania (4.9) wy-
nika, ze punktowi (1,1, 1) musi odpowiada¢ argument 1—2/7 = 5/7. Korzystajac
z oprzednich wynikéw, mozemy obliczy¢ wartosé ¢ jako (12 — #1)/64 = 41/234
i wyznaczy¢ Frs(1—to) = Fy3(193/234) = (1,0,1), Fys(2—8ty) = Fus(15/28) =
(0,1,1), Fya(8tg — 1) = Frs(13/28) = (0,1,0). W ten sposéb okreslilismy przy-
porzadkowanie wierzchotkom kostki /; odpowiednich punktéw z odcinka ;.

Nalezy zwrocié uwage na fakt, iz punktom wierzcholtkowym kostki I; odpo-
wiadaja pojedyncze wartosci argumentu ¢ € [;, odwzorowanie Fy4(t) jest w tych
punktach wzajemnie jednoznaczne.

Lemat 4.1 Dia kazdego t1,ty < 1/2% oraz a = 1/24, ... ,(2% — 1)/2% zachodzi
[ Fra(ty) = Fra(t2)|| = [[Fra(ty + a) = Fra(tz + a)l]. (4.15)

Dowdd. Dowdd lematu wynika bezposrednio z wlasnosci ukladu réwnan definiu-
jacych odwzorowanie, czyli (4.5)—(4.9). o

Twierdzenie 4.1.2 Wielowymiarowa krzywa Hilberta spetnia warunek Héldera:
| Fra(ty) — Fra(ta)]] < aqlty — 1|9, 11, 1y € I, (4.16)
gdzie ag = 2 (d + 3)'/2.
Dowdéd. Dla dowolnej pary ¢, ty € I istnieje takie catkowite N > 0, ze
9= (V414 < | _p,| < 27N4,

Zauwazmy, ze bez straty ogoélnosci mozemy przyjaé ¢ < to. JeSli N = 0, to
zachodzi || Fa(t1) — Fra(t2)]] < V/d oraz [ty — 2] > 277, co od razu prowadzi do
spelnienia nieréwnosci (4.16), gdyz

[ Frra(ty) — Frra(ta)||/ |t — 12| < 2Vd < 2V/d + 3.

Jezeli N =1, to z lematu 4.1 oraz z réwnania (4.5) wynika, ze
[ Fra(ty) = Fra(t)ll = [|Fra(ty) = Fra(i)l,

gdzie [t — to] = |ty — 12|, przy czym t1, o € [0,279 badz 1, € [0,279, a iy €
[277, 279+, W konsekwencji || Fga(t1) — Fra(t2)|| < 1/2v/d + 3, gdyz w najgor-
szym przypadku Fig(t1) € [0,1/2] % [0,1/2] x ... x [0,1/2], natomiast Fiy4(ts) €
[1/2,1] % [0,1/2] x ... x [0,1/2]. Poniewaz |t; — to| > 2727, czyli [t; — to|/? > 272,
otrzymujemy po podzieleniu ||Fq(t1) — Fra(t2)||/|t1 — t2|1/d — dokladnie war-
tosé statej ay. Jedli N > 1, to postepujemy podobnie, korzystajac uprzednio
z wlasnosci (4.5). o
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Tatwo zauwazyé¢, ze podana w twierdzeniu warto$¢ a4 zalezy od wymiaru
przestrzeni i jest jedynie zgrubnym oszacowaniem najlepszej statej. Na przyklad
dla d = 2 wartos¢ 2(d + 3)1/2 wynosi 20'/2. Jak wykazano w podrozdziale 2.2,
optymalna wartoéé stalej wynosi w tym przypadku 6/2.

Istnieje mozliwo§¢ wyznaczenia optymalnej statej takze dla wymiaru wiek-
szego od d = 2. Ze wzgledu na zlozono§é, pokazemy metode wyznaczania ta-
kiej stalej na przykladzie tréjwymiarowej krzywej Hilberta zdefiniowanej przez
(4.5)-(4.9).

W szezegdlnym przypadku, gdy ¢ = 0 lub t5 = 0, wartoéc statej w nieréwnoséci
Hoéldera mozna jeszcze bardziej ograniczyé. Méowi o tym nastepujacy lemat:

Lemat 4.2 Tréjwymiarowa krzywa Hilberta zdefiniowana przez (4.5)— (4.9) spet-
nia warunek

[Fus(OIF < Gst, 0 <t <1, (4.17)

gdzie &3 = /33231/131 jest najmniejszq wartosciq, dla ktorej zachodzi nieréw-
nosé (4.17).

Dowdd. Dowdd ten ma podobna konstrukcje jak dowdd analogicznego lematu
(por. lemat 2.11 i twierdzenie 2.2.2) w przypadku dwuwymiarowym.
Niech zbiér

T° = {0,41/234,2/7,13/28,15/28,5/7,193/234,1
= { FP_IZIa(Ov070)7F;I:13(17070)7F;I:13(17 170)7FP_I§(07 170)7
Fp5(0,1,1), Fi3(1,1,1), Fi75(1,0,1), F5(0,0,1) }

bedzie zbiorem punktéw na odcinku Iy, ktérym odpowiadaja w transformacji Fiys
wierzchotki kostki jednostkowej 1.

Wartoéci ze zbioru TF = {(to +14)/8%,i = 0,1,...,85 — 1, 15 € T°} beda
punktami weztowymi w k-tej aproksymacji krzywej Hilberta. Zawsze spelniony
jest warunek 7% C T*+1. Ponadto latwo pokazaé, korzystajac z (4.5)-(4.9), ze
punkty Fys(t), przy t € T*, maja wspélrzedne bedace wielokrotnoscia 275,

Wyznaczmy aor = max;eqx || Fra(t)|]/t, t # 0, dla kolejnych wartosci k& =
0,1,2,... Poczawszy od k = 2 otrzymujemy warto$é agy = ap3 = V/33231/131.
Maksimum osiagane jest w punkcie (1,1,1/4) dla argumentu ¢, = 131/448 =
18/64 4 (5/7)/64. Proces indukcji niezupelnej nalezy w tym miejscu uzupelnié
poprzez pokazanie, iz ze spelnienia (4.17) dla t € T* wynika, ze (4.17) zachodzi
takze dla t € 75+, przy czym k= 3,...

Niech t € T*+! oraz niech ¢ < 1/2¢ = 1/8. Wtedy, korzystajac z (4.5) oraz
faktu, iz 8¢ € T*, otrzymujemy ||Fps(t)|| = |[Fus(81)]]/2 < 0,564:1))/3(815)1/3 =
dé/3t1/3, co koniczy dowdd dla t < 1/8.
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Dla pozostalych wartosci argumentu ¢, poza przedzialem [18/64,19/64], spel-
nienie nieréwnosci (4.17) wynika z analizy najgorszego przypadku w odpowied-
nich podprzedzialach. I tak, dla ¢t > 5/8 otrzymujemy max || Fs(t)|| = 3172 stad
[ Fers(t)] P/t < 8/5- /27 < és.

Podobne rozumowanie mozna przeprowadzi¢ w pozostalych przypadkach, do-
tyczacych nie sprawdzonych do tej pory wartosci argumentu ¢, przy czym po-
dzialu odcinka jednostkowego wystarczy dokonaé z dokladnoscia do, co najwyzej,
1/64.

Przy t € [18/64,19/64] mamy max || Fys(t)|| = ||(1,1,1/4)||, stad nieréwnosé
(4.17) jest spelniona dla ¢ € [t,,19/64].

Pozostala cze$¢ dowodu wynika z faktu, ze w odpowiednich przedzialach [, —
5/7-2_3(5_1),tg —5/7-27%%], 5= 3.4, ..., k+2, minimalna warto$¢ t € TF+1 jest
réwna tg, =t,—5/7-8~ =1, Ponadto przy t € [t, —5/7-27306=1 1, —5/7-27%]
zachodzi

[[Frs(t)])? < max[1+ 1/16 4+ (1 —27%)2, 24 (1/4 — 275)2] = 24 (1/4 — 27%)%,
stad otrzymujemy dla s > 4 i przy zalozeniu, ze k > 2, iz
max || Frs()]|?/t < [2+ (1/4 = 272?22 )1, < 7-33%2/131 = a5.  (4.18)

Przedzial [t, —5/7-27302) ¢ ] nie zawiera zadnego punktu nalezacego do T*+!,
dlatego mozemy go pominaé. W przypadku s = 3 mamy ¢, — 5/7-872 = 18/64.
Przedzial [18/64,t, — 5/7 - 873] = [144/512,149/512] trzeba podzieli¢ na dwa
podprzedzialy: [18/64,18/64 +87°] = [144/512,145/512] oraz 145/512,149/512].
W przedziale [18/64, 145/512] zachodzi max || Fy3(t)||>-64/18 < 64/18-(2(7/8)*+
(1/8)%)%/% < @s. Jedli s = 3, to t,, = 145/5121 nadal max || F3(t)||> < [24(1/4—
279)23/2. Gdy t € [145/512,149/512], wtedy otrzymujemy

(24 (1/4 - 277"

tST)’L

max| | Fis(0)| /1 <

= @3, (4.19)

co koniczy dowéd poprzez indukcje. Poniewaz T* (k=2,3,...) jest zbiorem ge-
stym w [0,1], a Fpys(t) jest odwzorowaniem ciaglym, wlasnos¢ (4.17) mozemy
wiec przedtuzyé na caly odcinek Iy. a

Twierdzenie 4.1.3 Tréjwymiarowa krzywa Hilberta, zdefiniowana przez uktad
rownan (4.1)-(4.4), spetnia nierownosé Héldera:

[[Frra(ty) — Fuas(ta)|] < as |tz — t1|1/37 t1, ty € Iy, (4.20)
gdzie o3 = /2 - 1512/79.
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Dowdd. Dowdd twierdzenia mozna przeprowadzi¢ w analogiczny sposéb jak do-
wod lematu 4.2. a

Schemat dowodowy, dotyczacy wyznaczania najlepszej statej w warunku Hol-
dera, mozna zastosowal takie w przypadku wymiaru d > 3. Jednakze liczba
szczegdlnych przypadkéw, ktora nalezy uwzglednié, rosnie wykladniczo wraz ze
wzrostem wymiaru krzywej.

W pracy Butza [24] podano inne oszacowanie stalej w warunku Hoéldera. Mimo
ze odnosi sie ono do nieco innego wariantu wielowymiarowej krzywej Hilberta,
to, ze wzgledu na wlasnoéci, z ktérych korzystamy w dowodzie, moze byé zasto-
sowane rowniez w odniesieniu do pozostalych typow wielowymiarowej krzywej
Hilberta. Jezeli d = 3, to wartos$¢ stalej wyznaczona na podstawie twierdzenia
4.1.2 wynosi 117, 57Y/3, odpowiednia wartosé wynikajaca z oszacowania Butza jest
réwna 116,19'/3, natomiast optymalna warto$¢ stalej wyznaczona na podstawie
twierdzenia 4.1.3 wynosi nieco mniej niz 27, 0671/3.

4.2 Wielowymiarowe krzywe Sierpinskiego

Opis dwuwymiarowe]j krzywej Sierpinskiego w postaci ukltadu réwnan (3.2) jest
§cisle zwiazany z metoda generowania krzywych z uzyciem iterowanych odwzoro-
wail zwezajacych (IFS) (por. rozdzial 3). Na podstawie kazdej z par réwnan (3.2)
mozna podac¢ wprost pare odwzorowan: odcinka jednostkowego I i jednostkowe;j
kostki I5, odpowiednio, w Iy oraz I5.

Uogdlnianie dwuwymiarowej krzywej Sierpiniskiego na przypadek wielowymia-
rowy wymaga odpowiedzi na szereg pytan wiazacych sie z wyborem postulowa-
nych wtasnosci konstruowanej krzywej. Oczywiscie, nalezy dalej zweryfikowad,
czy w ogodle istnieje wielowymiarowa krzywa wypetniajaca, ktéra spelnia postu-
lowane warunki. W przypadku dwuwymiarowym, kwadrat I, podzielony jest na
dwa elementarne tréjkaty i krzywa wypetniajaca Iy faktycznie kolejno wypet-
nia najpierw jeden, a potem, symetrycznie, drugi tréjkat. Na pytanie, co ma
by¢ odpowiednikiem tréjkata w przypadku kostki I, trudno jest odpowiedzieé
wprost. Jak zobaczymy dalej, sposéb podziatu kostki I; na dwie czeSci, ktére
mozna pokry¢ samopodobnymi kopiami, zostanie zdefiniowany posrednio, jako
efekt dziatania odwzorowania bedacego odpowiednia krzywa wypelniajaca.

Opis zlozony z 2¢ + 1 transformacji odwzorowujacych cala kostke I; na odpo-
wiednia podkostke lub jej czesé¢ (tréjkatna w przypadku dwuwymiarowym) mozna
zastapi¢ d+ 2 uktadami réwnan funkeyjnych, w ktérych korzystamy z wybranych
wlasnoSci geometrycznych konstruowanej krzywej. Porzadek, w ktérym krzywa
wypelniajaca przechodzi przez poszczegdlne podkostki o boku 1/2, zostanie dalej
zdefiniowany z uzyciem odpowiednich kodéw Graya.
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Wielowymiarowa krzywa Sierpifiskiego, dla wymiaru d bedacego liczba parzy-
sta, mozemy zdefiniowaé jako odwzorowanie Fgq(t) = (21(t), ... ,2q4(t)) : 1 —
1 spelniajace nastepujace warunki:

er(t) = 1/2 = ey (2]t + e/22) /2,
ealt) = 1/2 = 2220 [t 4 c/22)) /2,

= (4.21)
ra(t) = 1/2 = 227 [t + ca/2°1)) /2,
i€ [O,bd/de],
w1(t) = 1/2 — 21 (29t 4 ¢4/2% - 1])/2,
2o(t) = 1/2 — 29(29[t + cq/2% — 1])/2,
(4.22)
za(t) = 1/2 — 2g(2¢[t + cg/2% — 1])/2,
tel—ecq/2% 1],
z1(t) = 1/2 4 21 (1 — 29t — by/2%7))/2,
wo(t) = 1/2 — a9(1 — 279t — by/2%4])/2,
(4.23)
z(t) = 1/2 — aq(1 = 29[t — by/2%9])/2,
t € [bg/2%, 1], t; = bg27% 4279,
$1(t) = $1(2t1 — t),
9 t) =1- $2(2t1 — t),
$3(t = $3(2t1 — t), (424)
xd(t) = xd(2t1 — t),
t €[ty ta], to =t +2791,
$1(t) = $1(2td_1 — t),
$2(t) = $2(2td_1 — t),
o (4.25)

xd(t) =1- wd(Qtd—l — t),
t e [td—latd]a tg =141+ 1/2 =1- Cd2_2d.

Jesli w ktéryms$ z powyzszych wyrazen warto§é argumentu jest mniejsza od
zera, to nalezy przyja¢ z;(t) = x;(t+1)dlat < 0,i=1,2,...,d, gdy natomiast
t > 1, przyjmujemy z;(t) = z;(t — 1), i = 1,2, ... ,d. W powyzszych ukladach
réwnan cq jest stala zalezna od wymiaru. Stala ta okresla wzgledne polozenie
(1,1,1,...,1) w ciagu binarnych, d-elementowych kodéw Graya [59], natomiast
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bg/2% =1 — ¢q/2%. Latwo sprawdzié, ze dla d = 2 zachodzi ¢q/27 = bg/2% = 1/2
oraz w ogélnym przypadku cop, = 2/3-(1—-272)22%  cop | = c91/2, k= 1,2,. ..
7 ukladu réwnan (4.21)—(4.25) wynika, ze Fsq(cq/2%) = (1, ...,1), a w kon-
sekwencji Fgq(0) = (0, ...,0) oraz Fsq(1) = (0, ...,0).
Przeksztalcimy uklad réwnan (4.21)—(4.25) do postaci:

er(t) = 1/2 = 2124t + eg/22)) /2,
ealt) = 1/2 = 2227 [t + ¢/227) /2,

(4.26)
ra(t) = 1/2 = 222 [t + ca/229) /2,
i€ [O,bd/de],
w1(t) = 1/2 — 21 (29t 4 ¢4/2% - 1])/2,
2o(t) = 1/2 — 29(29[t + ¢q/2% — 1])/2,
(4.27)
zq(t) = 1/2 — 2q(2¢[t + cg/2% — 1])/2,
tel—eq/2% 1],
z1(t) = 1/2 + 21 (1 — 29t — by/227))/2,
2o(t) = 1/2 — a9(1 — 27t — by/2%4])/2,
(4.28)
z(t) = 1/2 — aq(1 = 29[t — by/2%9])/2,
t € (bg/22% 1], ty = bg27% 4279,
$1(t) = $1(2t1 — t),
$2(t) =1- $2(2t1 — t),
$3(t = $3(2t1 — t), (429)
xd(t) = xd(2t1 — t),
t € (t,ta], ty =1 +1/2971,
$1(t) = $1(2td_1 — t),
$2(t) = $2(2td_1 — t),
o (4.30)

xd(t) =1- wd(Qtd—l — t),
t e (td—latd)a tg =141+ 1/2 =1- Cd2_2d.

Jesli d jest liczba nieparzysta, to uklad réwnan (4.21)-(4.25) jest sprzeczny.
Jak tatwo sprawdzié, nie ma na przyktad jednoznacznego rozwiazania ukladu
réwnai (4.21)—(4.25) dla t = ¢4/2%. Oznacza to, ze gdy wymiar d jest liczba nie-
parzysta, nie mozna w postaci ukladu réwnan (4.21)-(4.25) zdefiniowa¢ krzywej
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wypetniajacej, a jedynie odwzorowanie nieciagte w przeliczalnej liczbie punktéw
z odcinka 1.

Podstawienie réwnan (4.21), (4.22) i (4.23) do pozostalych d — 1 réwnan
(4.24)—(4.25) prowadzi do otrzymania 2¢ — 2 nowych ukladéw réwnaii postaci:

vi(t) = 1/2 = (1/2 = Bu) - 21(2°(t = m)),
wa(t) = 1/2 = (1/2 = Ba) - 22(27(t = my)),

; 4.31
valt) = 1/2 = (1/2 = Ba) - 2a(2%(t — my)), (4:31)
m; = by 9—2d + (l — 1) Q_d, t e [ml,mH_l],
[=2,4,...,27-2
oraz
z1(t) = 1/2 = (1/2 = Bu) - 21 (2%(my — 1)),
o(t) = 1/2 = (1/2 = Bar) - @2(2%(my — 1)),
4.32
vall) = 1/2 = (1/2 = Br) - 2a(2(my — 1)), (4.82)
mp = bd 2_2d + ZQ_dvt € [ml—lvml]v
[=3,5,...,29—1,
gdzie f; = 0 lub 1 oraz (B, fai, - -, Ba) = g4, jest [-tym elementem ciagu

kodéw Graya, odpowiadajacym [-temu wierzcholtkowi kostki I; (por. rozdzial
3.2.2).

Przypomnijmy, ze z (4.21)—(4.25) wynika: Fsq(cq/2%) = (1,1,...,1) oraz
Fsq(0) = Fsq(1) = (0,0, ...,0). Korzystajac z wlasnosci (4.21)—(4.25), jesteSmy
w stanie okresli¢ pozostale wspéhrzedne na odcinku, ktére sa odwzorowywane
w punkty wierzcholkowe punktéw wierzcholkowych kostki I;, a w konsekwencji
kolejnoéé wierzchotkéw na krzywej wypetniajacej. W przypadku dowolnego, pa-

rzystego d, argument ¢ = to, ktéry odpowiada wierzchotkowi (1,0, ... ,0,0), musi
znajdowaé sie w przedziale [bg 2724, 277 4-b, 272)]. Tylko wtedy bowiem zachodzi
z1(to) > 1/2 oraz z3(to), ... ,z4(to) < 1/2. Stad, korzystajac z (4.23) lub (4.28)
otrzymujemy

z1(to) = 1= 1/2 + 21 (1 4 byg/2% — 2%14)/2,

2o(tg) = 0 = 1/2 — 291 + bg/2% — 2914)/2,

23(to) = 0= 1/2 — a3(1 + by/2% — 2915)/2,

za(to) =0=1/2 - xd(l + bg/2¢ — 219) /2.

7. powyiszego wynika, ze x;(1 4 bg/2¢ — 2%) = 1 dlai = 1,2, ... ,d. W konse-
kwencji mamy 1+ bg/2% — 2%y = ¢4/2% i tg = 2042727,
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W analogiczny sposéb mozemy okreslic wspélrzedne na odcinku Iy, odpowia-
dajace dalszym wierzchotkom kostki I;. W ten sposéb otrzymamy

ga: = Fsa(i27%) dla i=0,2,4,...,2¢ -2,

gai = Fsa((i —1)274 4+ 5,272+ dla i=1,3,...,29 1.

Korzystajac ze znanego schematu geometrycznej konstrukeji krzywej wypelnia-
jacej, mozemy teraz wykazaé, ze odwzorowanie Fgy jest d—wymiarowa krzywa
wypelniajaca.

Twierdzenie 4.2.1 Zatozmy, Ze d jest liczbg parzystq. Uktad réwnan funkeys-
nych (4.26)~(4.30), uzupetniony o warunek Fsy(cq/2%) = (1,1, ...,1), jest row-
nowazny z rownaniami (4.21)~(4.25). Rozwigzaniem uktadu rownan (4.26)~(4.30),
wraz z warunkiem Fsq(cq/2%) = (1,1, ..., 1) jest krzywa wypetniajgea kostke 1.

Dowdd. Dowdd powyzszego twierdzenia mozna przeprowadzi¢ analogicznie jak
dowody lematéw 2.1, 2.9, 2.12 dotyczacych krzywych dwuwymiarowych. a

Uzycie réwnan (4.26)—(4.30), wraz z warunkiem Fsq(cq/2%) = (1,1, ...,1),
pozwala na wyznaczenie dokladnych wartoSci odwzorowania Fsy we wszystkich
punktach ¢ = /2%, ¢ =0,1,...,2", k= 1,2,... W przypadku dowolnego,
naturalnego, skoficzonego k, liczba rekurencji potrzebnych przy wyznaczaniu od-
powiednich wartosci Fsq nie przekracza (d + 1) (k + 1). Ponadto zbiér wartosci
Fsq(i/2%), @ = 0,1,...,2% k = 1,2,... jest zbiorem wszystkich punk-
tow z Iz, ktérych wspohrzedne maja skoficzone dwéjkowe rozwiniecia. Podobnie
jak w przypadku uprzednio analizowanej wielowymiarowej krzywej Hilberta, sko-
rzystanie z wlasnosci poszczegdlnych réwnan umozliwia wyznaczenie dokladnej
wartosci Fsq(i/2%¢) przy nakladzie obliczei rzedu O(k d) [161].

Zaproponujemy teraz inna wersje wielowymiarowej krzywej Sierpinskiego. Dla
odréznienia od poprzedniej krzywej, bedziemy ja dalej oznaczaé przez Fyzq. W ce-
lu uproszczenia zapisu, oznaczenia poszczegdlnych wspélrzednych (z1, ..., 24)
pozostana bez zmiany (bez dodatkowego indeksu wskazujacego, ktérego odwzo-
rowania dotycza).

Krzywa Farq jest rozwiazaniem zmodyfikowanego uktadu réwnan funkceyj-
nych (4.21)-(4.25). Modyfikacja ta ma na celu zachowanie ciagloéci transformacji
odcinka jednostkowego na kostke wielowymiarowa I, niezaleznie od tego, czy d
jest liczba parzysta, czy tez nie. Zastapienie réwnan (4.23) przez

zi(t) = 1/2 + 21 (2%t — bg/2%4))/2,

xo(t) = 1/2 — a9 (2%t — by/2%4))/2,
(4.33)

za(t) = 1/2 — 2q (2%t — bg/2%))/2,

bg27% <t <ty =bg272 4 274
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Rys. 4.2. Kolejne aproksymacje zmodyfikowanej krzywej Sierpinskiego w 2-D
Fig. 4.2. Approximations of the modified Sierpinski space-filling curve in 2-D

prowadzi do powstania nowej krzywej wypetniajacej. W tym przypadku uklad
réwnan (4.21), (4.22), (4.33), (4.24)—(4.25) ma rozwiazanie dla dowolnego wy-
miaru przestrzeni d > 2. Jednakze, gdy d = 2, otrzymujemy krzywa wypelnia-
jaca, ktora nie jest klasyczna krzywa Sierpinskiego (por. rysunek (4.2)), a jedynie
krzywa podobna do niej.

Podstawienie réwnan (4.21), (4.22) oraz (4.33) do pozostalego ukladu réwnan
(4.24)—(4.25) prowadzi do otrzymania 2¢ — 2 przeksztalcef postaci:

w(t) = 1/2 = (1/2 = Bu) 21 (2t — my)),
wa(t) = 1/2 = (1/2 = Ba) 22(27(t — 1)),

B 4.34
ralt) = 1/2 = (12 = B a2 (t = ), 3y
m; = by 2-2d + (l — 1) Q_d, t e [ml,mH_l],
[=2,...,2¢4-1,
gdzie By = 0 lub 1 oraz (B, Bay -+, Bat) = 44, jest [~tym elementem ciagu

kodéw Graya odpowiadajacym [-temu wierzcholtkowi kostki I;.

Uklady réwnan (4.34) wraz réwnaniami (4.21), (4.22) i (4.33) tworza réwno-
wazny opis krzywej Farq(t) = (21(t), z2(t), ..., 24(1), dla ktérego mozna wskazac
odpowiedni, réwnowazny zestaw II'S (por. (3.4) z rozdziatu 3), ktérego atrakto-
rem jest zdefiniowana w podrozdziale 3.2.2 krzywa F;. W pracy autorki [161]
zamieszczono implementacje algorytmu generowania wartosci Fasq o zlozonoéci
obliczeniowej O(d).

4.3 Wielowymiarowa krzywa Peano

G.Peano nie poprzestal na podaniu opisu krzywej dwuwymiarowej wypelniajacej
kwadrat jednostkowy, ale sformulowal réwniez sposéb konstrukeji krzywej tréj-
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wymiarowej wypelniajacej kostke 3-D [121], [137]. W odwzorowaniu podanym
przez Peano zastosowano tréjkowe rozwiniecia liczb, trudne do bezposredniego
uogdlnienia. Geometryczna konstrukcje dwuwymiarowej krzywej Peano sformu-
towal w 1900 roku Moore [111]. Konstrukcje te w roku 1980 uogdlnil na przy-
padek wielowymiarowy Milne [110]. W pracy tej wskazano optymalna wartoéé
wyktadnika w odpowiednim warunku Héldera charakteryzujacym dana krzywa
wypelniajaca. Krzywa zdefiniowana przez Milne’a jest jedna z pierwszych (poza
pracami Butza [23], [24]) w pelni formalnych konstrukcji wielowymiarowe] krzy-
wej wypelniajacej, ktéra spelnia warunek Hoéldera z wykladnikiem 1/d, gdzie d
jak zwykle oznacza wymiar wypelnianej kostki. Konstrukcja Milne’a jest trudna
do bezposredniego przeksztalcenia w efektywny algorytm obliczeniowy. Dalej za-
proponujemy opis definiujacy za pomoca ukltadu réwnan funkcyjnych, te sama
(z doktadnoscia do kolejnosci zmiennych) wielowymiarowa krzywa Peano, ktorej
geometryczna konstrukcje podal Milne [110]. Definicja wielowymiarowe]j krzywej
Peano, zaproponowana przez autorke, jest kontynuacja schematu przedstawio-
nego w rozdziale po$wieconym krzywym dwuwymiarowym.

Niech FE(t) = (x1(t),v2(t), ... ,24(t)), t € I oznacza ciagle odwzorowanie
przeprowadzajace punkty z odcinka [y w punkty d—wymiarowej kostki /.

Do opisania odwzorowania F]%(t) t € Iy wystarczy d + 1 wielowymiarowych
réwnai funkcyjnych. W przypadku tréjwymiarowym (d = 3) maja one postac:

z1(t) = 21(27t)/3
xo(t) = x9(27t)/3 , t€[0,1/27], (4.35)
x3(t) = 23(27t)/3

(t

2o(t) = 1/3 — ay(t — 1/27) , ¢ €[1/27,1/9], (4.36)
3(t) = 1/3 — w5t — 1/27)

zq1(t) =1 —a1(t—1/9)
o) = 1/3 4+ wa(t — 1/9) , t€[1/9,1/3], (4.37)
$3(t) = 1/3 - $3(t - 1/9)

() =1—a1(t —1/3)
zo(t)=1—a9(t—1/3) , te[1/3,1]. (4.38)
x3(t) = 1/3 4 z3(t — 1/3)

W ogélnym przypadku, zestaw réwnan definiujacych d-wymiarowa krzywa
Peano mozna otrzymaé poprzez odpowiednie rozszerzenie ukladu réwnan de-
finiujacego krzywa (d — 1)-wymiarowa. Przedstawimy tu jedynie nieformalny
opis tego typu przeksztalcenia. We wszystkich réwnaniach odpowiednie warto-
$ci wspélezynnikéw réwne 37% &k =1,2, ... ,d — 1 zastepowane sa przez wartosci
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podzielone przez 3, czyli przez 37%~1. Réwnania dotyczace pierwszych d—1 zmien-
nych pozostaja bez zmian. Dodatkowe réwnania, dotyczace zmiennej z4(t), maja
w kazdym przypadku postaé x4(t) = 1/3 — x4(t — 3791y ¢ ¢ [37dHi—1 3=d+i],
gdzie i = 1,2,...d—1. W ostatnim (d+ 1) wielowymiarowym réwnaniu, odnosza-
cym sie do przedzialu t € [1/3,1],mamy z;(t) = 1—2;(t—1/3), j =1,2,...,d—1
oraz z4(t) = 1/3 + z4(t — 1/3). W ten sposéb otrzymujemy nastepujacy uklad
réwnai funkeyjnych, ktérego rozwiazaniem jest wielowymiarowa (d-wymiarowa)
krzywa Peano:

z1(t) = 21(3%1)/3
zo(t) = 2(371)/3 . tel0,379), (4.39)

0 :'2;(3%) /3

21(t) = 1/3 4 a1 (t — 1/3%)
zo(t) = 1/3 — wa(t — 1/39) ., te1/3d,1/34-1), (4.40)

zq(t) =1/3 - zq(t —1/3%)
z1(t) =1 —ay(t — 1/3%71)

xg(lt) 1/3 4 2ot — 1/34°1)
wa(t) = 1/3 —a3(t — 1/3Y) | te[1/3%71,1/342, (4.41)

zq(t) =1/3 . zq(t—1/3971)

() =1—a1(t —1/9)
zo(t) =1 —ao(t—1/9)
, te[1/9,1/3], (4.42)
rg—1(t) =1/3 4+ 24-1(t — 1/9)
zq(t) =1/3 —2q(t —1/9)

() =1—2a1(t—1/3)
zo(t) =1 —a9(t—1/3)

. . te(1/3.1]. (4.43)
$d_1(t) =1- $d_1(t - 1/3)
xd(t) = 1/3 + xd(t — 1/3)
Z réwnania (4.39) wynika wprost, ze Fpq(0) = (0,...,0). Przeksztalcimy

uklad réwnan (4.39)-(4.43) do postaci:



4.3. Wielowymiarowa krzywa Peano 99

1(1) = a1(371)/3
za(t) = 22(37)/3 . 10,377, (4.44)
va(l) = 2a(311)/3

w1(t) = 1/3 + a1 (t — 1/3%)
wo(t) = 1/3 — ay(t — 1/3%) . te[1/37,1/3471), (4.45)
za(t) = 1/3 — aq(t — 1/3%)

zi(t) =1 —ay(t—1/3%1)
xo(t) = 1/3 + ao(t — 1/3%°1)
wa(t) = 1/3 —a3(t — 1/397Y) | t e [1/3971,1/392), (4.46)
zq(t) = 1/3 — xq(t — 1/3%71)

() =1—21(t—1/9)
zo(t) =1 —a9(t—1/9)
, te[1/9,1/3), (4.47)
rg_1(t) =1/3+ z4-1(t — 1/9)
zq(t) =1/3 —aq(t —1/9)

() =1—2a1(t—1/3)
zo(t) =1 —a9(t—1/3)
. te(1/3.1]. (4.48)
xd_l(t) =1- xd_l(t — 1/3)
zq(t) =1/3 4 24(t —1/3)

Twierdzenie 4.3.1 Uktad rownan funkcyjnych (4.44)-(4.48), wraz z warunkiem
Fpq(0) = (0, ...,0), jest rownowazny z uktadem rownan (4.39)~(4.43). Rozwig-
zaniem uktadu rownan (4.44)-(4.48), wraz z warunkiem Fpqy(0) = (0, ... ,0), jest
krzywa wypetniajgea kostke 1.

Dowdd. Dowdd powyzszego twierdzenia mozna przeprowadzi¢ analogicznie jak
dowody lematéw 2.1, 2.9, 2.12 dotyczacych krzywych dwuwymiarowych. a

Uzycie ukladu réwnan (4.44)-(4.48), wraz z warunkiem Fpy(0) = (0, ...,0),
pozwala na wyznaczenie dokladnych wartoéci odwzorowania Fpy we wszystkich
punktach t =4/3%, i=0,1,...,3* k=1,2,... W przypadku dowolnego, na-
turalnego, skoficzonego k, liczba rekurencji potrzebna przy wyznaczaniu wartosci
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Fpy(i/3%) nie przekracza (d+1) k. Podobnie jak w przypadku uprzednio omawia-
nych krzywych Hilberta i Sierpiniskiego, skorzystanie z wlasnoéci poszczegdlnych
rownan umozliwia wyznaczenie dokladnej wartosci de(i/3kd) przy naktadzie ob-
liczen rzedu O(k d). Implementacje algorytmu wyznaczania wartosci Fpy podano
w pracy autorki [161].

Dalsze wlasnoséci krzywej Peano

Z uktadu réwnan (4.39)-(4.43) wynika bezposrednio, ze wartosci funkeji Fpy(t)
znajduja sie w kostce I, a w szczegdlnosci: dla ¢ < 1/3% znajduja sie w kostce
[0,1/3] x [0,1/3] x ... x [0,1/3]; dla 1/3% < ¢ < 2/3% znajduja sie w kostce
[1/3,2/3] % [0,1/3] x ... x [0,1/3];itd. ..., a dla (3% — 1)/3% < ¢ < 1 znajduja sie
w kostce [2/3,1] x ... x [2/3,1].

W szczegdlnosel, z réwnan (4.39)—(4.43) wynika, ze

z1(t), xo(t), ... xq(t) < 1/3 & t€1[0,1/39
z1(t) > 1/3, 2o(t), ... ,2q(t) < 1/3 & tc[1/3%,1/377Y
2o(t) > 1/3, x3(t), ..., 2q(t) < 1/3 & te[1/34711/37 (4.49)
zg_1(t) > 1/3, zq(t) < 1/3 @ t€[1/9,1/3]
zq(t) > 1/3 & te[1/3,1]

Korzystajac z powyzszych wlasnoSci, jesteSmy w stanie wyznaczy¢ wartosci
wspélrzednych na odcinku, ktére sa odwzorowywane w punkty wierzcholtkowe
odpowiadajace wszystkim punktom wierzchotkowym kostki I; i w zwiazku z tym
ustali¢ ich porzadek na krzywej wypelniajacej. Jest to porzadek typu leksyko-

graficznego, co oznacza, ze wierzchotek (...,0,a,b,¢, ..., ) zawsze poprzedza
wierzcholek (..., 1,a,b,¢c,...,2).
W szczegdlnosci, wierzcholek (1,0,0, ... ,0) odpowiada na odcinku punktowi

to = 2/(3%1 = 1), czyli Fpa(to) = (1,0,0,...,0). Z warunkéw (4.49) wynika, ze
top < 1/3%=1. W konsekwencji otrzymujemy:

$1(t0 - 2/3d) = 1/3,
$2(t0 — 2/3d) = 0,
zq(to —2/3%) =0
i dalej

$1(3d(t0 - 2/3d))

17
2(3%(t0 - 2/3%)) = 0,

za(3%(to - '2'/3d)) =0.
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Stad wynika, 7e tg = 3%(to—2/3%), co w konsekwencji daje to = 2/(3%—1). Nalezy
zwrocié uwage na fakt, iz w punktach wierzchotkowych kostki I; odwzorowanie
Fpy(t) jest wzajemnie jednoznaczne.

W ogdélnym przypadku mozna podaé nastepujacy iteracyjny algorytm wyzna-
czania argumentu ¢ € I; odpowiadajacego wierzchotkom kostki Iy w odwzorowa-
niu Fpy.

Lemat 4.3 Niech ty_1 bedzie argumentem odpowiadajgeym pewnemu wierzchot-

kowi (e1, €z, ... ,eq-1), €; € {0,1} kostki I;_1 w odwzorowaniu Fpy_1, wtedy
_ d—1_
ch}(el,@z, ...,ed_l,O)Itd %, (4 50)
— d—l_ .
ch}(el,@z, ,€d_1,1)2 1—(1—td) %

Dowdd. Dowdd powyzszego lematu tatwo przeprowadzié poprzez indukcje. O
Bezposrednio z ukladu réwnan (4.39)-(4.43) wynika nastepujaca wlasnosé
krzywej Peano:

Lemat 4.4 Dia kazdego t1,ty < 1/3% oraz a = 1/3%, ... ,(3% — 1)/3% zachodzi
1Fpa(t) = Fralto)l] = |[Fra(t + a) - Fratz + @)l (451)
Pokazemy dalej, ze krzywa Peano jest symetryczna, a mianowicie:
Lemat 4.5 Dla kazdego t € I zachodzi
() +z(l-t)=1, i=1,2,...,d. (4.52)

Dowéd. Dowdd jest analogiczny jak w przypadku dwuwymiarowym (por. dowéd
lematu 2.16). o

7 lematu 4.5 wynika nastepna wlasnos§é Fp,, sformulowana w kolejnym lema-
cie.

Lemat 4.6 Dia kaidego t € Iy oraz dla kaidego s = 1/3%,2/3%, ... 1 takiego, ze
s,t € [(1—=1)/3%1/3Y, 1 =1,2,...,39 spetniona jest rownosé:

|zi(s) — zi(t)| = zi(|s—1]), i =1,2,...,d. (4.53)

Dowéd. Dowdd jest podobny jak w przypadku dwuwymiarowym (por. dowéd
lematu 2.17). o

Milne [110] pokazal, ze wielowymiarowa krzywa Peano spelnia warunek Hol-
dera (nazywany w pracy warunkiem Lipschitza):
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Twierdzenie 4.3.2 Dla kazdego t1,t5 € Iy zachodzi
|1 Fp(ty) — Fp(ta)]| < aglta — ta 7, (4.54)
gdzie ag = 3v/d + 3.

Dowdéd. Dowéd twierdzenia podany w pracy [110] bazuje na geometrycznej kon-
strukcji krzywej Peano. Dowéd ten mozna takze przeprowadzi¢ analogicznie jak
dowdd twierdzenia 4.1.2 dotyczacego krzywej Hilberta. a

Inne oszacowanie stalej w nieréwnosci Hoéldera podano w pracy [23]. Latwo
zauwazycC, ze podana w twierdzeniu warto$¢ ay jest jedynie zgrubnym oszacowa-
niem najlepszej stalej. Na przyklad, dla d = 2 warto$é ta wynosi v/45. Jak wy-
kazano w rozdziale 2.3, optymalna, niepoprawialna wartos$¢ stalej, jaka mozemy
wpisa¢ w nieréwnosci (4.54) wynosi, w przypadku d = 2, jedynie V8. Istnieje
mozliwo$¢ wyznaczenia optymalnej statej takze dla wymiaru wiekszego od d = 2.
Jednakze uogdlnienie metody, zastosowanej w rozdziale 2 w odniesieniu do krzy-
wej dwuwymiarowej, wymaga odrebnego wyznaczania stalej dla kazdej wartoéci
d i jest zadaniem wymagajacym ogromnych naktadéw obliczeniowych nawet dla
nieduzych wartosci d.

4.4 Transformacje quasi-odwrotne do krzywej
wypelniajacej

Przypomnijmy, ze omawiane tu krzywe wypeltniajace, oznaczmy taka krzywa ogdl-
nie przez F, sa ciaglymi krzywymi, ktére przechodza przez wszystkie punkty jed-
nostkowej wielowymiarowej kostki I;. Krzywa wypelniajaca F: Iy — I; jest
clagtym odwzorowaniem odcinka [; w kostke d—wymiarowa.

Wiemy réwniez, ze odwzorowanie w postaci krzywej wypelniajacej nie jest,
bo nie moze byé, odwzorowaniem réznowartoéciowym. Przeciwobraz dowolnego
punktu z I; wzgledem krzywej wypelniajacej F~1(z), = € I; moze zawieraé
wiecej niz jeden element, przy czym F~l(z)={t: F(t)==z,t € L1}.

Chociaz odwzorowanie F nie jest wzajemnie jednoznaczne, to jednak tatwo
mozna zdefiniowaé odwzorowanie quasi-odwrotne wzgledem F, oznaczmy je ¥,
jako transformacje z I; w odcinek Iy, [124], [158], taka ze ¥(z) € F~Y(2), = € I,
przy czym oczywiscie F(¥(z)) = x.

W efekcie dziatania transformacji ¥ dane wielowymiarowe pochodzace z kostki
I stajasie danymi jednowymiarowymi, ktdre znacznie latwiej mozna przetwarzaé
i kompresowad, nie tracac przy tym, jak zobaczymy w dalszych rozdzialach niniej-
szej monografii, istotnych informacji przestrzennych i statystycznych zawartych
w danych wielowymiarowych.
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Kazda z wielowymiarowych krzywych wypetiajacych zdefiniowanych w po-
przednich podrozdziatach opisana jest za pomoca odpowiedniego uktadu réwnan
funkcyjnych. Z uktadéw tych réwnai mozna wyznaczy¢ (z dowolna doktadno-
$cia) wartos¢ F(t) dla dowolnego t € I, gdyz wszystkie omawiane krzywe sa nie
tylko ciagte, ale réwniez jednostajnie ciagte. Korzystajac z tych samych uktadéw
réwnati, mozna wyznaczy¢ takze wartosci F'=1(z).

Dalej pokazemy, jak wybraé przeksztalcenie ukladu réwnan funkcyjnych de-
fininjacych dana krzywa, aby uzyskaé¢ postaé pozwalajaca efektywnie wyzna-
czal wartosci pewnego odwzorowania ¥. Szczegétowo oméwimy quasi-odwrotnosé
krzywej Sierpinskiego Fsq. W przypadku pozostatych krzywych podamy jedynie
rownania funkcyjne definiujace odpowiednie quasi-odwrotnoéci.

4.4.1 Odwzorowania quasi-odwrotne do krzywych Sierpinskiego

Rozpatrzmy najpierw nogélnienie krzywej Sierpinskiego opisane przez uktad réw-
nan (4.21)-(4.25), czyli Fsq(t). Przypomnijmy, ze Fsq(t) jest krzywa wypelnia-
jaca tylko w przypadku, gdy wymiar d jest liczba parzysta.

Z réwnan (4.21)-(4.25) wynika bezposrednio, ze wartosci odwzorowania Fsq(t)
znajduja sie w kostce I;. W szczegblnosci, dla t € [1 —¢g2724,1]1t € [0,b427%
znajduja sie one w kostce [0,1/2] x [0,1/2] x ...x [0,1/2];dla t € [bg27%¢, 27 +
bg27% = 1] znajduja sie w kostce [1/2,1] x [0,1/2] x ... x [0,1/2]; dla t €
[t1,t1 4+ 279! = t5] wartosci odwzorowania znajduja sie w kostce [0, 1] x[1/2,1] x
[0,1/2] % ...x[0,1/2];...,adlat € [ty_1,tq_1 +1/2 =13 = 1 — 4272 znajduja
sie w kostce [0,1] x ... x [0,1] x [1/2,1].

Fatwo zauwazy¢, ze punkty z kostki Iy, ktérych wspélrzedne maja skoficzone
dwéjkowe rozwiniecia maja na ogétl, poza punktami lezacymi na brzegu kostki
I, przeciwobrazy zlozone z 2% punktéw na odcinku jednostkowym. Na przyklad,
punkt z = (1/2,1/2,...,1/2) ma przeciwobraz na odcinku w postaci {b;/2%¢ +
i/Qd}i:O, 241

W szczegblnodci, z réwnan (4.21) wynika, ze z;(¢) = 1/2 (¢ = 1, ... d), gdy
29t 4cy /20 = 1, czylit = 1—¢q/2% = by/2%¢. Kolejne wartosci argumentu ¢ mozna,
otrzymac¢ w analogiczny sposéb, korzystajac z pozostalych réwnan (4.22)—(4.25).
Odwzorowanie ¥g4(2) powinno w kazdym z tego typu przypadkéw wskazywaé
tylko jeden z elementéw przeciwobrazu Fs_dl(x).

Lemat 4.7 Odwzorowanie ¥gq : Iy — Iy, gdzie d jest liczbg parzystq, spetnia-
jace nastepujgce warunki:

sq(x) = —cq/2*" + Tsq(2)/2°
lub, gdy — cd/22d + Pyl )/Qd
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WSd(ac) =1- Cd/22d + WSd(i)/Qd,

&= (1-2z1,1 =223, ...,1— 2124, (4.55)
= (21, ...,%4)
T; € [071/2]7 i = 17 ) 7d7
Tsi(x) = (20 4 ba) /22" = Psa(2)/27,
=221 — 1,1 =225, ...,1 - 22,4, (4.56)
r= (21, ...,%4),
xy € (1/2,1], 22, ...,2q€[0,1/2],
WSd(ac) =2t — WSd(i),
T = ($171_$27$37 7$d)7
r= (21, ...,%4), (4.57)
xy €10,1], a9 € (1/2,1], a3, ...,2q4 €[0,1/2],
Usa(x) =2tq_9 — ¥s4(2),
T = (wlv <oy ld-1, 1- xd—lvxd)v
r= (21, ...,%4), (4.58)
Ty -oe,Td—2 € [071]7 Td-1 € (1/271]7 Tq € [071/2]7
Usa(z) = 2tg—1 — ¥s4(2),
T = ($1,$2, cee s Ld—1, I- xd)v
r= (21, ...,%4), (4.59)
T1, ... ,24-1 € [0,1], x4 € (1/2,1],
dla ktérego zachodzi ponadto Wsy(1, ... ,1) = cg/2¢, jest odwzorowaniem quasi-

-odwrotnym w stosunku do odwzorowania Fsy, opisujgcego wielowymiarowq krzy-
wq Sterpinskiego w postaci (4.21)~(4.25). Podobnie jak w (4.21)~(4.25): t4—1 =
L—cg/2?P—1/2 0razt; =t;41 — 1/2% 5 1 =1...,d-2. O

Réwnanie (4.55) jest réwnowaznym zapisem réwnai (4.21), (4.22). Latwo
sprawdzié, ze Wsy(z) = t, gdzie © = Fsy(t), natomiast Weq(3) = 2%(t + ¢4/22%),
gdzie & = Fsq(2%(t + ¢4/2%?)). Spelnienie warunku Wgq(z) € [0,b4/229 lub
Wga(z) € [1 — cq/2%%, 1] jest zapewnione przez warunek 0 < z; < 1/2, i =
1,...,d. Podobnie, réwnania (4.56)-(4.59) sa réwnowazne (z dokladnoscia do
granicznych wartosci wspélrzednych 2; = 1/2), odpowiednio (4.23)-(4.25). Usta-
lenie, do ktérego fragmentu kostki I; nalezy punkt (1/2,1/2,...,1/2) jest arbi-
tralne i jednoznacznie wiaze sie z wyborem wartosci ¥g4(1/2, ... ,1/2) ze zbioru
ngl((l/Q, ..., 1/2). Istnieje 2¢ réznych tego typu wyboréw. W tym konkretnym
przypadku otrzymujemy ¥eq(1/2,...,1/2) = by/2%). Wprowadzony w powyi-
szym lemacie warunek Wsy(1, ..., 1)) = ¢4/2% nie jest niezbedny, wynika bowiem
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z ukladu réwnan (4.55)-(4.59). Jest to analogiczna sytuacja do tej, ktéra wyste-
puje przy wyznaczaniu krzywej Fsy. Uzupelnienie ukladu réwnan (4.55)—(4.59)
o wyznaczona wartos¢ ¥eq(1, ..., 1)) = ¢q/2% pozwala na obliczenie w sposéb re-
kurencyjny, w skoficzonej liczbie krokéw, doktadnej wartosci ¥gq(z) dla kazdego
punktu kostki Ij, ktéry ma skoniczone dwdjkowe rozwiniecia wszystkich wspot-
rzednych. Latwo sprawdzié¢, ze naktad obliczeniowy tego algorytmu jest rzedu
O(d) [161].

W odniesieniu do krzywej wypelniajacej Farq(t), zdefiniowanej poprzez uklad
réwnan (4.21), (4.22),(4.33)(4.25), odwzorowanie quasi-odwrotne do Fyrg wy-
znaczamy podobnie jak w przypadku oryginalnej krzywej Sierpinskiego Fsg .

Lemat 4.8 Odwzorowanie ¥rq4(x1,22, ... ,24) @ Ig — I, ktore spetnia naste-
pujgee warunki:
Upra(z) = —eq /220 4+ Tara(3)/29,
lub, gdy — cq/2?? + Wara(2)/2% < 0
WMd(x) =1- Cd/22d + WMd(i)/Qd,
&= (1-2z1,1 =225, ...,1— 2124,
r= (21, ...,%4),
z; €[0,1/2], i=1,...,,d,

WMd(x) = bd/22d + WMd(i)/Qd,
&= (221 — 1,1 =225, ...,1 -2,

r= (21, ...,%4),
xy € (1/2,1], 22, ...,2q€[0,1/2],

WMd(x) =2t — WMd(i),
&= (21,1 —x9,23, ...,24),

r= (21, ...,%4),
xy €10,1], a9 € (1/2,1], a3, ...,2q4 €[0,1/2],

(4.60)

(4.61)

(4.62)

Uarg(x) = 2tq—9 — ¥ara(2),
£:($17 7$d—171_$d—17$d)7 (463)
r= (21, ...,%4),
1,y ..y 84-2 €[0,1], z4-1 € (1/2,1], 24 €[0,1/2],
Yarg(x) = 2tg—1 — ¥aa(2),
£:($17$27“‘7$d—171_$d)7 (464)
r= (21, ...,%4),
Ty evn, Td—1 € [071]7 Tq € (1/271]
proy tg—y = 1 —cq/22 — 1/2 oraz t; = t1pq — 1/2970 1 = 1...,d — 2, jest
odwzorowaniem quasi-odwrotnym do Furg. a
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Réwniez w przypadku odwzorowania ¥z, dolozenie warunku ¥pasq(1, ... ,1) =
cq/2% prowadzi wprost do rekurencyjnego algorytmu wyznaczania wartosci funkcji
Yrq(x). Algorytm ten ma zlozono$é obliczeniowa rzedu O(d) [161] .

4.4.2 Odwzorowanie quasi-odwrotne do krzywej Hilberta

Lemat 4.9 Odwzorowanie ¥py(x1,22, ...,2q) : Iqg — I, ktore spelnia naste-
pujgee warunki:

Pra(r) = Tra(d)/2°,

&= (229,223, ... ,284,221),
r= (21, ...,%4), (4.65)
T; € [071/2]7 i = 17 ) 7d7
Wpa(z) = 1/2¢ — O pa(2),
&t=(1/2—-z3,23,...,2q,21 — 1/2), (4.66)
r= (21, ...,%4),
xy € (1/2,1], 22, ...,2q€[0,1/2],
WHd(x) = 1/2d_k — WHd(i),
T = (wlv R ) 1/2 = LE+1s TE42 oo - s Xdy T — 1/2)7 (467)
r= (21, ...,%4),
1, ..., 251 €[0,1], @ € (1/2,1], k41, ...,24 €[0,1/2],
Urae)=1/2 - ¥h2),
= (a1, ..., 24-2,1/2 —xg,2q-1 — 1/2), (4.68)
r= (21, ...,%4),
1,y ..y 84-2 €[0,1], z4-1 € (1/2,1], 24 €[0,1/2],
Upa(e)=1—Ph2),
$:($17 “‘7$d—171_$d)7 (469)
r= (21, ...,%4),
Ty evn, Td—1 € [071]7 Tq € (1/271]
jest odwzorowaniem quasi-odwrotnym wzgledem wielowymiarowej krzywej Hilberta
Frg. O
Dolozenie warunku ¥p4(0, ...,0) = 0 prowadzi do rekurencyjnego algorytmu

wyznaczania wartosci odwzorowania ¥y, ktéry pozwala na obliczenie ¥y (2),
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w skoficzonej liczbie krokéw, dla kazdego z € Iy, ktéry dodatkowo nalezy do
zbiorn Uy U5y {Frra(i/2%)}. Zbidr ten jest gesty w I;. Zlozonosé obliczeniowa
algorytmu jest rzedu O(d). Te sama zlozono$¢ obliczeniowa ma réwniez algorytm
obliczania quasi-odwrotnosci innego wariantu wielowymiarowej krzywej Hilberta
podany przez Butza [25].

4.4.3 Odwzorowanie quasi-odwrotne do krzywej Peano

Lemat 4.10 Odwzorowanie ¥py(z1,22, ... ,2q4) : Iqg — I, ktore spelnia naste-
pujgee warunki:
W pa(z) = Ppa()/37,
& = (3x1,322, ... ,32,),

r= (21, ...,%4), (4.70)
T; € [071/3]7 i = 17 ) 7d7
Upy(z) = Wpy(d) — 1/3%,
&= (21 —-1/3,1/3 =23, ...,1/3 = 24), (4.71)
r= (21, ...,%4),
T1 € (1/371]7 T2y ovn g € [071/3]7
Wpd(w) = 1/3d_k+1 - Wpd(i),
t=1—-ay, ..., 1 —ap_1,20,—1/3,1/3 = 2py41, ..., 1/3 = zq), (4.72)
r= (21, ...,%4),
1, ..., 251 €10,1], @ € (1/3,1], k41, ...,24 €[0,1/3],
Upi(z)=¥py(z)—1/3,
t=(1—-z1,22, ..., 1 —24-1,24—1/3), (4.73)
r= (21, ...,%4),
Ty evn, Td—1 € [071]7 Tq € (1/371]
jest odwzorowaniem quasi-odwrotnym wzgledem wielowymiarowej krzywej Peano
Fpy. O
Dolozenie warunku ¥ py(0, ... ,0) = 0 prowadzi do rekurencyjnego algorytmu

wyznaczania wartosci ¥pg(x), ktéry pozwala na obliczenie ¥ py(2), w skoficzonej
o ) . . . dk . .
liczbie krokéw dla kazdego x nalezacego do zbioru Uy UZ, {Fpa(i/3%)}, ktéry
jest gesty w I;. Zlozonos¢ obliczeniowa tego algorytmu jest rzedu O(d), a jego
implementacje w §rodowisku Mathematica podano w pracy autorki [161].
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4.5 Ogoblne wlasnosci krzywych wypeiniajacych
i ich quasi-odwrotnosci

Waznym etapem badan prowadzonych przez autorke byt wybdér wlasnoscei krzy-
wych wypehiajacych, ktére umozliwiaja efektywne uzycie transformacji opartej
na quasi-odwrotnoéci krzywej wypeltniajacej w rozwiazywaniu wielowymiarowych
probleméw decyzyjnych. Pozwolil on zdefiniowaé klase krzywych wypetniajacych
efektywnych z tego punktu widzenia jako rodzine krzywych spelniajacych sfor-
mutowane dalej warunki C1-C3.

Cl. Krzywa wypehiajaca F jest ciaglym odwzorowaniem spetniajacym waru-
nek Holdera, czyli

|F(t1) — F(t2)]] < alti —ta|”, t1, t2 € I, (4.74)

przy czym 3 = 1/d. Symbol ||.|| oznacza norme euklidesowa w I;, natomiast
a > 0 jest pewna stata zalezna od wymiaru d i typu krzywej.

Nalezy zauwazy¢, ze posta¢ odwzorowania F' zalezy od wymiaru d, nie jest to
tutaj jednak bezposérednio uwzglednione w notacji. Konwencja ta bedzie zacho-
wana dalej takze w stosunku do odwzorowania quasi-odwrotnego ¥.

W przypadku klasycznych krzywych dwuwymiarowych jesteSmy w stanie po-
da¢ dokladne wartosci stalej a (por. odpowiednie twierdzenia z rozdzialu 2),
natomiast w odniesieniu do krzywych wielowymiarowych znane sa w ogdlnym
przypadku tylko gérne oszacowania wartosci statej Holdera.

W sformutowaniu wlasnosci C1 moze, zamiast odleglosci euklidesowej, poja-
wié sie inna metryka. 7 ogélnej wlasnoéci przestrzeni R? wynika, ze przy zmianie
metryki warunek Hoéldera C1 zostanie zachowany z doktadno$cia do wartoéci
stalej a.

Przypomnijmy dalej, ze w ogélnym przypadku wielowymiarowej krzywej wy-
pelniajacej, wykladnik Héldera, § > 0 (nazywany czasami takze wykladnikiem
Lipschitza) jest nie wiekszy niz 1/d, czyli dla d > 2 jest mniejszy od jednosci.

Istnieje Scisty zwiazek pomiedzy wymiarem topologicznym d wypelnianej kost-
ki I;, a maksymalna wartoscia wykladnika 5 [110], [138].

Lemat 4.11 [110] Nie istnieje d—wymiarowa krzywa wypetniajoca spetniajgca
warunek Héldera (4.74) z wyktadnikiem [ wiekszym od 1/d.

Dowdéd. Dowdd powyzszej wlasnosci podano w pracy Milne [110]. a
Poniewaz wykladnik w warunku Holdera jest co najwyzej réwny 1/d, stad
wprawdzie F jest ciagla, lecz nie jest rézniczkowalna. Dowody tego faktu mozna



4.5. Wiasnosci krzywych wypelniajacych 109

znalezé¢ w [137]. W warunku C1 domagamy sie, by wykladnik 5 byl doktadnie
réwny 1/d. Warunek Héldera mozemy interpretowaé jako wlasno$é zachowywania
bliskosci w takim sensie, ze punkty bliskie sobie na odcinku jednostkowym sa
transformowane przez krzywa wypeliajaca I’ w punkty bliskie sobie na kostce 1.
Mniejsza od 1/d wartoéé wykladnika 3 powoduje pogorszenie wlasnoéci krzywej
w tym wzgledzie. Nie wszystkie wielowymiarowe krzywe wypetniajace spelniaja
warunek C1. Przykladem sa krzywe powstale poprzez iterowanie odwzorowan
dwuwymiarowych (patrz rozdzial 3).

Kolejna wlasnoScia omawianej tu klasy krzywych wypelniajacych jest to,
ze krzywe wypeliajace sa odwzorowaniami wzajemnie jednoznacznymi prawie
wszedzie, czyli z doktadno$cia do zbioréw miary Lebesgue’a zero. Na wlasnosé te
w odniesieniu do dwuwymiarowej krzywej Sierpinskiego zwrécili uwage Bartholdi
i Platzman w pracy [124].

C2. Krzywa wypelniajaca F' jest prawie wszedzie (z dokladnoscia do zbioréw
miary Lebesgue’a zero) odwzorowaniem wzajemnie jednoznacznym.

Wszystkie omawiane w niniejszej monografii krzywe posiadaja te wlasnosc.
Formalny dowéd wtlasnosci C2 wymaga w kazdym przypadku dokladnej analizy
odwzorowania. Dowdd taki w odniesieniu do wielowymiarowej krzywej Sierpin-
skiego przedstawiono w rozdziale 3.2.2 (poréwnaj takze dowéd w pracy autorki
[158]). Rozumowanie to latwo powtérzy¢é w odniesieniu do krzywych Hilberta
i Peano.

Kolejna istotna wlasno$cia omawianej klasy krzywych wypelniajacych jest
zachowywanie przez nie miary Lebesgue’a.

Bedziemy definiowaé przeciwobraz zbioru B wzgledem odwzorowania I jako
F~Y(B)={te L :F(t) € B} dla B C I;. Niech uy oznacza miare Lebesgue’a
w 14, ktéra jest tu traktowana jako wielko$¢ bezwymiarowa.

C3. Krzywa wypehiajaca I : [y — [I; zachowuje miare Lebesgue’a, to znaczy,
dla kazdego zbioru borelowskiego B C I zachodzi

pa(B) = (F71(B)). (4.75)

Zachowywanie miary Lebesgue’a moze by¢ interpretowane jako jednostajnie
geste wypelnianie kostki Iy przez krzywa wypehiajaca F, co oznacza, iz frag-
menty krzywej o tej samej dlugosci wypelniaja wielowymiarowe obszary o tych
samych objetosciach.

Prawie wszystkie klasyczne krzywe wypetniajace zachowuja miare Lebesgue’a
(wyjatkiem jest miedzy innymi krzywa Lebesgue’a) [137]. Formalny dowéd wla-
snoéci C3 w odniesieniu do wielowymiarowej krzywej Peano podal Milne [110].
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Analogiczny dowdd dla wielowymiarowej krzywej Sierpinskiego przedstawiono
w rozdziale 3.2.2 (poréwnaj takze dowéd w pracy autorki [158]). Dowdd taki
latwo powtérzyé takze w odniesieniu do krzywej Hilberta.

Kolejne lematy wynikaja z wlasnoéci C1-C3. Dalej bedziemy stale milczaco
zaktadac, ze warunki C1-C3 sa zawsze spelnione.

Niech ¥ oznacza funkcje, ktora dla kazdego z € [I;, wybiera dokladnie jeden
element z jego przeciwobrazu F~1(z), czyli ¥ spelnia warunek ¥(z) € F~1(2),
a zatem F(¥(z)) = x.

Lemat 4.12 Jezeli krzywa wypetniajgca F jest odwzorowaniem wzajemnie jed-
noznacznym prawie wszedzie, z doktadnosciq do zbiorow miary Lebesgue’a zero,
to istnieje funkcja W : Iy — I, ktora jest odwzorowaniem prawie wszedzie od-
wrotnym do F. a

Wiadomo, iz dowolna krzywa wypelniajaca F nie moze by¢ odwzorowaniem wza-
jemnie jednoznacznym (poréwnaj na przyklad [137], [178]). W zwiazku z tym nie
jest to odwzorowanie odwracalne. Zadna krzywa wypelniajaca nie jest krzywa
Jordana w $cislym sensie, a zatem miejscom geometrycznym przecinania sie krzy-
wej samej ze soba odpowiadaja rézne punkty z odcinka [0, 1].

Mozliwosé szybkiego wyznaczenia dla kazdego punktu z € Ij z przestrzeni
wielowymiarowej odpowiadajacego mu punktu z odcinka ¢ € I takiego, ze F/(t) =
x, jest najwazniejsza cecha odwzorowania w postaci krzywej wypelniajacej. Trans-
formacja & : I; — I, taka ze ¥(t) € F~'(x), gdzie F~(2) oznacza przeciwobraz
x wzgledem krzywej wypelniajacej F, jest nazywana tu quasi-odwrotnoscia krzy-
wej wypelniajacej.

Odwzorowanie to pozwala uporzadkowaé liniowo dane z przestrzeni wielowy-
miarowej. Jest to, z punktu widzenia celéw tej monografii, transformacja znacznie
wazniejsza niz odpowiadajace jej odwzorowanie w postaci krzywej wypelniajacej.
Zastosowanie transformacji ¥ w odniesieniu do wielowymiarowych danych prowa-
dzi do formalnej redukcji wymiaru problemu, a w konsekwencji utatwia kompresje
danych, bez utraty istotnych informacji przestrzennych zawartych w danych wie-
lowymiarowych.

W odwzorowaniach bazujacych na krzywej wypelniajacej istotne jest to, ze
potozone blisko siebie punkty z odcinka [; przeksztalcane sa w punkty polo-
zone blisko siebie w I;. W zwiazku z tym punkty lezace blisko siebie na odcinku
sa w transformacji quasi-odwrotnej obrazami punktéw polozonych blisko siebie
w przestrzeni wielowymiarowej.

W ogdlnym przypadku mozna, bazujac jedynie na zatozeniu C3 i korzystajac
z pewnika wyboru [93], zagwarantowac istnienie odwzorowania quasi-odwrotnego
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do okreélonej krzywej wypelniajacej. Jednakze, w praktyce potrzebujemy kon-
struktywnej metody definiowania quasi-odwrotnosci ¥. Takie metody wyznacza-
nia quasi-odwrotnoéci dla klasy krzywych wypelniajacych, ktérymi zajmujemy sie
w niniejszej monografii, przedstawiono w podrozdziale 4.4. W przypadku oma-
wianych krzywych, F~1({z}) jest zbiorem jednoelementowym (prawie wszedzie)
lub jest zbiorem liczbowym (zawartym w [;) zawierajacym skonczona liczbe ele-
mentéw, co pozwala na konstruktywne definiowanie quasi-odwrotnosci ¥.

Kolejna istotna wlasnoscia odwzorowania ¥ jest wlasnosé sformutowana w na-
stepujacym lemacie:

Lemat 4.13 ¥ zachowuje miare Lebesgue’a w tym sensie, zZe dla kazdego zbioru
borelowskiego A C Iy zachodzi

i (AN (1) = g (7 (ANE(1)) . (4.76)

a

Na wlasnosé sformutowana w lemacie 4.13 w odniesieniu do dwuwymiarowej krzy-
wej Sierpinskiego zwrécili uwage Bartholdi i Platzman w pracy [124]. Formalny
dowdd powyzszej wlasnosci w odniesieniu do wielowymiarowej krzywej Sierpin-
skiego podano jako dowdd lematu 3.17 z rozdziatu 3.2.2.

7 warunku C1 wynika takze nastepujaca wtasnosé:

Lemat 4.14 Jesli f(z) jest funkcjq cigglq, okreslong w 14, to g(t) e fOF(t)),

t € Iy jest takie funkcjq cigglq. Ponadto, jesli f(x) spetnia warunek Héldera
2z wyktadnikiem v, 0 < v <1, to znaczy

f () = fIl < elle = yll”s 2,y € L,

gdzie ¢ jest pewng statq, to g(t) jest takze funkcjq ciqglq i spetnia warunek Héldera
z wyktadnikiem v/d.

Dowéd. Dla kazdego z, y € I zachodzi ||f(z) — f(y)|| < ¢l — y||. Z wlasno-
sci C1 wynika wiec, ze dla kazdego t1, ty € I; spelnione jest ||g(t1) — g(t2)|| =
F(F()) = FF)I] < e 1F ()~ Pl < eallts 1] 74, co kotiezy dowsd.
O

Korzystac bedziemy takze z nastepujacego lematu:

Lemat 4.15 Dla kazdej funkcji mierzalnej f : Iy — R, przy czym [ nalezy
do klasy funkcji catkowalnych w 14, f € L(14), nastepujgce catki Lebesgue’a,
okreslone odpowiednio w Iy i w Iy, sq sobie rowne

/ﬂ@m:/fW@W. (4.77)
14

I
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Dowdd. Dowdd lematu wynika bezposrednio z wlasnosci C3 oraz twierdzenia
o przenoszeniu miary i zamianie zmiennych (patrz twierdzenie 16.12 z [15]). O

Poniewaz ¥ jest funkcja mierzalna, zatem jesli X jest zmienna losowa przyj-
mujaca wartosci w I (wektorem losowym), to ¥(X) jest takze zmienna losowa
przyjmujaca wartoSci w I1. W szczegdlnosci spelniona jest nastepujaca wlasnosé:

Lemat 4.16 Jesli zmienne losowe Xy, Xo, ..., X, sq¢ niezaleznymi zmiennymi
losowymi o tym samym rozktadzie okreslonym w Iy i posiadajgcymi gestosé f(x),
to zmienne losowe t; = W(X;) sq rowniez niezaleznymi zmiennymi losowymi
o tym samym rozkladzie w I, przy czym gestosé tego rozktadu istnieje i ma postaé

fOE()). O

Wilasno$é tego typu zostala sformulowana w pracy [124] dla przypadku dwuwy-
miarowej krzywej Sierpinskiego, tatwo ja jednak uogdlni¢ dla dowolnej krzywej
wypetniajacej spelniajacej warunki C1-C3.

Konsekwencje lematéw 4.16 oraz 4.15 sa daleko idace. Pokazuja one bowiem,
ze transformacja ¥ nie zachowuje wartoéci momentéw rozkladoéw czy odleglosci
Mahalanobisa, zachowuje natomiast wszelkie kryteria calkowe bedace funkcjo-
natami gestosci rozktadéw prawdopodobienistwa, takie jak entropia rozktadu czy
odleglos¢ Kullbacka-Leiblera [91].

7 formalnego punktu widzenia wszystkie krzywe wypelniajace, ktére spelniaja
sformutowane powyzej warunki C1-C3, moga by¢ stosowane w omawianych w ni-
niejszej monografii problemach decyzyjnych. Spelniaja je wszystkie krzywe wy-
pelniajace zdefiniowane w niniejszej pracy. Nalezy jednak stwierdzi¢, ze istnieja
krzywe wypelniajace, ktére nie spelniaja wszystkich wymienionych dalej wlasno-
$ci. Przykladem jest tu krzywa Lebesgue’a [137], ktéra nie spelnia warunku C3.

4.6 Podsumowanie

W rozdziale tym zaproponowano oryginalne opisy definicyjne wielowymiarowych
krzywych wypeliajacych kostke I;, podane w postaci odpowiednich ukladéw
rownan funkcyjnych. Rozwiazaniem tych uktadéw réwnan sa odpowiednie od-
wzorowania w postaci krzywej wypelniajace].

Podano uogdlnienia dwuwymiarowych krzywych Hilberta, Peano i Sierpin-
skiego do postaci wielowymiarowej oraz zbadano ich wlasnoéci. Uzyte uklady
rownan funkcyjnych oparte sa bezposrednio na postulowanych wlasnoéciach geo-
metrycznych poszczegdlnych krzywych.

W kazdym z przypadkéw wyjsciowy uktad réwnan funkeyjnych zostal prze-
ksztatcony do réwnowaznej postaci, umozliwiajacej jego efektywne rozwiazanie
za pomoca odpowiedniej procedury rekurencyjnej. Procedury te pozwalaja na
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wyznaczenie doktadnych wartoéci odwzorowan na zbiorach gestych w I;. W roz-
dziale tym zbadano réwniez podstawowe wilasnosci zaproponowanych odwzoro-
wan, w szczegdlnosci podano odpowiednie szczegélowe sformutowania warunku
Hoéldera spelnianego przez poszczegdlne krzywe wielowymiarowe.

Pokazano, ze korzystajac z tych samych uktadéw réwnan funkcyjnych, ktére
definiuja dana krzywa wypelniajaca, mozna takze wyznaczac zbiory wartosci
Fi(a2).

Wskazano réwniez, w jaki sposéb nalezy wybraé przeksztalcenie uktadu réw-
nan funkcyjnych definiujacych dana krzywa, tak by uzyskaé¢ postaé pozwalajaca
efektywnie wyznaczaé wartosci odwzorowania quasi-odwrotnego ¥. Szczegétowo
oméwiono proces definiowania quasi-odwrotno$ci krzywej Sierpiniskiego.

Zdefiniowano klase krzywych wypelniajacych, ktore umozliwiaja efektywne
uzycie transformacji opartej na quasi-odwrotno$ci krzywej wypelniajacej w roz-
wiazywaniu wielowymiarowych probleméw decyzyjnych.



Rozdzial 5

Ocena wymiaru fraktalnego obiektow
wielowymiarowych z uzyciem
krzywych wypelniajacych

Ocena wymiaru fraktalnego na podstawie danych pochodzacych z rzeczywistych
obiektow jest coraz czeSciej stosowana procedura pomiarowa w wielu dziedzi-
nach nauki i techniki. Dokonanie prawidtowej oceny wymiaru fraktalnego nie
jest jednak tatwym zadaniem. Istnieje bowiem bardzo wiele réznych definicji wy-
miaru zwiazanych z obiektami o strukturze fraktalnej [7], [48]. Wymiar pudetkowy
(boz-counting dimension) jest najczesciej stosowany w przypadku szacowania wy-
miaru obiektéw na podstawie danych empirycznych. W wiekszosci przypadkdéw
fraktalnych obiektéw geometrycznych — zbioréw zwartych w przestrzeni metrycz-
nej — warto$¢ wymiaru pudeltkowego jest réwna wymiarowi Hausdorffa [48], dla-
tego czasami, aczkolwiek niestusznie, bywaja one ze soba utozsamiane. Prostota
koncepcyjna najbardziej znanej metody, polegajacej na bezposrednim szacowa-
niu wymiaru pudetkowego, czesto przystania fakt, ze metoda ta ma bardzo duza
ztozonoéé obliczeniowa, rosnaca szybko z wymiarem przestrzeni, w ktérej zanu-
rzony jest mierzony obiekt (por. [141], gdzie metode te ocenia sie jako zupel-
nie nieefektywna w przestrzeniach wielowymiarowych). Duza zlozonosé oblicze-
niowa z kolei prowadzi do utraty doktadnosci, jedli prébuje sie szacowaé wymiary
w przestrzeniach wielowymiarowych, ograniczajac naktady obliczeniowe poprzez
redukcje liczby zaglebien ,,pudelek”, ktére stuza do zliczania punktéw fraktalnego
obiektu. 7 tego powodu opracowuje sie inne metody, takie jak pomiar wymiaru
korelacyjnego. Sa one jednak oparte na innych, nie zawsze réwnowaznych defini-
cjach wymiaru fraktalnego, a ponadto maja ograniczony obszar zastosowan, na
przyklad metoda pomiaru wymiaru korelacyjnego wymaga spelnienia specyficz-
nych zalozen (por. [141]).
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Fakty te motywuja podjecie préby opracowania nowego podejscia do szaco-
wania wymiaru fraktalnego i zbadania jego doktadnosci na przyktadach obiektéw
o znanych wymiarach, tym bardziej Ze monitorowanie na biezaco wymiaru frak-
talnego aktualnych obserwacji moze stanowi¢ cenne 7rédlo informacji o stanie
systemu.

Istota tego podejécia jest dokonanie transformacji danych wielowymiarowych
na odcinek Iy przez quasi-odwrotnosé krzywej wypelniajacej, dokonanie tu oceny
wymiaru fraktalnego za pomoca szacowania wymiaru pudelkowego i bardzo pro-
stego przetransformowania wyniku z powrotem do przestrzeni wielowymiarowej
na podstawie Scistej zaleznosci pomiedzy wymiarami pudeltkowymi danych przed
i po transformacji. Zaleta proponowanego podejscia jest znaczna redukcja nakta-
dow obliczeniowych, a co za tym idzie — takze potencjalny wzrost dokladnosci,
gdyz zliczanie wymiaru pudelkowego na odcinku jest bardzo proste, a transfor-
macja danych na odcinek réwniez ma liniowa wzgledem wymiaru d zlozonosé ob-
liczeniowa. Powyzej uzyto okreslenia ,,potencjalny wzrost doktadnosci”, gdyz do-
ktadnosc¢ jakiejkolwiek metody empirycznej oceny wymiaru fraktalnego zalezy od
liczby danych. Jednakze dopiero posiadanie narzedzia do efektywnej obrébki du-
zej liczby danych pozwala uzyskiwaé spodziewana dokladnosé oszacowan. Glow-
nym wynikiem niniejszego rozdziatu jest wyprowadzenie teoretycznej zaleznosci
miedzy wymiarem pudelkowym wielowymiarowych danych a wymiarem pudet-
kowym danych przetransformowanych przy uzyciu krzywej wypelniajacej.

5.1 Uzasadnienie i opis metody

Zastosujemy tu krzywe wypelniajace, a raczej ich quasi-odwrotnosci, ktére spet-
niaja oméwione w rozdziale 4.5 warunki C1-C3.

Szczegdlnie wazna dla naszych celéw wlasnoécia krzywych wypelniajacych
jest ich zdolno$¢ do zachowywania miary Lebesgue’a, czyli wlasnos¢ C3. Przy-
pomnijmy, ze w tym przypadku wlasno$¢ zachowywania miary mozna zapisac
nastepujaco:

Ve pa(B) = m(F~H(B)), (5.1)

gdzie piy oznacza miare Lebesgue’a w przestrzeni Iy, pq jest miara na odcinku, B
oznacza klase wszystkich zbioréw borelowskich w kostce I, natomiast przeciw-
obrazem zbioru B € B wzgledem krzywej F jest F=1(B) = {t € [0,1]: F(¢) € B}.
Zauwazmy, ze wlasno$é¢ C3 oznacza liczbowa réwnosé miar odpowiadajacych
sobie zbioréw z kostki i odcinka. Jesli na przyktad wyréznimy w I; kostke o boku
€ € (0,1), to jej przeciwobraz na odcinku bedzie mial dlugos¢ ¢?, gdyz tyle wlasnie
wynosi objetosc tej kostki. Wiadomo réwniez, ze krzywe wypelniajace nie moga
mie¢ odwzorowania odwrotnego w zwyklym sensie. Zgodnie z C2, zbiér ¥(B)
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ré7ni sie od zbioru F~1(B) tylko przeliczalna liczba punktéw, stad

pi( (B)) = p(F71(B)).

Jesli geometryczna konstrukcja krzywej wypelniajacej zawiera podziat kostki
I3 na podkostki o bokach v*, to podkostkom tym odpowiadaja, wzajemnie jedno-
znacznie, pododcinki odcinka I; o dtugoéci v%¢ (por. rozdzial 1.5 oraz [93], [111]).
Dodajmy, ze dla krzywych Hilberta i Sierpiiskiego v = 1/2, a dla krzywe]j Peano
v = 1/3, niezaleznie od wymiaru krzywej. W niniejszej monografii nie korzystamy
przy definiowaniu krzywych z takiej geometrycznej konstrukeji, jednakze wspo-
mniana wlasno$c jest cecha charakterystyczna krzywych wypetniajacych, ktére
zachowuja miare Lebesgue’a. W podrozdziale 3.2.2 wykazano, ze taka wzajem-
nie jednoznaczna zalezno$¢ istnieje w odniesieniu do wielowymiarowej krzywej
Sierpinskiego. Dowdd podobnej wlasnoéci w przypadku wielowymiarowej krzy-
wej Peano podano w pracy Milne [110].

5.1.1 Teoretyczna zalezno§¢ miedzy wymiarami fraktalnymi
zbioru 1 jego obrazu na odcinku

Oznaczmy przez X C Ig zbiér, ktérego wymiar fraktalny mamy zdefiniowad,
a w nastepnych podrozdzialach takze empirycznie zmierzy¢. Jak wiadomo [48],
tak zwany wymiar pudelkowy zbioru X C R?, oznaczany dalej przez Dim(X),
jest zdefiniowany nastepujaco:

Definicja 5.1 Dolny wymiar pudetkowy jest rowny
log N(¢)

Dim(X) = lilln_%lf ~ Tloge (5.2)
Gorny wymiar pudelkowy jest rowny
Dim(X) = I log N(e) (5.3)
im =limsup — ——=. .
e—0 P 1Og €
Wymiar pudetkowy jest rowny
log N
Dim(X) = lim — 08V, (5.4)
e—0 log e

jesli powyzsza granica istnieje. N (¢€) jest liczbg okreslong w jeden z nastepujgcych
sposobow:

(i) jest najmniejszq liczbg kul domknietych o promieniu €, ktore pokrywajg X,
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(ii) jest najmniejszq liczbg kostek domknietych o boku €, ktore pokrywajq X,

(iii) jest liczbg kostek domknietych o boku €, ktore pokrywajq 14 i ktore rowno-
czesnie majq punkty wspolne z X,

(iv) jest najmniejszq liczbg zbiorow ( kazdy z nich zawarty w kuli o srednicy €),
ktére pokrywajg X,

(v) jest najwiekszq liczbg roztqcznych kul domknietych o promieniu €, ktorych
srodki zawarte sq w X.

Zauwazmy, ze ¥(X) € F~1(X) oraz zbiory te réznia sie tylko przeliczalna
liczba punktéw. Niestety, wymiar pudetkowy zbioru przeliczalnego, w przeciwieri-
stwie do jego wymiaru Hausdorffa, niekoniecznie jest réwny zeru [48]. Niemniej
jednak dla kazdego @ € Iy zbiér F~!(z) zawiera co najwyzej 2¢ elementéw, punk-
téw z I7. Stad liczba e-odcinkéw pokrywajacych zbiér F~1(X) jest co najwyzej
29 razy wieksza od liczby e-odcinkéw pokrywajacych zbidr ¥(X), niezaleznie
od wartoéci € > 0. W zwiazku z tym odpowiednie wymiary pudetkowe zbioréw
F~Y(X) oraz ¥(X) sa sobie réwne, czyli:

Lemat 5.1
Dim(F~!(X)) = Dim( ¥(

Dim(F~"(X)) = Dim( #(
Dim(F~1(X)) = Dim( ¥(

ssis
S e e
= =
N

SN
- o>
e

jesli powyzszy wymiar istnieje.

Skorzystajmy z definicji (iii) i podzielmy kostke I; na podkostki o jednako-
wych, wynoszacych ¢ > 0, dltugo$ciach bokéw. Dokladniej, kostki te sa postaci:

[(21 — 1)e, tqe] X .o x [(1g — D)€, 1q4€],

gdzie i1, ... ,iq = 1,2, ...,[1/€]. Niech N(e€) oznacza liczbe tych e-podkostek,
ktére maja punkty wspélne ze zbiorem X. Zalezno$¢ N(e) uzyta w (5.4) okre-
$lona jest operacyjnie w sposéb opisany powyzej. Je§li wymiar pudeltkowy danego
zbioru istnieje, to granice w (5.4) mozna oblicza¢ wybierajac dowolne podciagi
er — 0, gdy &k — oo. W naszym przypadku wygodnie bedzie postuzy¢ sie pod-
clagami postaci ¢ = 7%, 0 < v < 1, ktére odpowiadaja podzialom kostki I; przy
konstrukeji krzywych Hilberta i Sierpiskiego (podzial dwéjkowy, v = 1/2) oraz
krzywej Peano (podzial tréjkowy, v = 1/3). Wéwczas

log N (v*
Dim(X) = fim — M0

lim - (5.8)
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Zbadajmy teraz wymiar Dim( ¥(X)) zbioru X po przeksztalceniu go na od-
cinek [0,1] za pomoca ¥. Podkostki o bokach 7* zostaja wéwczas przetransfor-
mowane na pododcinki o dlugosciach v%¢, zatem

Dim( ¥(X)) = lim M

k—oo  kdlog(y)’ (59)

gdzie L(7*?) oznacza liczbe pododcinkéw, ktére maja punkty wspélne z ¥ (X).
Jednakze mamy wzajemnie jednoznaczna odpowiednio$¢ miedzy podkostkami
w I; (o boku 7%) i odpowiednimi podocinkami w I;. Zatem N(v%) = L(y*9),
co poprzez poréwnanie (5.8) oraz (5.9) prowadzi do nastepujacego twierdzenia:

Twierdzenie 5.1.1 Niech X C [g. Jesli wymiar pudetkowy Dim(X ) istnieje
oraz istnieje Dim( ¥(X)), to

Dim(X) = dDim( ¥(X)). (5.10)
O

W istocie rzeczy mozna tez udowodnié mocniejsza wersje powyzszego twierdzenia,
ktéra pozwala réwnosé (5.10) zastosowaé takze w odniesieniu do Dim(X') oraz
Dim(X).

Dosé latwo jest pokazac, korzystajac z definicji (i) oraz wlasnosci C1 krzywej,
ze zachodzi

Dim(X) < dDim( ¥(X)),

(5.11)
Dim(X) < dDim( ¥(X)).
W konsekwencji, jesli Dim(X) istnieje, to otrzymujemy
Dim(X) < dDim( ¥(X)). (5.12)

Podzielmy odcinek I7 na przedziaty o dtugosci €, majace postaé:
Co=[k=1)e ke, k=1,2,...,[1/€].

Niech L(¢€) oznacza liczbe takich przedzialéw, ktére maja punkty wspélne z ¥( X ).
Zgodnie z wlasnoscia C1, zbidr F(C}) jest zawarty w pewnej kuli o $rednicy
ae'/? W konsekwencji najmniejsza liczba kul pokrywajacych zbiér X, oznaczmy
ja przez Ngy(e€), jest mniejsza, co najwyzej réwna liczbie L(€). Stad otrzymujemy

log Ng(e) log L(¢)
<d :
—log (awel/d) = " —dlog o — log e
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co prowadzi do nieréwnosci (5.11). Pozostaje jeszcze wykazanie nieréwnosci prze-
ciwnych do nieréwnosci (5.11). Wybierzmy taka liczbe naturalna k., ze
SRl < g M < ke

Zauwazmy, ze kazda kula o $rednicy ae'/? ma punkty wspdlue z co najwyzej
29 kostkami o boku 7%, a w konsekwencji ma punkty wspélne z co najwyzej
(2/7)¢ kostkami o boku v*<*1. Liczba takich kostek, ktére maja punkty wspdlne
z X, czyli N(7%t1), jest zatem ograniczona od géry przez (2/v)% Ny(¢). Zgodnie
z opisanymi wczesniej wlasnoéciami krzywej wypelniajacej, mamy L(’y(ke"'l)d) =
N(y5+1). Poniewaz y*<t1)? < ade, wiee L(yF<tDd) > L(ate). W konsekwencji
otrzymujemy nieréwnosé

log Ny(e) S log L(ade) — dlog2/y  dlog L(a'e) — d*log 2/
—log (avel/d) = — log (avel/d) B — log (ate) ’

co prowadzi do nieréwnosci przeciwnych nieréwnosciom (5.11), czyli

Dim(X) > dDim(¥(X)),
(5.13)
Dim(X) > dDim(¥(X)).

Przy istnieniu odpowiednich granic otrzymujemy oczywiscie réwnosé (5.10). Za-
leznosé (5.10) stanowi podstawe teoretyczna algorytmu pomiaru wymiaru frak-
talnego wielowymiarowego zbioru X C I; na podstawie pomiaru wymiaru zbioru
¥(X) C I. Jej prostota nie powinna przestaniac tego, ze cate bogactwo wielowy-
miarowych tworéw geometrycznych zostaje tu zredukowane do jednego wymiaru
bez straty informacji o ich wymiarach fraktalnych. Réznorodnoéé ksztattéw zbio-
row wielowymiarowych zostaje w istocie odwzorowana w lokalne zageszczenia
punktéw na odcinku. Na rysunku 5.1 pokazano réwnoczesnie kilka obrazéw na
odcinku zbioréw o znanych wymiarach, pochodzacych z przestrzeni o réznych
wymiarach topologicznych. Dla zachowania czytelnosci, zbiory te (a raczej ich
przedstawienia graficzne) rozsunieto w pionie.

5.1.2 Opis algorytmu empirycznej oceny wymiaru fraktalnego

Niech z; € I; (¢ = 1,2, ... ,n) bedzie ciagiem punktéw pochodzacych ze zbioru X,
ktérego wymiar fraktalny ma zosta¢ zmierzony. Milczaco zakladamy przy tym,
ze n jest dostatecznie duze, nie precyzujac przy tym rzedu wielkosci n, gdyz —
jak to widaé z przytoczonych dalej badan symulacyjnych — rzad ten musi zalezeé
od wymiaru przestrzeni, w ktérej zanurzony jest mierzony zbior. Nalezy zauwa-
zy¢, ze teoretyczny wymiar skoficzonego zbioru punktéw jest zawsze réwny zeru.
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Rys. 5.1. Obrazy tworéw geometrycznych o réznych wymiarach, po przetransformowaniu
ich na odcinek [0, 1] za pomoca quasi-odwrotnoséci krzywej Sierpifiskiego. Liczac od dotu
rysunku pokazano obrazy: a) funkcji kwadratowej o wymiarze 1, b) kwadratu — wymiar
= 2, ¢) powierzchni |sin(7 (2} 4+ 22))| dwuwymiarowej w R3 — wymiar = 2, d) sygnatu
fraktalnego (traktowanego jako funkcja na ptaszczyinie) o wymiarze 1,5. We wszystkich
przypadkach obrazy uzyskano dla 5000 punktéw, a fakt, ze nie sa one widoczne na wykre-
sach wynika nie tylko z zastosowanej rozdzielczodci, ale gldwnie z geometrycznej natury
transformowanych obiektow

Fig. 5.1. Images of different geometric objects after transforming them to [0, 1] via
quasi-inverse of the Sierpinski curve. From below: a) quadratic function with dimen-
sion 1, b) square — dimension = 2, ¢) two-dimensional surface |sin(w(z? + z3))| in R>
— dimension = 2, d) signal with fractal structure (treated as the graph of a function)
dimension= 1.5. Each plot consists of 5000 points. Points are not visible due to the
geometric structure of the transformed objects

W przypadku szacowania wymiaru fraktalnego zakladamy, iz rzeczywisty obiekt
zawiera w istocie nieprzeliczalna liczbe punktéw, ktérych struktura jest samopo-
dobna i Scisle okreSlona przez strukture pobranego ciagu punktéow. Mozemy teraz
opisaé proponowany algorytm pomiaru wymiaru fraktalnego.

ALGORYTM

Krok 1. Obliczy¢ wspélrzedne t;, ¢ = 1,2, ... ,n punktéw na odcinku [0, 1],
bedace wynikiem transformacji danych przez quasi-odwrotnosé krzywej, to
znaczy, t; = W(z;), 1 =1,2,...,n.
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Krok 2. Wybraé¢ malejacy ciag 0 < ¢, < 1, k= 1,2, ..., M dlugosci przedzia-
Iéw, na ktére dzielony jest odcinek [0, 1] (standardowo wybierany jest ciag
a = 1/25).

Krok 3. Zliczy¢ liczbe N(¢x) pododcinkéw dlugosci ¢, ktére zawieraja co naj-
mniej po jednym punkcie ciagu ¢;, ¢ = 1,2, ... ,n. Powtdrzy¢ te obliczenia

dlak=1,2,..., M.

Krok 4. Metoda najmniejszych kwadratéw obliczyé wspdlezynnik 5, bedacy em-
pirycznym oszacowaniem wymiaru pudetkowego 6 zbioru ¥(X) C I;. Do-
ktadniej, znalez¢ ¢ i é, ktérej minimalizuja sume kwadratéw bledow

M

S llog(N(ex)) + dlog(er) — eI, (5.14)

k=1
wzgledem ¢ i 6.

Krok 5. Przehczyc oszacowanie wymiaru na odcinku 6 uzyskane w kroku 4, na
oszacowanie 1) wymiaru zbioru X C I; wedlug wzoru: D = dé.

Fatwo zauwazyé, ze kroki 2, 3 i 4 sa w istocie znanym algorytmem szacowania
wymiaru pudetkowego dla fraktali na odcinku. Istota propozycji jest potaczenie
tych krokéw z krokiem 1, w ktérym zachodzi redukcja wymiaru oraz krokiem 5,
w ktérym zachodzi przeliczenie oszacowania wymiaru z jednego do d-wymiaréw.

5.2 Pomiar wymiaru atraktora Lorenza i inne wyniki
badan symulacyjnych

5.2.1 Wymiary prostych tworéw geometrycznych

W tabeli 5.1 zestawiono wyniki (uzyskane proponowana metoda) oszacowan wy-
miaréw fraktalnych réznych zbioréw, ktérych wymiar teoretyczny jest znany. Po-
rownania kolumn pozwalaja stwierdzié, ze proponowana metoda zapewnia dosta-
teczna dokladnos$¢ (blad wzgledny nie przekracza 0,06). Do obliczen uzywano
5000 punktéw losowanych z mierzonego obiektu z rozkladem réwnomiernym.
Skrét FBM w ostatnim wierszu tabeli odnosi sie do procesu stochastycznego,
zwanego ruchem Browna o ulamkowym wymiarze.
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Tabela 5.1. Wyniki obliczen wymiaru fraktalnego proponowana metoda dla réznych
obiektéw o znanych wymiarach

Wymiar
Obiekt ]
Teor. | Empir.
Kwadrat w R? 2 2,0
Funkcja y = 22 w R? 1 1,035
Powierzchnia y = | sin(r (23 + y3))| 2 2,12
FBM w R? 1,5 1,521

5.2.2 Empiryczny wymiar atraktora Lorenza

Uklad Lorenza okreslony jest réwnaniami (por. [48], gdzie opisano réwniez inter-
pretacje zmiennych stanu tego systemu):

i = o(y—w), (5.15)
y = rx—ywz, (5.16)
7 = ay-—bz. (5.17)

Jak wiadomo, uklad ten posiada atraktor, zwany dziwnym, ktérego teoretyczny
wymiar fraktalny nie jest znany. Na rysunku 5.2 pokazano 10 000 prébek pobra-
nych z numerycznie obliczonego atraktora uktadu Lorenza.

W pracy [48] podano numeryczne oszacowanie wymiaru atraktora Lorenza
wynoszace 2,06 (dla ¢ = 10, b = 8/3 i r = 28), nie okreflajac jednak do-
ktadnosci tego oszacowania. W celu oszacowania doktadnosci estymacji wymiaru
atraktora przeprowadzono intensywne badania symulacyjne wedlug nastepuja-
cego schematu.

Krok 1. Losowano warunki poczatkowe dla ukladu (5.15)—(5.17) z rozkladem
réwnomiernym w kostce jednostkowej.

Krok 2. Metoda Runge-Kutty czwartego rzedu (z modyfikacjami zastosowanymi
w §rodowisku Mathematica) rozwiazywano uktad (5.15)~(5.17) i pobierano

10* prébek (z(;), y(t:), 2(4;))-

Krok 3. Na ich podstawie szacowano wymiar fraktalny atraktora proponowana
tu metoda, a wynik zapamietywano.
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Rys. 5.2. Przyktadowy zestaw 10 000 prébek z atraktora Lorenza uzywanych do oceny
dokladnosci proponowanej metody. Inne zestawy uzyskiwane byly przez losowe zmiany

warunkéw poczatkowych trajektorii
Fig. 5.2. Example 10 000 samples taken from the Lorentz attractor and used for the

evaluation of the accuracy of the proposed method. Other sample sets were obtained by
random changes of the initial conditions of the trajectories

Kroki 1-3 powtarzano 100 krotnie i na tej podstawie estymowano gestos¢ roz-
ktadu prawdopodobienistwa ocen wymiaru fraktalnego. Jako estymatora gestosci
uzyto nieparametrycznego estymatora Parzena—Rosenblata [35] z jadrem Epa-
nechnikova i wspéleczynnikiem wygtadzania h = 0,0295 dobranym empirycznie.
Na rysunku 5.3 gesto§é te zestawiono z gestoécia prawdopodobienistwa roz-
ktadu normalnego o éredniej i wariancji estymowanych z tych samych danych.
Uzyskana empiryczna ocena dyspersji, wynoszaca 6 = 0,0271306 pozwala re-
komendowaé proponowana metode do oceniania wymiaréw fraktalnych wielowy-
miarowych ukladéw dynamicznych.
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Rys. 5.3. Oszacowanie gestoSci rozktadu pomiaréw wymiaru fraktalnego atraktora Lo-
renza (linia ciagta) i poréwnanie jej z gestoscia rozkladu normalnego (linia przerywana)
o $redniej # = 2,09462 i dyspersji ¢ = 0,0271306. Wartosdci Z i & otrzymano w wyniku
uérednienia 100 pomiaréw wymiaru fraktalnego, z ktérych kazdy uzyskano na podstawie
10* obserwacji przebiegu trajektorii na atraktorze

Fig. 5.3. Estimate of the probability density of the fractal dimension measurements of
the Lorentz attractor (solid line) with comparison to the standard normal probability
density (dashed line) with the mean # = 2.09462 and the dispersion & = 0.0271306,
estimated as the average from 100 fractal dimension measurements, each obtained from
10* trajectory samples

5.3 Podsumowanie

W powyzszym rozdziale zbadano problem zmiany wymiaru wielowymiarowych
danych po ich transformacji przy uzyciu quasi-odwrotnosci krzywej wypetniaja-
cej. Badanym wymiarem byl popularny wymiar fraktalny, nazywany wymiarem
pudetkowym.

Wyprowadzono teoretyczna, zalezno$é miedzy wymiarem pudetkowym wielo-
wymiarowych danych a wymiarem pudelkowym danych przetransformowanych
przy uzyciu krzywej wypelniajacej. Wyniki tych badan staly sie podstawa do
zaproponowania nowej, tatwiejszej obliczeniowo, a przez to dokladniejszej, me-
tody oceny wymiaru fraktalnego obiektéw wielowymiarowych. Metoda wymaga
przeksztalcenia wielowymiarowych danych na odcinek Iy przy uzyciu quasi-od-
wrotnoéci krzywej wypelniajacej.

Ocena wymiaru fraktalnego jednowymiarowych danych na podstawie szaco-
wania ich wymiaru pudetkowego jest problemem obliczeniowo znacznie prost-
szym, niz analogiczne zadanie dokonywane w odniesieniu do danych jednowy-
miarowych.



Rozdzial 6

Kwantyzacja wektorowa,
krzywe wypelniajace
1 samoorganizujace sieci Kohonena

Gléwna idea metod opisanych w niniejszym rozdziale jest zastosowanie algorytmu
uczenia SOM oraz innych efektywnych algorytméw kwantyzacji do przetwarzania
jednowymiarowych danych, powstalych w wyniku transformacji danych wielowy-
miarowych przy uzyciu odwzorowania quasi-odwrotnego do krzywej wypetniaja-
cej [164].

Polaczenie obu transformacji prowadzi do powstania nowych efektywnych al-
gorytméw przetwarzania wielowymiarowych danych o dobrze okreslonych wta-
sno$ciach asymptotycznych [163], [164], [168].

Przegladajac literature dotyczaca zastosowan krzywych wypetniajacych oraz
samoorganizujacych odwzorowain Kohonena (self-organizing maps — SOM) [83],
tatwo zauwazy¢, ze pozycje z obu dziedzin czesto dotycza podobnych problemoéw
zwiazanych w ogdlnym sensie z problemami kwantyzacji wielowymiarowych da-
nych [4], [52], [55], [58], [63], [100], [132], [202], [206] oraz zadaniami odtwarzania
przestrzennej organizacji danych wejsciowych w ograniczonej strukturze topolo-
gicznej sieci SOM (odwzorowanie topograficzne prowadzace do redukeji wymiaru,
wizualizacja, [2], [96], [190], [192]).

7, punktu widzenia kazdego z tych zadan rozpatrywanych odrebnie nie jest
to rozwiazanie idealne, stad wiele pomystéw taczenia algorytmoéw uczenia konku-
rencyjnego z réznymi transformacjami danych wejsciowych [165], [163], [164].

Sieci SOM z topologia jednowymiarowa (w postaci laficucha neuronéw) znaj-
duja tez praktyczne zastosowanie w rozwiazywaniu problemu komiwojazera [44],
[50], [22], [71] oraz problemu sortowania liczb [21]. Omdéwienie literatury dotycza-
cej sieci samoorganizujacych mozna znalezé w pracy autorki [165].
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Sieci SOM [81], [82], [83] sa specjalnym typem sieci neuronowych [185], [117],
[85], w ktorych uczenie odbywa sie bez nadzoru (bez nauczyciela).

W sieciach Kohonena mamy do czynienia z tak zwanym uczeniem konkuren-
cyjnym. W przeciwienstwie do typowych sieci, na przyktad sieci jednokierunko-
wych, w ktérych modyfikacji podlegaja wszystkie neurony, w sieciach z uczeniem
konkurencyjnym po prezentacji wzorca wejsciowego nastepuje okreslenie neuronu
wygrywajacego i tylko ten neuron, ewentualnie zbiér sasiadujacych z nim neuro-
now, aktualizuje swoje wagi tak, by zblizy¢ je do aktualnego wzorca, przy czym
obowiazujace konkretne zasady rywalizacji neuronéw moga by¢ rézne [202], [54],
[83], [107].

Generalnie rzecz ujmujac, reguty miekkiej konkurencji, w ktdrej réwnocze-
$nie uczy sie wieksza liczba neuronéw (wygrywajacych neuronéw), przyspieszaja
proces uczenia oraz zwiekszaja jego odpornosé na zaklécenia. Kazdy neuron, a do-
kladniej jego wagi, staje sie pewnym wzorcem (prototypem) grupy bliskich sobie
sygnaléw wejsciowych, przy czym neurony sasiadujace ze soba reprezentuja bli-
skie sobie, podobne, obszary przestrzeni danych wejSciowych. W ten sposob sie¢
SOM tworzy obraz przestrzeni sygnaléw wejsciowych przeniesiony na wewnetrzna
strukture topologiczna sieci.

Kohonen [82] dostrzegal zwiazki pomiedzy krzywymi wypelniajacymi prze-
strzen i sieciami SOM z jednowymiarowa topologia w postaci taficucha neuronéw,
a wiec taka, ktora ustala liniowy porzadek w zbiorze neuronéw.

W przypadku jednowymiarowej, liniowej topologii sieci neuronowej mecha-
nizm uczenia SOM prowadzi do liniowego uporzadkowania w przestrzeni wek-
toréw wejsciowych. Ponadto polozenia neuronéw w wielowymiarowej przestrzeni
wejs¢ koncentruja sie w obszarach, z ktérych pochodza dane wejsciowe. Jedli zato-
zymy, ze istnieje gestosé rozkladu prawdopodobiefistwa wektorow wejsé, to wraz
ze wzrostem rozmiaru sieci SOM koncentracja neuronéw staje sie tym wieksza,
im wieksza jest gestodc rozkltadu wejsé. Ciag punktéw o wspélrzednych odpowia-
dajacych wagom neuronéw, potaczonych ze soba zgodnie z przyjeta numeracja
(topologia sieci), tworzy tamana skanujaca przestrzen wejsc.

Badanie procesu polegajacego na zwiekszaniu liczby neuronéw prowadzi do
obserwacji, ze w wyniku dzialania algorytmu uczenia SOM otrzymujemy krzywa
coraz gesciej skanujaca wielowymiarowa przestrzen wejsé. Proces taki nie jest
jednak w jakimkolwiek sensie zbiezny do krzywej wypelniajacej (traktowanej jako
ciagle odwzorowanie I; — Ig).

Mozemy przyjac jedynie, ze jednowymiarowa (w sensie topologii) sie¢ SOM
aproksymuje pewna krzywa wypelniajaca przestrzen wejs¢, zachowujac ponadto
w pewnym stopniu zwiazane z ta przestrzenia miary probabilistyczne. Sama pro-
cedura uczenia sieci przebiega w przypadku jednowymiarowym znacznie szybciej
niz w odniesieniu do wielowymiarowych danych.
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6.1 Problem wektorowej kwantyzacji

Zadanie kwantyzacji wektorowej [63], [58], [206] polega na kodowaniu wielowy-
miarowych danych za pomoca skonczonego zbioru wektoréw odniesienia (kwan-
tyzeréw) w = (wq, ... ,w,). Kazdy punkt z przestrzeni wielowymiarowej jest
jednoznacznie przyporzadkowany do okreslonego, najblizszego w sensie pewnej
metryki wektora odniesienia wy(,), dla ktorego roznica ||z — W(z) 1|1, 3 > 0, nazy-
wana bledem kwantyzacji, jest najmniejsza. Zwykle || - || jest norma euklidesowa,
natomiast § = 2.

Jesli rozklad prawdopodobienstwa danych wejSciowych ma gestos¢ f(z), to
sredni blad kwantyzacji (wartos¢ oczekiwana dystorsji) okreslony jest przez

1/d [ lla = w1’ fw)da (6.1)

i zalezy od wyboru wektoréw odniesienia w.

Zaprojektowanie dobrego zbioru wektoréow odniesienia jest podstawowym pro-
blemem wektorowej kwantyzacji i wymaga rozwiazania zagadnienia wielowymia-
rowej minimalizacji. Problem ten cechuje istnienie wielu miniméw lokalnych [202].

Znanych jest wiele algorytméw wektorowej kwantyzacji: [206],[202], [107],
[204]. Najczeéciej uzywanym jest uogdlniony algorytm Lloyda, znany tez jako
schemat LBG [100], [132], [202]. Tego typu algorytm byl rozpatrywany réwniez
w zastosowaniu do klasteryzacji wielowymiarowych danych w postaci algorytmu
K —$rednich [105], [41], [63], [17], [27].

Podobnie algorytm uczenia SOM (z topologia jednowymiarowa w postaci fan-
cucha neuronéw) [81], [82], [83] moze by¢ traktowany jako uogdlnienie metody
LBG w wersji, w ktérej metode aproksymacji stochastycznej [136], [12], [102] sto-
suje sie do optymalizacji dokonywanej adaptacyjnie, na podstawie pojedynczych
obserwacji (por. [132], [165]).

Algorytm ten ma postaé [83], [132]:
woWY = w?tary + hi75(w) (x — wstary)7 (6.2)

K3 K3

gdzie h; s,y jest tak zwana funkcja sasiedztwa, ktora przyjmuje wartos¢ 1 dla
i = s(x), w pozostalych przypadkach natomiast jej warto$é jest nierosnaca funk-
cja | — s(x)|. Najezedciej h; gy = 1, gdy [i — s(2)| < m oraz h; 4,y = 0, gdy
|t — s(z)| > m. Taka funkcje sasiedztwa nazywa sie sasiedztwem prostokatnym
o szerokos$ci m. Analiza algorytmu uczenia (6.2) jest w ogélnym przypadku bardzo
skomplikowana (por. przeglad znanych wynikéw badan zawarty w pracy autorki
[165] oraz w pracach [203], [99], [56], [98], [188], [83], [187], [133], [134], [135]).
Niestety, zbieznos¢ z prawdopodobiefnstwem 1 algorytmu uczenia SOM do usta-
lonego stanu réwnowagi oraz istnienie i jednoznaczno$é takiego stanu réwnowagi
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(istnienie i jednoznaczno$é¢ rozwiazania asymptotycznego) wykazano tylko przy
zalozeniu réwnomiernego rozkladu danych wejsciowych [83] lub przy zalozeniu,
ze f(z) > 0,z € [0,1] oraz ze logarytm gestosci rozkladu jest funkcja wklesta
na odcinku [0, 1] [18], [11]. Réwnoczesnie jednak nie jest znany zaden przyklad
$wiadczacy o niejednoznacznosci rozwiazania asymptotycznego algorytmu (6.2)
przy f(xz) > 0 oraz przy dowolnej (ze wzgledu na liczbe sasiadéw) prostokatnej
funkcji sasiedztwa [18]. Ponadto wiadomo, ze algorytm (6.2) w przypadku jedno-
wymiarowym zapewnia osiagniecie i utrzymanie stanu uporzadkowania neuronéw
polegajacego na spelnieniu warunku wy < ... < w; < wigy... < wy [83].

Dalej bedziemy korzystaé tylko z wynikéw dotyczacych przypadku jednowy-
miarowej sieci SOM i jednowymiarowych danych pochodzacych z odcinka I.
Z pracy [132] wynika, ze w sieci SOM, w sytuacji gdy liczba neuronéw dazy do nie-
skonczonoéci, funkcja gestosci rozktadu prawdopodobienstwa potozenia neuronu,
Q(2), rozpatrywana w przestrzeni danych wejsciowych (jednowymiarowych), jest
proporcjonalna do funkcji gestosci rozkladu wejsé f(x) w potedze a, gdzie

a=2/3-1/3[m*+ (m+ 1), (6.3)

natomiast m oznacza liczbe sasiadéw w jednowymiarowym algorytmie Kohonena
z prostokatna funkcja sasiedztwa, stad

Q)  f(o)". (6.4)

Formalny dowéd powyzszej wlasnosci wymaga zalozenia, ze f(z) > 0. Ponadto
w trakcie przeprowadzania dowodu w pracy [132] zalozono, ze funkcja gestosci
jest rézniczkowalna. Zalozenie to jest niepotrzebnie zbyt restrykcyjne. W rzeczy-
wistosci wystarczy przyjaé, ze funkcja gestosci daje sie aproksymowac z dowolna
doktadnoscia za pomoca funkeji odcinkami liniowej. Warunek ten spelnia kazda,
ograniczona od gory, funkcja gestosci.

Nalezy zauwazy¢, ze zaleznosé (6.4) udowodniono w zasadzie tylko w przy-
padku jednowymiarowej przestrzeni wejs¢ i przy strukturze sieci w postaci tancu-
cha neuronéw. Nic natomiast nie wiadomo o istnieniu tego typu asymptotycznych
rezultatéw (poza pewnymi bardzo szczegdlnymi przypadkami [133]), gdy dane
wejsciowe sa wielowymiarowe).

Przy liczbie sasiadéw m — oo, réwnanie (6.3) prowadzi do otrzymania war-
tosci @ = 2/3. W przypadku, gdy m = 0, ze wzoru (6.3) otrzymujemy a = 1/3.
Wynik ten pokrywa sie ze znanymi wynikami dotyczacymi wektorowej kwanty-
zacji. Jak wiadomo [206], jesli liczba kwantyzatoréw dazy do nieskonczonosci, to
gesto$c ich rozkladu w d-wymiarowej przestrzeni wejs¢, minimalizujaca kryte-
rium (6.1), jest proporcjonalna do f(z)*, gdzie a = d/(d 4 ). Latwo sprawdzi¢,
ze gdy d = 1 i warto$¢ wykladnika w kryterium (6.1) wynosi § = 2, otrzymujemy
te sama warto$¢ @ = 1/3.
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Oprécez algorytmu uczenia (6.2) stosowany bywa takze algorytm uczenia na-
zywany ,,gazem elektronowym” [107], [117]. W algorytmie tym nie ma ustalonej
topologii sieci (statego uporzadkowania neuronéw). Zbiér sasiadéw wyznaczany
jest na biezaco, jako aktualny zbiér k najblizszych sasiadow. Wszystkie neurony
sa porzadkowane zgodnie z ich odlegloécia od prezentowanego wzorca, czyli w po-
staci: {w;,, wi,, ..., w;y}, przy czym

||w2k - $|| < ||wik+1 - $||, k=1,2,...,N—1.
Regula uczenia ,,gazu elektronowego” ma postac:

W™ = ™Y 4oy (ki w)) (2 — ™), i = 1,2, ... N, (6.5)
gdzie k;(x,w) jest liczba naturalna, ktéra oznacza, ktérym z kolei najblizszym
sasiadem obserwacji x jest neuron w;. Funkcja

h/\(k‘i($, w)) = 6_(]%(1”7"0)_1)//\

jest specyficzna funkcja sasiedztwa z parametrem A > 0. Przy A — 0, tylko polo-
zenie najblizszego sasiada podlega aktualizacji. Gdy A > 0, wtedy aktualizowane
sa wagi wszystkich neuronéw, lecz wspélezynnik uczenia odleglych neuronéw (da-
lekich sasiadéw) szybko dazy do zera. Jest to sytuacja podobna do tej, z ktéra
mamy do czynienia w klasycznym algorytmie uczenia SOM z gaussowska funkcja
sasiedztwa [83].

W przypadku asymptotycznym, gdy liczba neuronéw N dazy do nieskonczo-
noéci, gestosé rozktadu neuronéw w przestrzeni wejsé opisywana jest rownaniem
rozniczkowym o postaci takiej, jak réwnanie charakteryzujace dyfuzje gazu —
stad nazwa sieci ,,gaz neuronowy”. Stacjonarne rozwiazanie tego réwnania przy
A — o0 jest postaci:

Q) o f(x)". (6.6)

Wyktadnik @ = d/(d 4+ 2) ma wartos¢ optymalna ze wzgledu na zadanie wekto-
rowej kwantyzacji z kwadratowa dystorsja (8 = 2) [206]. Algorytm ,,gazu elek-
tronowego” jest szczegdlnie prosty obliczeniowo w przypadku jednowymiarowym,
co pozwala na jego efektywne wspéldziatanie z transformacja wielowymiarowych
danych za pomoca krzywych wypetniajacych.

Wracajac do spojrzenia na algorytm Kohonena jako na narzedzie stuzace do
wektorowej kwantyzacji, mozemy w prostych przypadkach sformulowac¢ asymp-
totyczna, postaé kryterium, zalezna od przyjetej szerokosci sasiedztwa. Zmiana
szerokodci sasiedztwa m prowadzi do uzyskania réznych wartoéci wykladnika a
(por. (6.3)). Takze inne modyfikacje algorytmu Kohonena [132], [204], [10] po-
zwalaja wplywac na warto§¢ wykladnika a w zaleznosci (6.4).
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Korzystajac ze wspomnianych juz wynikéw Zadora [206], dotyczacych wek-
torowej kwantyzacji, otrzymujemy, poprzez zmiane a, rézne postaci kryterium
(6.1), w ktérych wyktadnik 3 zmienia sie w zaleznosci od sposobu modyfikacji
algorytmu Kohonena. Postaé kryterium odnosi sie naturalnie tylko do przypadku
jednowymiarowego i sytuacji asymptotycznej, gdy liczba neuronéw (kwantyza-
toréw) dazy do nieskonczonoséci. Miedzy innymi nieliniowa metoda aktualizacji
wag, zaproponowana w [204], pozwala na uzyskanie (w jednym wymiarze) réz-
nych wartosci wykladnika a. Do podobnych efektow prowadzi takze adaptacyjna
zmiana wspolczynnika uczenia okreslanego indywidualnie dla kazdego z neuronéw
[10].

W kolejnym rozdziale pracy zaproponowana zostanie metoda kwantyzacji,
ktoéra taczy transformacje wielowymiarowych danych za pomoca quasi-odwrotno-
§ci wybranej krzywej wypelniajacej ze skalarna kwantyzacja przy uzyciu algo-
rytmu (6.2) w odniesieniu do danych przetransformowanych na odcinek I;.

Zastosowanie réznych wariantéw algorytmu uczenia (6.2) umozliwia w pew-
nym stopniu ksztaltowanie gestosci rozkladu kwantyzatoréw na odcinku I, a tak-
ze — jesli skorzystamy z wlasnoSci zachowywania miary przez odwzorowania F
i jego quasi-odwrotno$é¢ ¥ — odpowiednich kwantyzatoréw w przestrzeni I.

6.2 Kwantyzacja wektorowa na odcinku

W pracy autorki [164] zaproponowano nowa metode kwantyzacji wielowymiaro-
wych danych, ktéra polega na polaczeniu transformacji wielowymiarowych da-
nych za pomoca krzywych wypelniajacych ze skalarna kwantyzacja wykorzystu-
jaca jednowymiarowy algorytm SOM na danych z odcinka. Zamiast SOM mozna
w tym miejscu uzy¢ innego klasycznego algorytmu kwantyzacji typu LBG [55] lub
algorytmu ,.gazu elektronowego”. Eksperymenty obliczeniowe pokazuja jednak,
ze algorytm SOM jest w wielu przypadkach bardziej efektywny i prowadzi do
mniejszego bledu kwantyzacji. Koncowym etapem procesu jest wyznaczenie wek-
toréw odniesienia poprzez przeksztalcenie skalarnych kwantyzatoréw przy uzyciu
krzywej wypeltniajacej do postaci wektorowej w 1.

Podobna idee zastosowania krzywej Hilberta do kompresji i kwantyzacji obra-
76w mozna znalezé w pracach [97], [126]. W pracach tych nie skorzystano jednak
z whasnoéci krzywych wypetiajacych, a w szczegélnosci wlasnosci zachowywania
miary.

W przedstawianym tu podejéciu, zmieniajac algorytm skalarnej kwantyzacji,
mamy mozliwo$¢ wyboru pozadanej zaleznosci pomiedzy rozkladami wejsé a roz-
kladami kwantyzatoréw w przestrzeni wielowymiarowe;j.
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6.2.1 Algorytm wektorowej kwantyzacji uzyskany
za pomoca krzywych wypeiniajacych

Niech {X;} bedzie nieskoiiczonym ciagiem realizacji niezaleznych, wielowymiaro-
wych zmiennych losowych (wektoréw losowych). Zaktadamy, ze X; sa identycz-
nymi zmiennymi losowymi o rozkladzie opisanym gestoécia f, ktére przyjmuja
wartosci z kostki I;. Przyjmujemy tez, ze wspolrzedne punktéw z kostki sa licz-
bami rzeczywistymi, a ich pozycje na krzywej wypelniajacej kostke, czyli ¥(X),
moga by¢é wyznaczone z dowolna doktadnoscia.

Poniewaz ¥ jest funkcja mierzalna, stad takze ¢; = ¥(X;) sa niezaleznymi
zmiennymi losowymi. Ich rozklad opisuje funkcja gestosci g(t) = f(F'(¢)) (por.
lemat 4.16).

Zmienne losowe t; przyjmuja wartosci z odcinka [0, 1]. Kwantyzacji danych
o nieznanym rozkladzie ¢(¢) dokonujemy korzystajac ze zmodyfikowanego algo-
rytmu (6.2) (por. praca autorki [164]).

W celu unikniecia nieporozumien bedziemy dalej oznaczaé literami v pozycje
kwantyzatoréw na odcinku Iy, natomiast literami w kwantyzatory w przestrzeni
wielowymiarowej.

Podobienistwo miedzy sygnalem wejsciowym t = ¥(z) € [0,1] a skalarnym
kwantyzatorem v; jest mierzona poprzez ich odleglos¢ na odcinku [0, 1]. Wygry-
wajacy wspolzawodnictwo neuron v, wyznaczany jest zatem przez formute:

t = oyl = min (It = vl (6.7)

Obszary oddziatywania poszczegdlnych kwantyzatorow

O.={t:|t—vy| = lgiSnNﬂt — v}t e=1,...,N (6.8)
tworza podzial odcinka [y, zwany w przypadku wielowymiarowym diagramem
Voronoia [58]. Zauwazmy, ze — w przeciwiefistwie do problemu wielowymiarowego
— podzial ten jest bardzo tatwo wyznaczy¢ w stanie uporzadkowania sieci, gdy
v; < vit1, a mianowicie O; = [(v; — vi—1)/2, (vig1 — v;)/2]dlai=2,... ,N -1
oraz 01 = [0, (v2 —v1)/2], On = [(vn — vn-1)/2,1].

A oto zaproponowany algorytm, nazywany dalej algorytmem SFCVQ.

ALGORYTM SFCVQ

Przyjmij poczatkowa warto$¢ wspélezynnika uczenia n oraz warto§é¢ k > 0.

Krok 1. Rozpocznij od losowo wybranych pozycji vy, ve, ..., on, v; € [0,1], i =
1,...,N.
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Krok 2. Przetransformuj nowa obserwacje & € Iy do postaci t = ¥(x) € .
Krok 3. Oblicz odlegto$é t w stosunku do aktualnych wartosci vy, vq, ..., vN:
|t —v;], i=1,...,N
i znajdz numer wygrywajacego neuronu s = s(t), czyli oblicz arg min; |[t—v;].
Krok 4. Zmien wage v; oraz wagi sasiadujacych 2 m neuronéw zgodnie z reguta:

IO = S s sgn(t = o) [ = 7 =1, N,

gdzie hy; =1, jesli |s — j| < m oraz hy; = 0 w przeciwnym przypadku.
Krok 5. Zmien 7 i ewentualnie szeroko$é¢ sasiedztwa m. 1dz do kroku 2.

Sasiedztwo neuronéw m—tego rzedu obejmuje, poza neuronem wygrywajacym
o numerze ¢, takze m jego poprzednikéw i m nastepnikow:

Ne=Ai:|li—¢/<m, 1 <i< N} (6.9)

W powyzszym algorytmie uwzgledniono w unogdlnionej postaci metode ucze-
nia zaproponowana w pracy [204]. W przypadku, gdy x = 1, algorytm ten jest
réwnowazny ze znana regula uczenia (6.2), jesli natomiast k > 0 jest dowolna
liczba, to przy m = N, N — oo

Q(z) o f(2)5. (6.10)

Umozliwia to zmiane wykladnika a w (6.4) w zakresie od wartosci bliskich 0 do
wartosci bliskich 1. Podobnie, ustalanie réznych szerokosci sasiedztwa m, ktére
jest dalej stale w trakcie catego procesu uczenia, przy k = 1, pozwala na uzyskanie
wartosci a z przedziatu [1/3,2/3] (por.[132]).

Podsumowujac, jesli N — oo, to dystorsja zapewniana przez algorytm SFCVQ
dazy do minimalnej dystorsji postaci:

1d [ 1= v g0,

gdzie 3 = a=! — 1 zalezy od parametréw algorytmu SFCVQ. Uzasadnienie po-
wyzszego stwierdzenia wynika bezposrednio ze znanej zaleznosci [206] pomiedzy
wartoSciami wykladnika 8 w wartosci oczekiwanej dystorsji (6.1), wykladnika «
w optymalnej, dla tego kryterium, gestoéci kwantyzatoréw oraz wymiarem prze-
strzeni d. Zalezno$¢ ma postac¢ a = d/( + d). Po przeksztalceniu i podstawieniu
d = 1 otrzymujemy wartos¢ = a~' — 1.

Zauwazmy, ze skoro F jest funkcja wzajemnie jednoznaczna z doktadnoscia
do zbioru miary Lebesgue’a zero (por. wlasnos¢ C2 z rozdzialu 4), to zachodzi
nastepujaca wlasnosé:
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Lemat 6.1 Niech F bedzie krzywq wypelniajgeq Iy, ktora spetnia warunki C1-C3.
Jesli zmienna losowa Y przyjmuje wartosci z odcinka Iy, przy czym jej rozktad
opisuje funkcja gestosci g(t), t € Iy, to F(Y) jest zmienng losowq, ktora przyj-
muje wartosci w Iy, a jej gestosé jest rowna f(x) = g(¥(x)),x € I; prawie
wszedzie (z doktadnosciq do zbioru miary Lebesque’a zero).

Na podstawie powyzszego lematu mozemy dalej wnioskowaé o asymptotycznym,
przy N — oo, rozkladzie ()4(z) kwantyzatoréw otrzymanych poprzez przetrans-
formowanie do kostki I; zbioru kwantyzatoréw {vy, ve ...}, wyznaczonych w wy-
niku dzialania algorytmu SFCVQ na podstawie danych o rozkladzie ¢(t) =
f(F(t)), gdzie f(x) > 0 jest funkcja gestosci rozkladu oryginalnych danych pocho-
dzacych z kostki I;. Jesli kwantyzatory na odcinku maja asymptotyczna gestosc
rozkltadu o f(F(1))*, to Qa(z) x f(F(¥(2)))* = f(z)* prawie wszedzie w I
(z doktadnoscia do zbioru miary Lebesgue’a zero), por.[164].

6.2.2 Asymptotyczny blad kwantyzacji

W podrozdziale tym oszacujemy blad dystorsji (6.1) uzyskiwany w przestrzeni
wielowymiarowej, gdy zbiér kwantyzatoréw zostanie ustalony poprzez przetrans-
formowanie, za pomoca krzywej wypelniajacej F', zbioru skalarnych kwantyzato-
réw {vy,vo ...} obliczonych dla danych z odcinka I;. Funkcja gestosci rozkladu
prawdopodobiefistwa danych jednowymiarowych jest postaci g(t) = f(F(1)),
gdzie f(z) > 0 jest funkcja gestosci rozkladu oryginalnych danych pochodzacych
z kostki 1.

W ogdlnym przypadku btad dystorsji (6.1) w przestrzeni wielowymiarowej ma
wartosc

Es(N,F(V)) = 3 L0 [s, 1F(t) = Fon)l|Pg(t)dt, (6.11)

gdzie S; = [s4, 8i41] = [(vic1 + v:)/2, (vi + vi41)/2], 51 = 0, sy41 = 1. Zauwazmy,
ze warto$¢ Eg(N, F(V)) mozna przedstawi¢ w réwnowaznej postaci jako

Es(N, F(V)) = %1 Je, |lv = F(o)[|° f(2)da, (6.12)
gdzie CZ = F(Sz),l = 1, ,N.

Dalej, wartos¢ Eg(N, F(V)) mozna oszacowac od géry, korzystajac z wlasno-
$ci C1 krzywej wypelniajacej (patrz rozdzial 4.5), w nastepujacy sposéb:

8 N

o Si41
S [ el g, (6.13)
i=1"%

gdzie a jest stala w odpowiednim warunku Héldera (4.74), ktérej wartosé zalezy
od typu krzywej wypelniajacej i wymiaru przestrzeni d.
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Jesli liczba pozioméw kwantyzacji N jest bardzo duza, a w konsekwencji sze-
roko$¢ odpowiadajacych im na odcinku przedzialéw bardzo mata, to mozemy
przyjaé, ze g(t) jest w przyblizeniu stale w przedzialach [s;, s;11]. Mozemy zatem
przyjac, ze lokalne zachowanie kwantyzatoréw w kazdym z tych przedzialéow jest
bliskie optymalnemu (réwnomiernemu) zachowaniu kwantyzatoréw przy zaloze-
niu jednostajnego rozktadu sygnaléw wejsciowych (por. [58]).

Stad otrzymujemy dalej, ze (6.13) jest w przyblizeniu réwne

aﬁ N Si41 ﬁ/d
L3 g / It — o] P4, (6.14)
=1 Si

Przy réwnomiernym rozkladzie sygnatéw wejsciowych kwantyzator »; powinien
znajdowaé sie dokladnie w polowie przedzialu [s;, s;11]. W zwiazku z tym, wy-
konujac standardowe obliczenia, otrzymujemy

Btd

Sig1 Aif2 2d AN\ 4
/Si |t — v/ ddt = 2/0 A1t = Trd (7) : (6.15)
gdzie A; = s;41 — s;. Po podstawieniu do (6.14) otrzymujemy
of & p/d
T ;g(vi) (A;/2)°P4 A (6.16)

Niech ¢(t) bedzie asymptotyczna (przy N — o0) gestoscia rozkladu kwanty-
zatorow, wtedy A; ~ ﬁ(t) Przyjmijmy, ze ¢(t) = C~1 g(t)?, gdzie C' = fol g(t)®.
Wartosé a zalezy od uzyte] metody kwantyzacji na odcinku [, stad otrzymujemy

Jé; N
Es(N,F(V)) < diﬁ @N/CY IS g(u)i=a8/d A, (6.17)
=1
Przy N — oo zachodzi
N af 1 af
D oglv)' T A 2/ g(t)!~ T dt.
=1 0

Zalézmy, ze g(t) spelnia warunki:

g(t) >0, t € I, (6.18)

C= [ g(t)'dt < oo, (6.19)

1 d—a g
D:/ g5 dt < 0. (6.20)
0
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Twierdzenie 6.2.1 JeZeli g(t), gestosé rozktadu prawdopodobieristwa sygnatow
wejsciowych rozpatrywanych na odcinku Iy, spetnia warunki (6.18)-(6.20), to
wtedy asymptotyczny blad kwantyzacji Eg(N, F(V)) jest ograniczony z gory przez
wyrazenie

C(B,d,a,a) NP/, (6.21)
)ﬁ/d

gdzie C(8,d,a,a) = of (%

g D.

7 powyzszego twierdzenia wynika, ze asymptotyczna wartosc¢ dystorsji (6.11) ma-
leje wraz z N w sposéb typowy dla wielowymiarowych kwantyzatoréw, czyli jak

O(N P14y (por.[64], [206]).

6.3 Krzywe odtwarzajace rozklad danych
wejsciowych

Za praca autorki [163] zaproponujemy konstrukcje krzywej wypelniajacej, ktéra
zachowujac geometrie klasycznych, omawianych w niniejszej monografii krzywych
wypetiajacych, réwnoczeénie doktadnie odtwarza rozklad danych wejSciowych,
tak jak to postulowal Kohonen [82] w odniesieniu do samoorganizujacych odwzo-
rowan SOM.

Innymi stowy, celem przedstawionego w tym rozdziale algorytmu jest otrzyma-
nie krzywej, ktéra wypelnia podobszary o réwnej objetosci fragmentami krzywej,
ktoérej odpowiednie dlugosci na odcinku sa proporcjonalne do miary probabili-
stycznej sygnaléow wejsciowych odpowiadajacych tym podobszarom.

Méwiac bardziej precyzyjnie, proponowana krzywa wypelniajaca powinna
spelniaé nastepujacy warunek:

C Krzywa Fp : I} — I; zachowuje miare probabilistyczna, P, to znaczy, dla
kazdego zbioru borelowskiego B C I; zachodzi

P(B) = (F5'(B)) (6.22)
gdzie p oznacza miare Lebesgue’a na odcinku I;.

Zakladamy, ze dane wejéciowe przyjmuja wartoéci w kostce Iy. Ich zachowanie
opisuje zmienna losowa X o rozkladzie absolutnie ciaglym (wzgledem miary Le-
besgue’a) w I; i danym za pomoca gestosci f(z), ¢ € I,.

Jak wiadomo, jesli U jest zmienna losowa o rozktadzie réwnomiernym na od-
cinku Iy, to zmienna losowa W™(U') ma rozklad o dystrybuancie W. W musi by¢
dystrybuanta, niemalejaca funkcja, ktéra zmienia sie od wartoéci 0 do wartosci 1.
Dla naszych celéw dodatkowo zaktadamy, ze W jest okreSlona na przedziale I,
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w tym sensie, ze W(t) = 0, t < 0 oraz W(t) = 1, t > 1. Jesli dodatkowo zalo-
zymy, ze f(z) > 0, x € I, to w konsekwencji W jest icisle monotoniczna. Stad
dla rozkltadéw oddzielonych od zera (w kostce I;) W jest odwzorowaniem wza-
jemnie jednoznacznym odcinka Iy w I; i jego odwrotno$é W1 jest takze funkcja
ciagta i $cisle monotoniczna.

Twierdzenie 6.3.1 Niech funkcja Fp : Iy — I bedzie zdefiniowana w nastepu-
jacy sposdb:
Fp(t)= FOV~(1)), te€ I,

gdzie F jest d—wymiarowq krzywq wypetniajocq zachowujgeq miare Lebesque’a,
aW(t) = fg f(F(s))ds, gdzie f(z), x € Iy jest funkcjq gestosci rozktadu prawdo-
podobienistwa w 1z, ktdrej nosnikiem jest cata kostka 1.

Wtedy Fp jest ciggtym odwzorowaniem odeinka Iy na kostke 1y, ktére zacho-
wuje miare probabilistyczng okreslong przez gestosé rozktadu prawdopodobienstwa
f(z) >0, z € Iy, to znaczy, dla kazdego zbioru borelowskiego B C I; zachodzi

P(B) = p (F5'(B)) . (6.23)

Dowéd. 7 wlasnosci krzywej wypelniajacej I (patrz lemat 4.15) wynika, ze
P = [ foyde = [ f(FGs)ds.
B F-1(B)

Korzystajac z zamiany zmiennych s = W~1(t), mozemy zapisaé
ds = dW™(t) = fIFOVT(1))] " dt

i dalej

/F—1<B> J(e)ds = /W(F—l(B)) SOV LAV )] dr

- /W(F—l(B)) "= H[W(FEI(B))]'

Zauwazmy, ze

Fal(z) = W(F Y (2)), z € Iy,

co koniczy dowdd wlasnosci C. Poniewaz f(z) > 0, stad takze f(F(t)) > 0,
a w konsekwencji W(t) jest funkcja ciagla, $cisle rosnaca w I;. Zlozenie ciaglej
bijekcji W1 : I} — I; oraz ciaglej surjekcji F : I} — I; daje w wyniku ciagle
i surjektywne odwzorowanie odcinka I7 na kostke I, co koniczy dowdd. O
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Powyzsze twierdzenie jest podstawa proponowanego dalej algorytmu genero-
wania krzywych wypelniajacych zaleznych od danych.

Zakladamy dalej, ze dany jest ciag niezaleznych zmiennych losowych Xj,
X5, ... o tym samym rozkladzie oraz istnieje funkcja gestosci tego rozkladu
f(z),2 € Ij. Z lematu 4.16 wynika, Ze zmienne losowe ¢; = ¥(X;) sa nieza-
leznymi zmiennymi losowymi przyjmujacymi wartosci z odcinka Iy i z funkcja
gestosci prawdopodobienstwa ¢(t) = f(F(t)). Niech W oznacza jak poprzednio
ciagta dystrybuante rozktadu prawdopodobienstwa na odcinku I7, odpowiadajaca
gestosci ¢(t).

Algorytm tworzenia aproksymacji krzywej Fp, bazujacy tylko na obserwa-
cjach X1, Xo, ..., bedzie sktadatl sie z dwéch czeSci. Pierwsza polega na prze-
ksztatceniu wielowymiarowych danych pochodzacych z kostki I; do postaci jed-
nowymiarowych danych zawartych w odcinku /; (odwzorowanie ¥). Druga czesé
algorytmu, wiazaca sie z najwiekszym naktadem obliczeniowym, polega na esty-
mowaniu dystrybuanty rozkladu danych jednowymiarowych W.

Etapem posrednim bedzie estymacja gestosci rozktadu za pomoca histogramu.
Szerokosci przedzialéw w histogramie beda zmieniane hierarchicznie w sposéb
dopasowany do geometrycznej struktury kolejnych przyblizen krzywej wypelnia-
jacej F.

ALGORYTM czes¢ 1

Przyjmij go; =0, j =1, ... ,m. Oblicz:
g = 9i—; = 1)/i+ i hy, j=1,...,m,
gdzie h;; = 1, jesli t; = ¥(X;) € [(j — 1)/m,j/m] oraz h;; = 0 w przeciwnym
przypadku; m =2¢% k=1,2,3,...,i=1,2,...,n.

Powyzszy algorytm jest w istocie rzeczy wersja rekurencyjna histogramowego
estymatora funkcji gestosci ¢(t) [35], [37], naturalnie z doktadnoscia do wspél-
czynnika skalujacego m = 2. Zmieniajace sie liczby k = 1,2, ... okreélaja po-
§rednio szeroko$c przedzialéw histogramu, a w konsekwencji dokladnoséc¢ aproksy-
macji funkcji gestosci g(t). Szerokos¢ przedziatéw histogramu wynosi odpowiednio
27 gdzie d, jak dotychczas, oznacza wymiar przestrzeni Iy, przy czym warto$é
k powinna by¢é dopasowana do iloSci dostepnych obserwacji. Proces zwiekszania
liczby k& mozna kontynuowaé lokalnie, tylko w odniesieniu do wybranych prze-
dzialéw [(j — 1)/m, j/m].

Zamiast dystrybuanty W, ktéra nie jest znana, uzyjemy jej estymaty uzyska-
nej poprzez obliczenie calki (zsumowanie) z histogramu.
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Rys. 6.1. Zalezna od danych krzywa Sierpinskiego ze 150 punktami wierzchotkowymi
Fig. 6.1. Data-driven Sierpiniski space-filling curve with 150 nodal points

ALGORYTM czesé 11

i(t)-1
Wat) = D7 gui+ Gujiy(mt = j(t) + 1), gdzie (1) = [tm],
=1

m=2 k=1,2,3...
Fp(t) = FOW; (1)), t € I,

a krzywa F' jest ta sama krzywa wypelniajaca, ktorej quasi-odwrotnos¢ ¥ byta
uzywana przy wyznaczaniu histogramu ¢,;, j =1, ..., m.

Otrzymana w powyzszy sposob funkcja W(t) jest funkcja ciagla, odcinkami
liniowa. W zwiazku z tym wyznaczenie funkcji odwrotnej do W(t) nie stwarza
wiekszych problemoéw.

6.3.1 Przyktady obliczeniowe

Rysunek 6.1 pokazuje zalezna od danych krzywa o geometrii krzywej Sierpin-
skiego, aproksymowana za pomoca 150 punktéw rozmieszczonych réwnomiernie
na odcinku Iy. Oryginalne dane stanowilo 1000 punktéw o rozktadzie réwnomier-
nym na tréjkacie. Analogiczna krzywa skonstruowana dla danych pochodzacych
z trzech kwadratéw pokazano na rysunku 6.2, przy czym gesto$c rozktadu byta
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0.2 0.4 0.6 0.8 1

Rys. 6.2. Zalezna od danych krzywa typu Sierpiniskiego ze 160 punktami wierzchotkowymi
Fig. 6.2. Data-driven Sierpiniski space-filling curve with 160 nodal points

réwnomierna. W jednym z kwadratéw (prawy dolny rég) gestosé rozkladu jest
dwa razy wieksza niz w dwu pozostatych kwadratach.

Podobnie jak poprzednio, dlugosé ciagu uczacego wynosita 1000. Krzywa
aproksymowano za pomoca 160 punktéow wierzchotkowych.

Nalezy zwréci¢ uwage na to, ze pokazane tu przyklady nie spetniaja warunku
f(z) > 0,2 € I;. W zwiazku z tym dystrybuanta odpowiedniego rozktadu W nie
jest funkcja Scisle rosnaca. W obszarach, gdzie mamy ¢(?) = 0, W(¢) jest funkcja
stala. W konsekwencji nie mozna jednoznacznie okresli¢ W1,

Nie stanowi to jednak w praktyce wiekszego problemu, wystarczy wybrac
jedna z granicznych wartoSci przedziatu statosci W jako odpowiednia, wartosé
funkcji odwrotnej (dokladniej quasi-odwrotnej) do W. Otrzymane w takiej sy-
tuacji odwzorowanie Fp nie jest jednak funkcja ciagta, a wiec formalnie nie jest
krzywa wypelniajaca, a jedynie suma krzywych wypeliajacych pewne podzbiory
1.

Jest to szczegdlnie widoczne w przykladzie drugim (dane z trzech kwadra-
téw). Idealna krzywa Fp nie jest w tym przypadku ciaglta w punktach ¢ =
1/8,4/8, 6/8.

Przedstawiony algorytm mozna zastosowaé do generowania danych zgodnie
z rozktadem zdefiniowanym przez ciag uczacy. Przede wszystkim umozliwia on
jednak szybkie wyznaczanie nowych punktéw kwantyzacji, ktorych rozklad jest
proporcjonalny do gestosci rozkladu danych wejSciowych.



142 Rozdzial 6. Kwantyzacja wektorowa i krzywe wypelniajace

Niewatpliwa trudnoécia proponowanej metody jest stosunkowo duzy naktad
obliczeniowy potrzebny przy estymowaniu dystrybuanty rozkladu danych na od-
cinku. Obliczenia te moga by¢ jednak wykonane wczesniej, w charakterze obliczen
wstepnych.

Ze wzgledu na ustalong z géry geometrie krzywej wypelniajacej F, generowa-
nie kolejnych przyblizen krzywej Fp, zachowujacej wlasnoéci statystyczne danych
wejsciowych, jest zadaniem, w ktérym czas obliczen zalezy liniowo od liczby punk-
téw wierzchotkowych aproksymacji i od dokladnosci wyznaczania pomocnicze]j
krzywej F.

6.4 Podsumowanie

Omoéwiono metody kwantyzacji, ktére tacza transformacje wielowymiarowych da-
nych za pomoca quasi-odwrotnosci wybranej krzywej wypelniajacej ze skalarna
kwantyzacja w odniesieniu do danych przetransformowanych na odcinek I;.

Zamiast algorytmu uczenia SOM, jako narzedzia kwantyzacji, mozna w tym
miejscu uzy¢ innego algorytmu kwantyzacji, na przyklad algorytmu LBG [100].

Zastosowanie réznych wariantéw algorytmu uczenia umozliwia, w pewnym
stopniu, modyfikowanie kryterium kwantyzacjii w konsekwencji — wlasnosci asym-
ptotycznych otrzymywanych kwantyzatoréw (przy liczbie kwantyzatoréw dazacej
do nieskoficzonosci). Pozwala to na ksztaltowanie gestosci rozkladu kwantyza-
toréw na odcinku Iy, a takze, co wynika z wlasnoéci odwzorowania F i jego
quasi-odwrotnosci ¥, umozliwia réwniez wplyw na gesto$c rozktadu odpowied-
nich kwantyzatoréw, przetransformowanych za pomoca krzywej F z odcinka [y
do przestrzeni 1.

Innym, nowym teoretycznym narzedziem, mogacym miec takze zastosowanie
w kwantyzacji jest klasa krzywych Fp, ktére zachowuja zadana miare probabili-
styczna P.

Zaproponowano takze algorytm aproksymacji Fp, wéwczas gdy miara proba-
bilistyczna P nie jest znana, lecz mamy dane obserwacje wielowymiarowej zmien-
nej losowej o rozkladzie P. Otrzymane odwzorowanie Fp daje mozliwosé szyb-
kiego wyznaczania zbioru punktéw kwantyzacji, ktérych gestos¢ rozktadu jest
taka sama jak gesto$c rozkladu danych wejsciowych.



Rozdzial 7

Krzywe wypelniajace
w statystycznych problemach
rozpoznawania

W ciagu ostatnich 30 lat zaproponowano bardzo wiele réznych algorytméw roz-
poznawania. Cze$¢ z nich cechuje prostota i ograniczony zakres zastosowania,
inne sa bardziej skomplikowane, nie wymagaja jednak prawie zadnych dodatko-
wych zalozen poza ogdlnymi, dotyczacymi istnienia rozkladéw cech w klasach.
Szeroki przeglad literatury z tej dziedziny mozna znalezé na przyktad w pracach
[19], [36], [57], [92], [131], [94], [186].

Klasyfikatory o dobrych wlasnosciach teoretycznych wymagaja na ogél du-
zych nakladéw obliczeniowych w trakcie procesu klasyfikacji nowego obiektu.
Wiekszos¢ klasyfikatoréw wymaga ponadto przechowywania i przetwarzania ca-
tego ciagu uczacego. Jest to duzym utrudnieniem, szczegdlnie w przypadku pro-
bleméw wielowymiarowych. Problemy zwiazane z wizualizacja wielowymiarowych
wzorcow prowadza takze do braku mozliwosci wlaczenia czlowieka w proces po-
dejmowania decyzji.

Idea uzycia krzywych wypelniajacych do redukeji wymiaru probleméw siega
kofica lat szescdziesiatych. Wtedy to Patrick i in. [119] zaproponowali uzycie
odwzorowania kolumnowego, pewnego uogdlnienia krzywej Peano, oraz odwzo-
rowania Dovetaila (niestety nieciagltego) jako metody graficznego przedstawienia
przyblizonych gestoéci rozktadéw prawdopodobiefistwa w klasach w celu wizual-
nego okreélenia stopnia ich separowalnoéci.

O ile autorce wiadomo, zadne wyniki zwiazane z proponowanym podejSciem
nie zostaly opublikowane. Idea uzycia odwzorowan, ktére nie sa wzajemnie jed-

noznaczne, a takim odwzorowaniem sa krzywe wypelniajace, zostala odrzucona
w ksiazce Patricka (por. [120] s. 355).
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Pokazemy, ze mimo iz krzywe wypelniajace nie sa odwzorowaniami wzajemnie
jednoznacznymi, to glebsze zbadanie i wykorzystanie ich wlasnosci prowadzi do
uzyskania efektywnych klasyfikatoréw. Naszym celem jest podanie podstaw teo-
retycznych, ktére pozwalaja na uzyskanie uniwersalnych, zgodnych klasyfikato-
row operujacych na danych przetransformowanych za pomoca dobrze dobranych
krzywych wypetiajacych. Wskazemy takze wlasnosci krzywych, ktére to zapew-
niaja. Nalezy bowiem zauwazy¢, ze nie wszystkie krzywe skanujace stosowane
w przetwarzaniu obrazow sa efektywne w przypadku probleméw statystycznego
rozpoznawania obrazow. Na przyklad, wspomniane wczesniej odwzorowanie Do-
vetaila [119] nie powinno by¢ zalecane, gdyz jest odwzorowaniem nieciaglym.

Gléwna idea proponowanego tutaj podejScia do konstrukcji klasyfikatorow
w przypadku probleméw wielowymiarowych polega na zastosowaniu dobrze zde-
finiowanej transformacji quasi-odwrotnej do krzywej wypelniajacej i przetrans-
formowaniu wielowymiarowego ciagu uczacego w ciag liczb z odcinka [0, 1]. Zto-
zono$¢ obliczeniowa takiej transformacji jest liniowa ze wzgledu na wymiar prze-
strzeni. Ponadto kazdy element ciagu uczacego moze byé przetransformowany
niezaleznie od pozostalych.

Podstawowa, cecha proponowanych w tym rozdziale algorytmoéw rozpoznawa-
nia jest szybkoS¢é samego procesu podejmowania decyzji. W koncowym efekcie
konstrukeji klasyfikatora otrzymujemy dyskryminacyjny podzial odcinka Iy na
m pododcinkéw odpowiadajacych poszczegdlnym klasom, przy czym m jest nie
wieksze, a zwykle nawet znacznie mniejsze niz dtugosé ciagu uczacego. Naktad
obliczenn potrzebny do przetransformowania za pomoca krzywej wypelniajacej
d-wymiarowego punktu na odcinek [ jest rzedu O(d). W zwiazku z tym naklad
pracy potrzebny do dokonania samego procesu klasyfikacji nowego obiektu z jest
rzedu O(d) + log, m.

Kluczowym rezultatem tego rozdziatu jest twierdzenie o zachowywaniu ry-
zyka bayesowskiego przez transformacje bazujaca na krzywych wypetniajacych
o okredlonych wtlasnoSciach, spetnianych przez klase krzywych opisanych w ni-
niejszej monografii.

Jedynym ograniczeniem, ktére w zwiazku z tym sie pojawia jest wymaga-
nie, by odpowiednie rozklady mialy ograniczony nosnik (dane powinny pocho-
dzi¢ z kostki ). Ograniczenie to nie jest w istocie rzeczy zbyt restrykcyjne,
gdyz ryzyko Bayesa jest niezmiennicze ze wzgledu na dowolne transformacje
wspélrzednych, ktore sa ciagle i $cisle monotoniczne. Niezmienniczosé ta pozwala
przeksztalcié R? w kostke jednostkowa I za pomoca odpowiednio wyskalowanej
funkcji logistycznej (lub innej funkcji $cisle monotonicznej, ktéra przeksztalca
R — 1), co pozwala objac teoria takze rozklady o nosnikach nieograniczonych.

Niezaleznie od uzytej metody klasyfikacji danych na odcinku, jednowymiarowe
wzorce ciagu uczacego (po transformacji) powinny by¢ przechowywane z dosta-
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tecznie duza dokladno$cia. Formalnie wielowymiarowy wektor, ktérego wspot-
rzedne przedstawiono z dokladnoscia do k cyfr znaczacych, zastepowany jest
przez jedna liczbe zawierajaca kd cyfr znaczacych. W praktyce doktadnosc te
mozemy znacznie zmniejszy¢, dopasowujac lokalnie doktadno$¢ na odcinku tak,
by dane byly rozréznialne (separowalne na odcinku).

W tym kontekécie proponowana metodologia nie jest na pewno tatwym ,,lekar-
stwem” na ,,przeklenstwo wielowymiarowosci”, pozwala jednak w znaczym stop-
niu skompresowac przechowywane dane bez straty informacji o zadaniu rozpo-
znawania, ktéra, ze soba niosa.

Po przetransformowaniu danych do [0, 1] mozna zastosowaé¢ dowolna efek-
tywna metode klasyfikacji. Niezaleznie od zastosowanej metody konstrukcji kla-
syfikatora, w koncowym efekcie otrzymujemy podziatl Iy na pododcinki odpowia-
dajace poszczegélnym klasom. W tym kontekscie algorytm & najblizszych sasia-
déw zastosowany do przetransformowanych danych okazal sie dosé efektywnym
podejsciem, zaréwno ze wzgledu na uzyskiwane bledy klasyfikacji, jak i kompresje
danych wejsciowych.

Takze polaczenie metody LVQ Kohonena [83] z transformacja danych za po-
moca krzywej prowadzi do uzyskania efektywnych algorytmoéw rozpoznawania.
W niniejszym rozdziale szczegéltowo analizujemy réwniez metode szeregdéw orto-
gonalnych, ze szczegdlnym uwzglednieniem uktadu Haara.

W nastepnym podrozdziale sformulowano statystyczny problem rozpoznawa-
nia, a w rozdziale 7.2 — podstawowe twierdzenia i lematy dotyczace mozliwosci
rozdzielania klas i przenoszenia ryzyka Bayesa po transformacji danych za po-
moca krzywej wypelniajace].

7.1 Sformulowanie problemu rozpoznawania

Rozpatrywany jest problem klasyfikacji z M klasami i ciagiem uczacym L, zlo-
zonym z n, d—wymiarowych wektoréw cech o znanej przynaleznosci do jedne]j
z klas. Decyzje o zakwalifikowaniu nieznanego obiektu, opisanego przez wektor
cech # = (21, ...,24), do jednej z klas podejmuje sie na podstawie informacji
uzyskanych podczas analizy statystycznej ciagu uczacego L, [57], [92].

Ciag uczacy L, = {(Xk, Y%), k = 1,2, ... ,n} sklada sie z niezaleznych par
(Xg,Yy) obserwacji o tych samych rozkladach (niezaleznych od k). X € R jest
wektorem cech k—tego wzorca, a Y € {1,2, ..., M} wskazuje prawdziwy numer

klasy, do ktérej ten wzorzec nalezy. Dalej, (X,Y) jest para zmiennych losowych
niezalezna od L, ktéra cechuje ten sam taczny rozklad prawdopodobienstwa
co (X, Yr). Rozklad prawdopodobienstwa (X,Y') istnieje, lecz nie jest znany.
Nalezy zadecydowad, do ktorej klasy nalezy X = z, a doktadniej, podaé funkcje
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decyzyjna, ktéra kazdemu wektorowi  przypisze numer klasy 1,2, ..., M, w taki
sposéb, by minimalizowa¢ prawdopodobienstwo popelnienia btedu.

Podanie optymalnego rozwiazania (optymalnej funkcji decyzyjnej) na podsta-
wie samego ciagu uczacego L, nie jest mozliwe. Mozliwe jest natomiast podanie
regul konstrukeji takiej funkcji decyzyjnej, ktora jest bliska, w podanym dalej
sensie, optymalnej funkcji decyzyjne;j.

Niech p; = P{Y =14}, i = 1,..., M oznacza prawdopodobiefistwo a priori
pojawienia sie obserwacji z klasy ¢, oraz niech p;(z) = P{Y = i/X = 2}, 2 €
R i = 1,2,...,M bedzie prawdopodobiefistwem, ze zaobserwowany wektor
z nalezy do i-tej klasy (prawdopodobienistwo a posteriori). Dalej, niech f;(z)
oznacza gestos¢ rozkladu cech w klasie i—tej, a f(z) = Y72, pi fi(2) taczna gestosc
wektora cech X. Gestosci te istnieja tylko wtedy, gdy odpowiednie rozktady sa
absolutnie ciagte wzgledem miary Lebesgue’a.

Zmajomos$é powyzszych rozkladow pozwala skonstruowac teoretycznie najlep-
sza regute decyzyjna, ktéra minimalizuje prawdopodobiefistwo blednej klasyfika-
cji (regula Bayesa) badz w ogdlniejszym przypadku minimalizuje z géry okreslona
funkcje strat [41], [57], [94].

Bayesowska regula klasyfikacji, oznaczana przez ¢* : RY — {1,2,..., M},
taka ze

g (X)=1, gdy p(X)= éﬂ%};ij(X)

minimalizuje prawdopodobiefistwo blednej klasyfikacji.
Ryzyko bayesowskie J* jest definiowane przez

Plg"(X) # Y} = inf Pig(X) # Y},

gdzie kres dolny jest wyznaczany na zbiorze wszystkich mierzalnych odwzorowan
g:R*— {1,2,...,M}. Réwnowaznie,

g (X)=14, gdy ﬁi(X)Ién%%ﬁj(X), (7.1)

gdzie B;(z) 2 p; fi(z),x € R? (w przypadku, gdy maksimum w (7.1) osiagane jest
dla kilku klas réwnoczesnie, wéwczas wybierana jest klasa o najnizszym numerze).
Natomiast lokalne ryzyko Bayesa, oznaczane jako J*(x), jest réwne P{g*(X) #
YIX =z}

Zastosowanie transformacji ¥ wymaga ograniczenia sie do przypadku wzor-
céw, ktorych cechy pochodza ze zbioru zawartego w kostce I;. 7 formalnego
punktu widzenia, jak juz wspominaliSmy, zalozenie to nie jest zbyt restrykcyjne,
gdyz btad Bayesa jest niezmienniczy ze wzgledu na dowolne ciagte i $cisle mono-
toniczne transformacje wspolrzednych.
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Naszym zadaniem jest skonstruowanie empirycznej (bazujacej na ciagu ucza-
cym L, ) reguly decyzyjnej g, : 14 — {1,2, ..., M}, ktéra jest asymptotycznie
optymalna w tym sensie, ze

Jo = P{g(X)ZY|L,} — J*, gdy n — 0o z prawdopodobiefistwem 1. (7.2)

Ciag regul decyzyjnych g,,, n — oo, spetniajacych powyzszy warunek nazywamy
zgodnym z prawdopodobiefistwem 1 (mocno zgodnym) z regula Bayesa g™ [36].

Dalej bedziemy rozpatrywac tylko przypadek, gdy istnieja jedynie dwie klasy
(M = 2) o numerach (etykietach) 0 oraz 1. Przypadek ogélny (M > 2), po prze-
transformowaniu problemu wielowymiarowego do zadania w jednym wymiarze
(na odcinku Iy), latwo redukuje sie do ciagu dychotomii.

W niniejszym rozdziale postugujemy sie terminologia dotyczaca statystycz-
nych probleméw rozpoznawania zgodnie z [36], [57].

7.2 Ryzyko bayesowskie 1 rozdzielanie
przetransformowanych wzorcow

Rozpatrzmy najpierw podstawowe wlasnosci wzorcéw (a raczej wektoréw ich
cech) po przetransformowaniu do odcinka [0, 1]. Wybierzmy krzywa wypelniajaca
F I} — I; spelniajaca warunki C1-C3 oraz jej quasi-odwrotno§¢ ¥ : Iy — 1.
W dalszym ciagu zaklada¢ bedziemy, ze znana jest dokladna wartos¢ ¥(z), = €
14. Przypomnijmy, ze F(¥(z)) = z, € I;. Ponadto zauwazmy, ze jeSli X jest
zmienna losowa przyjmujaca wartosci w Iy, to ¥(X) jest takze zmienna losowa
(funkcja ¥ jest mierzalna) przyjmujaca wartosci w Iy. W przypadku ogdlnym
trudno jest podaé¢ wprost zaleznos¢ miedzy rozkladem X i ¥(X).

W przypadku istnienia funkcji f — gestosci rozktadu X — istnieje réwniez
gestos¢ rozktadu ¥(X). 7 lematu 4.16 wynika bezposrednio, ze gesto$¢ ta ma
postac f(F(t)). Pokazemy dalej, ze krzywe wypelniajace, ktére spelniaja warunki
C1-C3 z rozdziatu 4.5, prowadza do transformacji, ktére nie zmieniaja ryzyka
Bayesa.

Niech 5;, ¢ = 0,1 oznacza nosnik (z prawdopodobiefistwem 1) rozktadu cech
w klasach. Jesli istnieja gestosci rozkladu w klasach f;(x) okreslone w Iy, i zni-
kajace poza Iy, to zbiory S; = {x € Iy, fi(x) > 0}, i = 0,1 sa nosnikami gestosci
rozktadéw w klasach.

Definicja 7.1 Mdwimy, ze klasy 0 i 1 sq:

a) éciéle separowalne (ze wzgledu na metryke D(z,2') w R?), wtedy i tylko
wtedy, gdy istnieje ¢ > 0 takie, Ze dist(Sp, 1) = infes, ores, D(z,2") > ¢,
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b) przemieszane, wtedy i tylko wtedy, gdy pq(So N S1) >0,
¢) slabo separowalne, wtedy i tylko wtedy, gdy pq4(S0 N S1) = 0.

Nastepujace wlasnoSci sa latwe do udowodnienia.

Lemat 7.1 1) Sy, S1 sq Scisle separowalne ze wzgledu na metryke D, wtedy
i tylko wtedy, gdy So N S1 = 0, gdzie Sy, Sy oznacza domkniecia zbioréw S,
S1 (odpowiednio) w topologii wprowadzonej przez metryke D.

2) Jesli pg(So N S1) = 0, to nosniki Sy, S1 sq stabo separowalne, a nie sq scisle
separowalne wtedy i tylko wtedy, gdy dist(Sp,51) =0 a.

7 punktu widzenia problemdéw rozpoznawania najistotniejsze jest to, ze trans-
formacja nos$nikéw Sy i 57 za pomoca quasi-odwrotnosci krzywej wypelniajacej
zachowuje podstawowe relacje miedzy nimi. Bardziej precyzyjnie formuluje ten
fakt ponizsze twierdzenie:

Twierdzenie 7.2.1 Przeciwobrazy nosnikow Sy, S1 wzgledem krzywej wypetnia-
jacej F' okreslajq, odpowiednio, zbiory A; = {t € Iy : F(t) € S;}, ¢ € {0,1}.
Ponadto oznaczmy A; = w(5;), i € {0,1}.

Jesli krzywa F spetnia warunki C1-C3, to:

a) jesli So, S1 sq scisle separowalne w Iy, to Ag, Ay (%10, %11) sq takze scisle
separowalne w Iy, ze wzgledu na te samq metryke, ktorq wybrano w C1,

b) jesli So, S1 sq stabo separowalne w Iy, to wtedy takze Ay, Ay (%10, %11) sq
stabo separowalne w Iy,

¢) jesli S, S1 sq przemieszane w Iy, to Ag, A1 (210, %11) sq przemieszane.

Dowéd. Poniewaz ¥(z) € F~'(z), zatem A; C A;, i = 0,1. Zalézmy, ze zbiory
So 157 sa Scisle rozdzielone. Wtedy dla kazdego x € Sy, 2’ € 5S¢ zachodzi

e<lle —a ||=]| F(1) = F(t') [|< aglt = ¢]17, (7.3)

gdzie t € Ag, t' € Ay sa przeciwobrazami z oraz z’, odpowiednio, natomiast ostat-
nia nieréwnos¢ w (7.3) wynika z wlasnosci C1 krzywej wypelniajacej F. Stad Ag
oraz A; sa écisle rozdzielone, a ich odlegloé¢ jest nie mniejsza niz (e/aq)?, co
koniczy dowdd wlasnosci a). By udowodnié czesé b), wystarczy zauwazyé, korzy-
stajac z wlasnosci C2 krzywej, ze z pq4(S0 N S1) = 0 wynika, iz p1(Ao N A1) = 0.
7 wlasnosci a) i b) wynika naturalnie c), co koficzy dowéd twierdzenia. |
Nalezy zwréci¢ uwage na fakt, iz stwierdzenie odwrotne do twierdzenia 7.2.1
niekoniecznie musi by¢ prawdziwe, to znaczy klasy, ktére sa $cisle rozdzielone
w I; moga po transformacji przez krzywa F stac sie jedynie slabo rozdzielonymi
w Iy. 7 drugiej strony, jezeli klasy sa SciSle rozdzielone w I, mozemy znacznie
wiecej wnioskowaé o noénikach klas po transformacji ¥, czyli o zbiorach A;.
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Twierdzenie 7.2.2 Jesli zbiory So, S1 sq scisle rozdzielone w Iy, to istnieje
skonczony podziat odecinka Iy, ktory rozdziela obie klasy w ten sposéb, Ze wnetrze
Zadnego z pododcinkéw nie zawiera rownoczesnie punktow z Ag i A1. Ponadto
liczba punktow konieczna do rozdzielenia punktéw ze zbioru Ag od punktow ze
zbioru Ay jest nie wigksza niz [(ag/e)?] — 1.

Dowdd. Istnieje skoficzone pokrycie I7 zbiorem domknietych odcinkéw o dtugosci
6 = (e/ag)?), gdzie e = dist(Sp, S1) oraz ay jest stala z warunku Héldera C1,
ktory spetnia krzywa F'. Stad Iy C [0,6]U...U[([1/6]—=1) 6, 1]. Z warunku Holdera

C1 wynika, ze wnetrze zadnego z odcinkéw [:6, (i + 1)é], ¢ = 0,1, ... nie moze
zawiera¢ rownoczesnie punktéw z Ag i z A;. W konsekwencji liczba punktéw
rozdzielajacych Ag od Ay na pewno nie jest wieksza niz [(Lq/e)?] — 1. o

Kluczowym wnioskiem wynikajacym z powyzszego twierdzenia jest stwierdze-
nie, ze mozliwo$¢ rozdzielenia zbioréw $cisle rozdzielonych po przetransformowa-
niu ich na odcinek I7 za pomoca skoficzonej liczby punktéw dyskryminujacych jest
wlasno$cia konstruktywna, gdyz mozna podaé gérne oszacowanie liczby punktéw
dyskryminujacych.

Ponizsze twierdzenie uzasadnia poprawno$¢ zastosowania transformacji ¥
w problemach rozpoznawania, mimo iz nie jest to odwzorowanie wzajemnie jed-
noznaczne.

Twierdzenie 7.2.3 Niech ¢*(X) bedzie bayesowskq requtq klasyfikacji dla pro-
blemu opisanego rozktadami (X,Y), X € 1Ij, a J% ryzykiem Bayesa. Niech
T = ¥(X), gdzie ¥ jest odwzorowaniem quasi-odwrotnym krzywej F spetnia-
Jjacej warunki C1-C3. Wtedy reguta klasyfikacji postaci: G(T') = g (F(T)) jest
requtq Bayesa dla problemu klasyfikacji o rozktadach (T,Y), T € I;. Ponadto
ryzyko Bayesa JF dla problemu (T,Y) jest takze rowne J% .

Dowéd. Zauwazmy, ze F/(1') jest zmienna losowa, a ponadto F(T) = F(¥(X)) =
X . Dalej, niech G*(T') bedzie regula Bayesa dla problemu przetransformowanego
(T,Y). Latwo zauwazy¢, ze ¢g*(F'(T')) jest pewna regula klasyfikacji w problemie
(T,Y), stad J§ = P{G(T) # Y} < P{g*(F(T)) £ Y} = P{g"(X) £ Y} = J%.
7Z drugiej strony, G*(¥ (X)) jest pewna regula klasyfikacji oryginalnego problemu
(X,Y). Stad P{g"(X) # Y} < P{G*(B(X)) £ Y} = P{GA(T) # V) = Ji-
W konsekwencji J3 = J7 1 ¢*(# (1)) musi by¢ optymalna regula klasyfikujaca
dla problemu (7,Y). ]

W twierdzeniu 7.2.3 nie zakladalismy zadnych ograniczei na rozklad X (poza
wstepnymi zalozeniami, ze X przyjmuje wartodci z ograniczonego obszaru Iy,
ktérych spelnienie jest tatwo zagwarantowac, dokonujac odpowiedniej wstepnej
transformacji zmiennych). Ponadto, gdy Z jest zmienna losowa przyjmujaca war-
tosci w I, blad Bayesa J;(Z) dla problemu przetransformowanego za pomoca
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krzywej, czyli problemu opisanego przez zmienne losowe (F(Z),Y), moze by¢
wiekszy niz odpowiedni blad w problemie przed transformacja (Z,Y). Réznica
ta wynika stad, ze w przypadku ktérego dotyczy twierdzenie 7.2.3, transforma-
cji podlega nie dowolna zmienna losowa, lecz zmienna losowa, ktéra przyjmuje
wartoSci w ¥(Iy), a nie w calym odcinku [;.

7, twierdzenia 7.2.3 wynika w szczegdlnodci, ze jedli istnieja gestosci rozkla-
déw w klasach fy i fi, to reguta klasyfikacji Bayesa

o )0, gdy pifi(x) = pofo(z) <0
g (x) =

1, w przeciwnym przypadku

prowadzi do reguly G*(1) = g (F(t)), t € I, ktéra jest regula Bayesa problemu

klasyfikacji z tymi samymi prawdopodobiefistwami a priori pg, p; oraz rozkladami
w klasach fo(F(t))i fi(F(t)),t € I.

Dalej koncentrowacé sie bedziemy na estymacji regut Bayesa, w sytuacji, gdy
So 157 pokrywaja sie cholby czeSciowo na zbiorze o niezerowej mierze Lebesgue’a,
a ryzyko Bayesa jest wieksze od zera. W tym przypadku nie jesteSmy w stanie za-
gwarantowad, ze istnieje skoficzona liczba punktéow na odcinku, ktére rozdzielaja
obszary nalezace do réznych klas (ze wzgledu na optymalna regute klasyfikacji).
Zauwazmy bowiem, ze kazda regule decyzyjna na odcinku mozemy jednoznacz-
nie zdefiniowaé, podajac polozenie punktéw, w ktérych nastepuje zmiana decyzji
o przynaleznosci do danej klasy (z klasy 0 na klase 1 lub odwrotnie) oraz numeru
klasy, do ktérej nalezy przyporzadkowaé punkty z pierwszego podprzedziatu I.
Niestety, w ogélnym przypadku liczba takich punktéw moze byé nie tylko nieskori-
czona, ale i nieprzeliczalna. Mozemy jednak pokazaé, jak wybierajac skonczony
podziatl odcinka jednostkowego na odpowiednie pododcinki zwiazane z réznymi
klasami mozemy aproksymowaé regule decyzyjna Bayesa z dowolna wymagana
doktadnoscia 6 > 0. W zwiazku z tym rozpatrzmy nastepujaca regute klasyfikacji,
ktéra dopuszcza przydzielenie danej obserwacji x etykiety ,,niesklasyfikowana”
(por. [36], [57]). Regula ta jest postaci:

(z) = pol)
(z) = pol)

niesklasyfikowany, |pi(z) — po(2)| < 6.

)_
)_

yal
yal

W tym przypadku zbiory C?f = {z € 1g: gi(z) =1}, t = 0,1 sa Scidle

rozdzielone i mozemy do nich zastosowaé wnioski wynikajace z twierdzenia 7.2.2.
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7.3 Klasyfikatory w postaci szeregéw ortogonalnych

W niniejszym rozdziale bedziemy uzywac przetransformowanego na odcinek [0, 1]
clagu uczacego do estymowania wspotezynnikéw w rozwinieciu ortogonalnym
optymalnej reguly decyzyjnej. Postepowanie to prowadzi do uzyskania klasyfi-
katora, ktory:

1. Jest asymptotycznie optymalny w tym sensie, ze prawdopodobiefistwo po-
pelnienia btedu jest zbiezne do ryzyka Bayesa z prawdopodobienstwem je-
den (prawie na pewno).

2. Cechuje sie znacznym stopniem kompresji danych, gdyz nie wymaga prze-
chowywania catego clagu uczacego, wystarczy jedynie zapamietaé wspot-
czynniki w rozwinieciu ortogonalnym.

3. Pozwala na szybka klasyfikacje nowego obiektu do rozpoznania.

4. Umozliwia tatwa graficzna interpretacje ciagu uczacego i otrzymanej na
odcinku [0, 1] reguly decyzyjnej.

5. Pozwala na tatwa aktualizacje klasyfikatora w przypadku poszerzenia ciagu
uczacego.

Klasyfikatory w postaci szeregu ortogonalnego naleza do grupy klasyfikato-
réw, ktére sa konstruowane na zasadzie ,,wstawiania” (plug-in) w optymalna re-
gule klasyfikacyjna odpowiedniej estymaty [36]. Ciag uczacy zostanie tu uzyty
bezposérednio do estymacji wspélczynnikéow rozwiniecia optymalnej funkeji decy-
zyjnej w szereg o ortogonalnej bazie. Uzycie klasyfikatoréw w postaci szeregdéw
ortogonalnych zostalo zapoczatkowane w pracach [68], [177].

Zastosowanie szeregdw ortogonalnych wymaga, w ogdlnym przypadku, zalo-
zenia, ze istnieja gestodci rozktadéw w klasach fy i fi, a ponadto, ze gestosci te
naleza do klasy funkcji catkowalnych z kwadratem, czyli

fis f2 € Lo(1y), /I FAa)de < 00, i =0, 1,

Przypomnijmy, Ze bayesowska reguta decyzyjna jest okreslona przez

1, w przeciwnym przypadku,

g*(x):{ 0, gdy a(x) <0,

gdzie
a(z) =pifi(z) —pofolz), po+pi=1
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lub — réwnowaznie,
a(e) = [2y(x) = 1 f(2), y(2) 2 EYIX = 2) = P{Y = 1|X = 2} = pi(a).
Zauwazmy, ze w przypadku istnienia gestosci
y(@) = prfi(x)/ f(z), gdy f(z)=pifi(z)+pofo(z) >0

oraz y(z) =0, gdy f(z)=0.

Aby estymowac a(z), potrzebny jest system funkeji vi(t),vo(t), ..., t € I,
ktory tworzy baze ortonormalna w Lo([1), przestrzeni funkeji okreslonych i cal-
kowalnych z kwadratem na odcinku I; = [0, 1]. Zakladamy ponadto, ze istnieje
niemalejacy ciag liczb V;, czyli taki ze

|?J](t)| SV?? te[lv ]: 1727

Funkcje a(z) mozemy przedstawi¢ w postaci nastepujacego rozwiniecia:

o(z) =) bjv; (¥(2)), (7.4)
=1
gdzie ¥ jest quasi-odwrotnoécia wybranej krzywej wypetniajacej I, podczas gdy

bj = E{(2Y — 1)v; (¥(X))}

. (7.5)
= Ji, 2y(2) = v (F(2)) fle)de, 5 =1,2,...
Naturalnym estymatorem b; jest wyrazenie
by = Ea{(2Y = 1oy (X))} -
=15 2V - Dv(t), j=1,2, ...,
gdzie t; 2 ¥(X;),1=1,2,...,n. Latwo zauwazy¢, ze
E{b;} =0,

{ ]} J (77)

var (l;]) < ij/n7 j=1,2,...
Ponadto, jedli potrzeba doktadniejszego oszacowania, to:
Z;?:l var (l;])
<7 B[Sl o (B (X)) (20(X) - 1))
< pt SUPse, (Z?Zl vjz(t)) .



7.3. Klasyfikatory w postaci szeregéw ortogonalnych 153

Naturalnym estymatorem a(x) jest

Gn(x) =D bju; (F(x)), (7.8)

gdzie k(n) oznacza odpowiednio wolno rosnacy ciag liczb dodatnich (dalsze wy-
magania dotyczace k(n) podamy dalej).

W konsekwencji mozemy sformutowaé nastepujaca regute klasyfikacji, ktéra
jest tylko pewnym ogdlnym schematem postepowania:

ALGORYTM TYPU SZEREG ORTOGONALNY

Krok 1. Przetransformuj ciag uczacy (X;,Y;), i = 1,2, ... ,n w ciag (¢, Y)),
L=¥(X;),i=1,2,...,n.

Krok.2 Wyznacz wartosci l;j, j=1,2,...,k(n) zgodnie ze wzorem (7.6).

Krok 3. Aby sklasyfikowaé nowy wzorzec z, oblicz t = ¥(x) oraz
k(n)
G, = Z b]‘v]‘(t).
7=1

Nastepnie przydziel z do klasy 0, jesli &, < 0, lub do klasy 1, w przeciwnym
przypadku.

Efektywnos$¢ powyzszego algorytmu zalezy od wybranej transformacji ¥, od
postaci wybranego szeregu ortogonalnego oraz od k(n), jak to zostanie dokladnie
przeanalizowane dalej.

Przed przejSciem do szczegdtéw algorytmu nalezy zaznaczyé, ze szybkosé
zbieznosci (7.4) bedziemy rozpatrywaé wzgledem normy Lo. Rozwiniecie (7.4)
rozumiane jest w nastepujacym sensie:

k—o0

. 2
lim s (a(w) — Z:ijj(W(x))) dz =0

lub réwnowaznie (korzystajac z lematu 4.15)

lim (a (F(1)) — Zk: ijj(t)) dt = 0. (7.9)

k—oo /I
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Biorac pod uwage zupelnosé i ortonormalno$é ukladu funkeji {v;}52, w La(11),
wystarczy zatozyé, ze funkcja a( F(t)) jest calkowalna z kwadratem, by zapewnié
spelnienie warunku (7.9). Z lematu 4.15 wynika takze réwnos¢ calek [7. o?(2)dr =
In a?(F(t))dt. Podsumowujac, wystarczy zalozyé, 7e gestosci w klasach fo(2)
i fi(z) sa calkowalne z kwadratem w 14, z czego wynika, ze a(z) = pofo(z) +
pfi(x) € La(1y), a to z kolei implikuje réwnosé (7.9).

7.3.1 Zgodnoé¢ klasyfikatoréw w postaci szeregéw ortogonalnych

Obecnie pokazemy zgodnos¢ klasyfikatora okreslonego przez (7.8), przy stosun-
kowo stabych zalozeniach dodatkowych.

W duzej mierze korzysta¢ bedziemy w tym miejscu ze znanych rezultatéw
dotyczacych zgodnosci klasyfikatoréw w postaci szeregéw ortogonalnych (patrz
[36] strona 284) oraz zebranych w rozdziale 4 wlasnosci odwzorowan F i ¥.

Bedzie nam réwniez potrzebne uogdlnienie dotyczace szeregow, ktére nie sa
wspdlnie ograniczone od géry przez pewna stala, lecz {v;} rosna w sposéb nie-
ograniczony.

Oznaczmy calke z kwadratu bledu &, przez ISE(n).

ISE(n) S bjo; ()] do

Jiy |ata
fy [a(F ]<1>bmj(t)rdt (7.10)
- zQ(j—}) + 3 k(1 0

Ostatnia réwnoé¢ w (7.10) wynika z zupelnosci i ortonormalnosci szeregu {v;}
w Ly(ly), oraz z (7.5) i lematu 4.15.
Bezposrednio z wlasnosci (7.7) 1 (7.10) wynika dalej

k(n)vzf(n)
n

E[ISE(n)] < Wi/ + Rigm) < + Rign), (7.11)

gdzie
def k(n) ,
Win) = sup E v:(1) (7.12)

o k(n) 2
de
Rk(n) :f E b?z/ — E b]‘v]‘(t)] dt. (7.13)
ji=k(n)+1 h J=1

Mozemy takze nalozy¢ dodatkowe warunki na posta¢ ukladu funkeji {v;},
z ktorych to warunkéw wynika, ze {v;} nie sa wspdlnie ograniczone, lecz
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Wiy < VZk(n), (7.14)

gdzie V jest pewna stala.

W podrozdziale 7.3.3 pokazemy, ze warunek (7.14) jest spelniony przez uklad
Haara, ktéry jak wiadomo nie jest ograniczony.

W tym momencie mozemy sformulowaé nastepujace twierdzenie:

Twierdzenie 7.3.1 Niech v;, j = 1,2, ... bedzie zupelng i ortonormalng bazg
funkeji w przestrzeni Ly(0,1). Dalej, niech istnieje niemalejqcy cigg liczb V; ta-
kich, ze |v;(1)| <V, t €, j=1,2,...

Zatozimy ponadto, iz gestosci rozktadow w klasach fo i@ fi sq okreslone w Iy
oraz pochodzq z przestrzeni Lo(1y).

1) Jesli ciqg k(n) wybierzemy tak, by

— 0, gdy n— oo, (7.15)
n

k(n) — oo oraz

to reguta klasyfikacji:

. 0, jesli é,(z) <0,
gn(2) = ( ) (7.16)
1, w przeciwnym przypadku,
gdzie &, (z) okreslono w (7.6), jest zgodna, czyli
lim E J(ga) = J*. (7.17)
2) Jezeli
k(n)l
k(n) — oo oraz sz(n) k(n)log(n) —0, gdy n— oo, (7.18)

n

to wtedy reguta §, jest mocno zgodna, czyli z prawdopodobienistwem jeden
zachodzi im .o J(Gn) = J*.

Dowéd. Aby wykaza¢ (7.17), wystarczy zauwazy¢, ze z (7.11), (7.15) oraz (7.9)
wynika, iz F[ISE(n)] — 0, gdy n — co. Dalej, korzystajac z twierdzenia 3 z pracy
[198] otrzymujemy (7.17).

Udowodnienie drugiej czeéci twierdzenia wymaga stwierdzenia, ze istnieje
liczba ¢ > 0 oraz n (naturalne), dla ktérych Ry () < /2. Wtedy

P{ISE(n) > ¢} < P {zfg) (b; - bj)2 > 5/2}

(7.19)
< P {[b = 6| > (e/20(n)) 2}
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Dalej, z wlasnosci (7.6) i (7.7) wynika, ze

n

1
b~ by = L[N - eyl - E(@Y - D)) (720)
=1
Korzystajac z (7.19), (7.20) oraz nieréwnosci Hoeffdinga ([36] twierdzenie 8.1),
otrzymujemy

P{Jb; = b > (e/2k(n))"/*} < 2exp [—#ﬁwl . (7.21)

7 monotonicznodci ciagu liczb V? oraz warunkéw (7.19)~(7.21) wynika dalej

P{ISE(n) > £} < 2k(n)exp [— T (gvlt;zgf& (n)] (7.22)
o M) ey s),

gdzie 6, f k(n)sz(n) log(n)/n. Stad, korzystajac z (7.18) oraz ograniczonosci
k(n)/n, mozemy wnioskowaé, iz szereg

i P{ISE(n) > ¢}

jest zbiezny dla kazdego ¢ > 0.

7 lematu Borela-Cantellego [142] wynika, ze ISE(n) — 0 z prawdopodobieii-
stwem jeden. Dowdd koniczy zastosowanie wspomnianego wezedniej twierdzenia 3
z pracy [198]. 0

Dodatkowo, jesli poza zalozeniami twierdzenia 7.3.1, uktad funkcji bazowych
spelnia takze warunek (7.14), to w (7.15) oraz (7.18) zamiast sz(n) mozna wpisac
stale V% niezalezne od k(n) i twierdzenie 7.3.1 moze mie¢ taka sama postaé jak
w przypadku uzycia ograniczonego szeregu funkcyjnego.

Zauwazmy, ze zalozenia dotyczace rozkladéw nie s3 nadmiernie restrykcyjne,
a mianowicie fy, fi powinny naleze¢ do Ly(ly), co jest typowym wymaganiem
w przypadku klasyfikatoréow typu szeregu ortogonalnego. Nie jest to niestety wy-
nik o charakterze uniwersalnym. Pokazemy jednak dalej, iz istnieja takie uklady
funkcji, ktére pozwalaja w zasadzie nie naktadaé zadnych ograniczen na postacie
rozktadéw cech w klasach.
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7.3.2 Szybkoé¢ zbieznosci klasyfikatoréw opartych na szeregach
ortogonalnych

Dwa ciagi zmiennych losowych, A, i B, spelniaja warunek A4, = O(B,,) z praw-
dopodobienstwem 1, jesli dla dowolnego ciagu a, zbieinego do zera takze ciag
apAn/B, — 0, gdy n — 0o z prawdopodobiefistwem 1.

By zaobserwowaé, jakie czynniki maja wplyw na tempo zbieznosci regul
klasyfikujacych opartych na szeregach ortogonalnych, zbadajmy najpierw, jak
szybko dazy do zera (z prawdopodobieiistwem 1) wyrazenie ISE(n) = [} (a(z) -
a(2))*da.

Oszacowanie szybkosci zbieznosci L, — L* wymaga nalozenia na postaé a(z)
pewnych dodatkowych wymagan. Na poczatek wyznaczmy ciag B, taki, ze dla
dowolnie malego ¢ > 0 oraz dla kazdego zbieinego do 0 ciagu a, szereg a2 /B2
spelnia warunek

7’L

ISE(n) > }<oo. (7.23)

sorfs
0 A k(n) » N2 £1e . . .
znaczmy [SB(n) = 2 j=1 (bj — bj) . Jedli n jest wystarczajaco duze, by za-
chodzilo Ble/al — Ry, > 0, to korzystajac dodatkowo z (7.10) oraz (7.13),
otrzymujemy

2

P{ISE(n) > lzgg} = P{ISB(n) lf (n )} (7.24)

n n

n (5B2/a% - Rk(n))
k(n)V?

b

< 2k(n)exp [—

gdzie ostatnia nieréwno$¢ wynika z nieréwnoéci Hoeffdinga.

Lemat 7.2 Zaloimy, Ze funkcje gestosci fo i fi naleZq do przestrzeni Lip(v), to
znaczy spetniajg warunek

@) = Jily)| < constlla = yl|*, @,y € Lo, ve (0,1, i=0,1.

Wtedy funkcja h(t) = a(F(t)) = prfi(F(t)) — pofo(F(t)), t € Iy nalezy do klasy
Lip(v/d) na odcinku 1.

Dowdd. Dowdd wynika z warunku Holdera C2 spelnianego przez krzywa wy-
pelniajaca F. a
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Lemat 7.3 Niech uklad funkcji ortogonalnych {vj};?';l spetnia dodatkowo waru-
nek

k
1= 3t oy IE, = 0 () 5 € (0,1,

przy czym h(t) jest dowolng funkcjq z klasy Lip(y) na odcinku Iy. Jesli wie-
lowymiarowe gestosci fo, fi naleiq do klasy Lip(v), v € (0,1], to blad Ry,

zdefiniowany w (7.13), jest rzedu O (k‘2”/d(n)) . o

Nalezy zwrdci¢ uwage na to, ze zalozenia dotyczace uktadu funkeji {vj};?';l
w lemacie 7.3 spelnia miedzy innymi szereg Haara—Fouriera (patrz twierdzenie 1
w pracy [45]), a takze uklad funkcji trygonometrycznych, jesli, h(?) jest okresowe.
Wymaganie okresowosci h(t) moze byé latwo spelnione poprzez zastosowanie
krzywej wypelniajacej zdefiniowanej na okregu jednostkowym, a nie tylko w I.
Taka krzywa jest kazda krzywa zamknieta (na przykltad krzywa Sierpinskiego).
Wtedy h(t) = a(F(t)) moze by¢ traktowana jako funkcja okresowa, niezaleznie
od tego, czy a jest okresowa czy tez nie.

Wybierzmy ciagi k(n)i B, w nastepujacy sposéb:

k(n) = kon® @+ ko >0, (7.25)

B, = boy/loglog(n)n™"/2+4 by > 0. (7.26)

7 (7.24) otrzymujemy

P{ISE(n) > ng/a;i}
(n) e (7.27)

< 2c'k(n)exp [—c"ca;? loglog(n)] = 2¢
n

gdzie ¢’ > 0, ¢’ > 0 sa pewnymi stalymi, natomiast 7, 2 _ e log(n)/aZ.

Poniewaz a,, — 0, gdy n — oo, stad wynika, ze v, — —o0 i dla dostatecznie
duzego n zachodzi 1+ v, < —2. Dalej, korzystajac z (7.27) oraz ograniczonosci
k(n)/n, mozemy wnioskowac, ze szereg (7.23) jest zbiezny dla dowolnego ¢ > 0.
W ten sposéb udowodniliémy nastepujacy lemat:

Lemat 7.4 Przy zaloZeniach twierdzenia 7.3.1 spetniony jest lemat 7.3. Niech
dodatkowo szereg funkcji bazowych spetnia (7.14). Jezeli k(n) jest takie, Ze

1 nd/(2u—|—d) < k(n) < ¢y nd/(2u—|—d)7
gdzie ¢y, ¢o sq¢ pewnymi statymi oraz 0 < ¢1 < ¢3 < 00, to

ISE(n) = O ( log log(n) n_”/(2”+d)) (7.28)

z prawdopodobienstwem 1. a
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Wiadomo (patrz np. [36]), ze warto$¢ J(§,) — J* moze by¢ oszacowana od
gory przez /ISE(n), totez korzystajac z lematu 7.3, otrzymujemy:

Twierdzenie 7.3.2 Przy tych samych zalozeniach jok w lemacie 7.4 w przy-
padku reguty klasyfikacyjnej (7.16) zachodzi

J(Gn) =T =0 ( log log(n) n_”/(2”+d)) (7.29)

z prawdopodobienstwem 1. a

Oszacowanie szybkosci zbieznosci dla funkeji regresji nalezacych do klasy
Lip(v) rézni sie od typowych wynikéw, uzyskanych na przyklad w pracy [87],
o mnoznik /loglog(n). Oszacowanie tempa zbieznosci dla (7.26) i (7.28) przez
n~v/(2v+d) jest najlepszym wynikiem otrzymywanym w zadaniach nieparame-
trycznej estymacji regresji w przypadku funkcji nalezacych do klasy Lip(v) [183].
W szczegdlnosci, tempo zbieznosci jest (asymptotycznie) tym wieksze, im wieksza
jest warto$é v, co oznacza ze odpowiednia funkcja regresji jest bardziej ,,gladka”.
Zasadnicza réznica pomiedzy typowym problemem estymacji regresji a rozwaza-
nymi tu funkcjami regresji transformowanymi na odcinek I; polega na tym, ze
w naszym przypadku warto$¢ v nie moze byé wieksza niz 1, niezaleznie od tego,
jak gladka jest o w przestrzeni I, gdzie gladko$¢ wyrazana jest liczba istniejacych
ciagtych pochodnych.

Nawet gdy « jest funkcja bardzo gladka (wiele razy rézniczkowalna w Iy),
to jednowymiarowa funkcja h(t) = «a(F(t)) € Lip(y), v < 1/d nie jest réz-
niczkowalna, mimo iz jest ciagta, poniewaz krzywa wypetniajaca F nie jest roz-
niczkowalna w calym swoim obszarze (patrz wlasno$é C1). Dokladniej méwiac,
ztozenie funkcji f(F(¢)) moze by¢ gladkie tylko wéwczas, gdy f(z) jest funkcja
stala. W ogdélnym przypadku szybkos$¢ zbieznoSci nie zalezy zatem od tego, ile
razy a jest rézniczkowalna i jest co najwyzej rzedu O(n_l/(2+d)).

7.3.3 Rozpoznawanie za pomoca ukladu Haara

Obecnie zbadamy algorytm rozpoznawania 7.3 w przypadku uzycia jako szeregu
ortonormalnego uktadu funkcji Haara na odcinku /5.

Uklad funkcji Haara ma posta¢: dla k = 1,2, ..., m = [log, k| —1,7 = k—-2"
idlate0,1), v(t) = o8 (1), vi(t) = v3(t) = 1,

V2T, e [(25 — 2)/2m (2 — 1)/2m 1)
V2, e [(2) — 1)/2mH, (27)/2m )

0, w przeciwnym przypadku
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orazdlat =1

, —/2m = 2™ =0,1,2, ...
U(])(l)z{ ’ J , M 07 9 <y ’

0, j=1,....2"-1,m=0,1,2,...

Wiadomo (patrz [45], [46] i bibliografia cytowana tamze), ze jadro ukladu
Haara, czyli Ki(s,t) = YF_, v,(t)v,(s) moze byé przedstawione w postaci

ma gdy s,t € [15(1—1)715(1))7
I[=1,2,...,k—1,
Ki(s,) =\ gompen, 8y st € 167D, 10), (7.30)

0, w przeciwnym przypadku,

gdzie t() oznacza:

[/2m+1 dla 1=0,1,...,25
NUI a b2, (7.31)
(I—j)/2™ dla 1=2541,...,k.
Lemat 7.5 Uktad Haara spetnia warunek (7.14), czyli
k(n)
Wi(n) = sup Z v} (1) < VZk(n)
teh ;=1
O

Zauwazmy, 7e dla dowolnego ¢ € I; oraz dla 2™ < k(n) < 2™%! zachodzi

k(n S m .
Z]‘(:1) vHt) = Kyt 1) <271 <2k(n). Stad Wy, < 2k(n) i warunek (7.14)
jest spelniony, przy czym V? = 2.

7 lematu 7.5 oraz z twierdzenia 7.3.1 wynika nastepujacy wniosek:

Lemat 7.6 Jesli spetnione sq wszystkie zatoZenia twierdzenia 7.3.1 oraz k(n)
zostanie wybrany tak, Ze
k(n)l
k(n) — o0 oraz k() log(n) — 0, gdy n — oo, (7.32)
n
to ciqg regut klasyfikacji g, zdefiniowany w (7.16) jest mocno zgodny, przy zato-
zeniu, ze {vy}72 jest uktadem Haara. O
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Korzystajac z jadra uktadu Haara zapisanego w postaci (7.30) oraz z (7.6)
i (7.8), mozemy regule decyzyjna przedstawi¢ nastepujaco:

() = 32 = 1)Ky (X0, (). (7.33)
=1

Ze wzoru (7.30) wynika, ze Kp(ny jest rozne od zera tylko w przypadku, gdy
przeciwobrazy aktualnie rozpoznawanego wzorca ¥(z) i co najmniej jednego
wzorca pochodzacego z ciagu uczacego ¥(X;) naleza do tego samego podprze-
dziatu [t0=1 1Oy (Tub [tHECD=1) ¢(k(2))]), Niech nél) oraz ngl) oznacza odpowiednio
liczbe obserwacji ¥(X;), ¢ = 1,2, ...,n z klasy 0 oraz 1, ktére naleza do prze-
dzialow [t(l_l),t(l)), l=1,2,...,k(n)—1lub [t(k(”)_l),t(k(”))] . W konsekwencji
otrzymujemy nastepujacy prosty algorytm:

ALGORYTM ROZPOZNAWANIA ZA POMOCA UKLADU HAARA
NA ODCINKU I,

Dla uproszczenia, algorytm podany ponizej bedziemy dalej nazywac algorytmem
Haara.

Krok 1. Przeksztalé¢ ciag uczacy (X;,Y;) do postaci (#;,Y;), gdzie t; = ¥(X;),
1=1,2,...,n.

Krok 2. Oblicz nél), ngl), 1=1,2,...,k(n).

Krok 3. Aby zaklasyfikowac obserwacje z, wyznacz przedziat 5, = [t(lf_l),t(lm))

(lub [t(lf_l),t(lf)] , gdy 1, = k(n)), ktérego koiice okreslaja punkty (7.31),
przy czym t = ¥(z) € S,. Przydziel & do klasy 0, gdy nélm) > nglm), W prze-
ciwnym przypadku przydziel z do klasy 1. Jesli obie liczby: nélm) i nglm)
sa sobie réwne, to przydziel z do klasy 0 lub 1 losowo, z prawdopodo-
bienstwami odpowiednio réwnymi oszacowaniom empirycznym prawdopo-
dobiefistw a priori: po = n~! ng) nl oraz p; = n~! ng) nt. O
Korzystajacz (7.33)1 (7.30), mozemy regule klasyfikacji (7.16) zapisa¢ w réw-
nowaznej postaci

07 gdy Z?:l KI(W(XZ) € Sx)
gnla) = <Y (1= Y)I(P(X)) € Sy), (7.34)

1, w przeciwnym przypadku,

gdzie I(A) funkcja wskaznikowa zbioru A.
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Powyzszy algorytm mozemy zakwalifikowac jako algorytm typu podziatowego
(por. [36]).

Zauwazmy, ze t() — (=1 = 2=m+1 Jub 2= odzie m = [log, k(n)] — 1 oraz
I =1,...,k(n). Latwo zauwazy¢, ze klasyfikator typu szereg Haara-Fouriera
sprowadza sie do algorytmu opartego na histogramie obserwacji pochodzacych
7 ciagu uczacego, przy czym punkty 1) = 0, ... ,t(k(”)) = 1 wyznaczaja pod-
przedzialy histogramu. Wlasnosci histograméw bazujace na falkach Haara (w za-
stosowaniu do estymacji gestosci) przeanalizowano w [46].

Korzystajac z dowodu twierdzenia 9.4 w [36], mozemy otrzymad nastepujace
twierdzenie:

Twierdzenie 7.3.3 Jesli k(n) zostato wybrane w taki sposob, ze
n
2[logs k(n)]
to ciqg regut klasyfikacji g, (7.16), w ktorych {vg}72, jest uktadem Haara, jest

zgodny, z prawdopodobienstwem 1, z requtq Bayesa przy dowolnym rozktadzie
(X,Y) z nosnikiem w I; x {0,1}. ]

2/2M8 k()1 0 oraz — 00, gdy n — oo, (7.35)

Zauwaz'my7 Z'e 2|—10g2 k(n)] Z 210g2 k(n) — k‘(n) oraz 2|—10g2 k(n)] S 2'_10g2 k(n)J-I'l

< 2log2 (M1 = 9k(n). Warunki (7.35) sa wiec téwnowazne z warunkami

k
k(n) — oo oraz k() — 0, gdy n — (7.36)
n

otrzymanymi w [36]( por. twierdzenie 17.2) w odniesieniu do uogdlnionego li-
niowego klasyfikatora, ze wspétezynnikami wybranymi w taki sposdb, ze mini-
malizuja one empiryczne ryzyko 1/n3 1 (g, (X;) # Yi). W przypadku do-
wolnego wyboru wspétezynnikéw b;, 7 = 1, ..., k(n), jesli {vg}72, jest szere-
giem Haara, to wartosé Zf(:nl) bjv;(t) jest stala w przedzialach [t(l—l),t(l)) lub
[t(l_l),t(l)], l=1,2,...,k(n). Nie jest wiec niczym zaskakujacym, ze wspdlczyn-
niki b}, Jj=1,...,k(n) okreslone zgodnie z (7.6) minimalizuja blad empiryczny.
Rezultat uzyskany w twierdzeniu 7.3.3 zastuguje na uwage, gdyz wykazano
w nim zbieznos¢, z prawdopodobienistwem 1, bledu klasyfikacji ciagu regul (7.16)

z ukladem Haara do minimalnej wartosci ryzyka, bez zadnych dodatkowych za-
lozeni dotyczacych rozkladow (X,Y), (X,Y) € I x {0,1}.

7.3.4 Rezultaty badan symulacyjnych

Zastosowanie algorytmu Haara w odniesieniu do danego ciagu uczacego L, pro-
wadzi do podziatu odcinka [; na pewna liczbe pododcinkéw, z ktérymi skoja-
rzona jest decyzja o przynaleznosci do okreslonej klasy. Oznaczmy liczbe tych
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podprzedziatéw przez c¢. Warto$é ¢ < n jest suma wybranych lokalnie wartoéci
k(n). Ten krok, konstruowanie klasyfikatora, cho¢ obliczeniowo dos¢ zlozony, jest
wykonywany tylko raz na etapie wstepnego przetwarzania danych. Sklasyfiko-
wanie naplywajacej obserwacji @ wymaga obliczenia ¥(z). Przy dokladnosci p
cyfr znaczacych jest to operacja o ztozonosci O(pd). Znalezienie podprzedzialu,
ktory zawiera ¥(x) wymaga co najwyzej O(log(c)) poréwnan (przy czym zwy-
kle ¢ << n). Ponadto operacje wyznaczania ¥(z) mozna wykonywaé czeSciowo
réwnolegle z wyznaczaniem podprzedzialu w [, ktéry zawiera ¥(z). Takie po-
stepowanie pozwala dopasowac dokladnosé p do istniejacego podzialu odcinka
1. Innymi stowy, dokladno$é¢ transformacji mozna ustalac¢ lokalnie w zaleznoSci
od gestosci danych jednowymiarowych (po transformacji na odcinek). Punkt ob-
ciecia szeregu k(n) tez moze by¢ dobierany lokalnie w sposéb zalezny od liczby
elementéw ciagu uczacego, pojawiajacych sie w réznych pododcinkach Iy.

W przedstawionych dalej przyktadach pokazemy duza efektywnosé algorytmu
rozpoznawania za pomoca ukladu Haara na odcinku I; w zastosowaniu do stan-
dardowych probleméw testowych stosowanych w rozpoznawaniu.

Przyklady Iris oraz Muscular dystrophy zostaly zaczerpniete z ksiazki [3].
Jako§¢ algorytmu rozpoznawania w odniesieniu do zbioréw danych rzeczywistych
byla oceniana za pomoca procedury typu cross-validation, w ktérej kazdy z wzor-
céw pochodzacych ze zbioru danych jest rozpoznawany przy uzyciu klasyfikatora
skonstruowanego na podstawie pozostalych danych uzytych jako ciag uczacy [57].
Procedure te bedziemy w skrécie oznaczaé jako C'V1. Poniewaz w przypadku
skonczonego zbioru danych nie znamy ryzyka Bayesa, jako podstawe do poréw-
nan przyjeto wiec blad rozpoznawania uzyskiwany metoda k-NN (k najblizszych
sasiadow) [29], [41].

W pierwszych dwu przykladach dane byly symulowane z wielowymiarowych
rozktadéw normalnych, ktére maja nieograniczone noéniki. Nie korzystano jednak
z nieliniowej transformacji danych (na przyktad za pomoca funkcji logistycznej),
a jedynie dokonano liniowej transformacji wygenerowanych wezeéniej danych, tak
by po przeksztalceniu zawieraly sie w kostce I;. Jesli obserwacja  pochodzi (po
liniowej transformacji) spoza ograniczonego obszaru Iy, to ¥(z) nie istnieje i
nie moze zostaé sklasyfikowane. Mozna réwniez interpretowaé te sytuacje jako
badanie przykladu, w ktérym dane pochodza nie z nieograniczonego rozkladu
normalnego, lecz rozktadu normalnego obcietego.

Przyklad 7.1 Klasy o rozktadach normalnych [57)

Przyklad ten zostal zaczerpniety z ksiazki Fukunagi [57]. Dane wygenerowano
z dwu rozkladéw normalnych w przestrzeni 8-wymiarowej. Prawdopodobienstwa
a priori obu klas byly réwne 1/2. Rozklad cech w klasie pierwsze]j charakteryzo-
wal wektor wartosci $rednich: [0,0, ... ,0] i macierz kowariancji diag[l, ... ,1].
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Dane z drugiej klasy mialy takze rozktad normalny z wektorem wartosci srednich
réwnym
[0,01, 0,26, 1,08, 1,64, 0,84, 0,84, 3,1, 3,86]

i macierza, kowariancji
diag[1,65%, 0,562, 1,332, 1,222, 0,4692, 0,3462, 3,472, 2,9%.

Warto$¢ ryzyka Bayesa wyliczona teoretycznie jest réwna 1,9% [57].

Testowanie algorytmu Haara sktadato sie z 10 przebiegéw algorytmu uczenia
(konstruowania klasyfikatora) wykonanych dla 10 réznych, niezaleznie wygenero-
wanych ciagéw uczacych o dtugoéci » = 100, » = 200, ,...,n = 500. Kazdy
z otrzymanych klasyfikatoréw byl testowany za pomoca odrebnego ciagu testuja-
cego zawierajacego 1000 (lub 2000) elementéw. Wyniki testowania przedstawiono
na rysunkach 7.11 7.2. Pojedynczy punkt na tym rysunku odpowiada wyrazonej
w procentach wartosci blednych klasyfikacji obliczonych (i usrednionych) dla 10
réznych realizacji.

Na rysunkach tych zaznaczono tez minimalna i maksymalna wartosé bledow
uzyskanych dla 10 réznych ciagéw uczacych. W kazdym z przypadkéw jako na-
rzedzia transformacji do 1-D uzyto quasi-odwrotnoéci krzywej Sierpinskiego ob-
liczanej z dokladnoécia 27%6. Bledy te byly zauwazalnie wieksze w przypadku
uzycia krzywej Peano i krzywej Hilberta.

Rysunek 7.1 przedstawia zalezno$¢ empirycznego bledu klasyfikacji od dtu-
gosci ciagu uczacego. Na rysunku 7.2 zilustrowano wplyw doktadnosci trans-
formowania danych za pomoca krzywej (liczby cyfr znaczacych w rozwinieciu
dwéjkowym) na wielkosé¢ bledu klasyfikacji. Z rysunku tego wynika, ze algorytmy
klasyfikacji bazujace na transformacji danych za pomoca krzywych wypetniaja-
cych nie sa zbyt wrazliwe na wybor dokladnoéci przeksztalcenia. Kiedy doklad-
noéc osiagnie pewien poziom, zwiazany z gesto$cia wypelnienia przestrzeni przez
dane z ciagu uczacego, dalszy wzrost dokladnosci (zwiekszanie parametru p) nie
zmniejsza liczby blednych klasyfikacji.

Srednie bledy klasyfikacji sa nieco wieksze niz odpowiednie wyniki otrzymane
metoda k najblizszych sasiadéw (k-NN), ktéra pozwala na uzyskanie bledéw
rzedu 5% (patrz [57] s. 312).

Przyklad 7.2 Dane o wielowymiarowym rozkladzie normalnym
— klasy rozdzielone

Przyklad ten zostal zaczerpniety z pracy [53]. Wystepuja w nim wzorce z prze-
strzeni o d = 10 wymiarach, nalezace do M = 2 klas. Dane te maja taczny roz-
ktad bedacy rozktadem standardowym normalnym. Element z nalezy do klasy
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Rys. 7.1. Maksymalne, minimalne i &rednie (dla 10 réznych ciagéw uczacych) wartosci
procentowych bledéw klasyfikacji otrzymane w wyniku dziatania algorytmu Haara (zbidr
testujacy sktadal sie z 1000 elementéw) w zaleznoécei od dlugosci ciagu uczacego n wylo-
sowanego dla dwu klas o rozktadach normalnych (por. przyktad 7.1)

Fig. 7.1. Minimal, maximal and averaged (over 10 learning sequences) percentage of mi-
sclassifications obtained by Haar Algorithm (1000 testing patterns) versus the length n
of the learning sequence simulated from two normally distributed classes (see Example

7.1 for details)
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Rys. 7.2. Maksymalne, minimalne i érednie (dla 10 réznych ciagéw uczacych) wartosci
procentowych bledéw klasyfikacji otrzymane w wyniku dziatania algorytmu Haara (zbidr
testujacy sktadat sie z 2000 elementéw, n = 1000) w zaleznoéci od wartosdcei parametru p,
ktéry odpowiada doktadnoéci aproksymacji krzywej Sierpinskiego. Dane byty losowane
z dwu rozktadéw normalnych (patrz szczeglly opisane w przykltadzie 7.1)

Fig. 7.2. Minimal, maximal and averaged (over 10 learning sequences) percentage of
misclassifications obtained by Haar Algorithm (2000 testing patterns, n = 1000) versus
parameter p, which reflects the degree of approximation of the Sierpinski curve. Data
were simulated from two normally distributed classes (see Example 7.1 for details)
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o numerze 0, gdy Zle z? < 9,8, a w przeciwnym przypadku z nalezy do klasy
o numerze 1.

Btad Bayesa jest w tym przykladzie réwny zeru. 7 drugiej strony, wiadomo
[53], Ze jest to problem ,trudny” z punktu widzenia budowy klasyfikatora na
podstawie ciagu uczacego, niezaleznie od obranej metody. Przy zatozeniu, ze ciag
uczacy sklada sie z N = 500 elementéw, klasyczna metoda k najblizszych sasia-
déw prowadzi do bledéw rozpoznawania rzedu 34%]53].

Podobne wyniki daje takze badany algorytm Haara zastosowany w odniesie-
niu do 500—elementowego ciagu uczacego przetransformowanego na odcinek za
pomoca quasi-odwrotnosci krzywej Peano.

Przyklad 7.3 Zbior danych Iris

Zbiér danych Iris jest bardzo popularnym zbiorem testowym [3], [51]. Zawiera 150
wzorcow scharakteryzowanych przez cztery pomiary (szerokosci i dlugosci dwu
typéw platkéw) trzech réznych gatunkéw iryséw (setosa, versicolor i virginica),
po 50 przykladéw dla kazdego z gatunkow.

Dane dotyczace jednego z gatunkéw ([ris setosa) sa wyraznie odseparowane
od pozostalych 100 wzorcéw i dlatego czesto bywaja odrzucane [53], a badania
prowadzi sie na zbiorze zawierajacym pozostale 100 danych z dwu klas. Tak tez
postapiono w tym przykladzie.

4-wymiarowe dane pochodzace z pozostatych dwu klas zostaly najpierw prze-
skalowane do kostki [0, 1]*, a nastepnie transformowane za pomoca krzywej Hil-
berta z dokladnoéciag gwarantujaca podzial kostki I na 2 réwnych podkostek.

Przetransformowany ciag uczacy przedstawiono na rysunku 7.3, w ktérym
dane z réznych klas sa zobrazowane w postaci funkcyjnej: dane nalezace do jednej
klasy jako punkty odpowiadajace wartosci 0, natomiast dane z drugiej klasy jako
punkty odpowiadajace wartosci 1.

Pierwsze 24 punkty z ciagu uczacego zamieszczone sa w tabeli 7.6. Poréwnanie
zawartosci tej tabeli i rysunku 7.3 jasno wskazuje, ze istnieja przedziaty w Iy,
w ktorych obserwacje z obu klas sa przemieszane i nie sposéb uniknaé btednej
klasyfikacji.

Zastosowanie algorytmu Haara i krzywej Hilberta w odniesieniu do zbioru
testowego [Iris prowadzi do bledéw klasyfikacji rzedu 7% (4,33% w przypadku
uwzglednienia trzech klas). Zastapienie krzywej Hilberta przez krzywa Peano po-
zwala na zmniejszenie poziomu blednych klasyfikacji do 6%. Dla poréwnania, me-
toda k-NN w odniesieniu do danych 4-wymiarowych prowadzi do btedéw rzedu
8% [53].

Wyniki obliczen zebrano w tabeli 7.1, w ktérej uwzgledniono réwniez zasto-
sowane uporzadkowanie cech.
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klasa

Rys. 7.3. Zbiér danych Irys zawierajacy tylko dwie klasy po transformacji przy uzyciu
quasi-odwrotnoéci krzywe] Hilberta (szczegbly opisane w przykladzie 7.3)

Fig. 7.3. Iris data from two classes after transformation by the quasi-inverse of the Hilbert
curve (see Example 7.3 for details)

Tabela 7.1. Bledy klasyfikacji uzyskane przy uzyciu algorytmu Haara oraz krzywych Hil-
berta i Peano w odniesieniu do danych Iris (patrz opis prayktadu 7.3). Dla poréwnania
podano bledy uzyskiwane metoda £~NN

Krzywa i najlepsza || % Blednych klasyfikacji
kolejnosc cech algorytm Haara | k—NN

Hilbert 1,2,3.4 ™%
8% *
Peano 1,2.3.4 6%
| * Zrédlo [53] |

Przyklad 7.4 Zbior danych Muscular dystrophy

Dane Muscular dystrophy [3] skladaja sie z 193 5—wymiarowych wektoréw da-
nych, ktére odpowiadaja wiekowi badanych 193 oséb oraz pomiarom poziomu
czterech markerdw mierzonych w surowicy krwi. Wéréd badanych byty osoby
zdrowe oraz osoby bedace nosicielami Duchenne Muscular dystrophy — choroby
przekazywanej genetycznie.

Eksperymenty obliczeniowe przeprowadzono na pelnym zbiorze danych w prze-
ciwiefistwie do badan prowadzonych przez Friedmana [53], w ktérych uzyto zbiér
edytowany, dotyczacy 190 oséb, prowadzacy na ogdt do mniejszych nieco warto-
§ci bledow. W przypadku klasycznej metody k—NN byly to, odpowiednio, bledy
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Tabela 7.2. Bledy klasyfikacji uzyskane za pomoca algorytmu Haara w odniesieniu do
danych Muscular dystrophy (patrz opis prayktadu 7.4)

Krzywa i najlepsza % Blednych klasyfikacji
kolejnosc cech algorytm Haara | k—NN
Hilbert 1,4,3,2.5 9,.8%
11,4% *
Sierpinski mod. 1,2,3.4,5 10,3%
~ Otrzymane dla calego ciagu uczacego zawieraja-
cego 193 wzorce (bez edycji ciagu).

klasyfikacji rzedu 11,4% (dla pelnego ciagu uczacego) oraz 10,5% (w przypadku
ciagu edytowanego). Metoda testowania byla tu taka sama jak w przypadku
zbioru Iris. Otrzymano bledy klasyfikacji rzedu 9,8% oraz 10,3% w przypadku
zastosowania odpowiednio krzywej Hilberta i krzywej Sierpiniskiego. Podsumowa-
nie wynikéw zamieszczono w tabeli 7.2.

Podsumowujac, algorytm rozpoznawania oparty na rozwinieciu jednowymia-
rowych (przetransformowanych za pomoca krzywej wypelniajacej) danych w sze-
reg Haara, pozwala na otrzymanie szybkiego i latwego w stosowaniu klasyfika-
tora, ktorego btad klasyfikacji jest poréwnywalny z wymagajaca duzych nakta-
déw obliczeniowych metoda k najblizszych sasiadéw z metryka w przestrzeni
d-wymiarowej. Jednoczeénie nalezy pamietaé, ze przedstawiany tu algorytm,
w koncowym rezultacie, nie wymaga pamietania calego ciagu uczacego, ani nawet
obliczonych wspélczynnikéw rozwiniecia w szereg Haara. Pamietac nalezy jedynie
punkty odcinka Iy, w ktérych nastepuje zmiana przynaleznosci do klas. Punktéw
takich, w praktyce, jest znacznie mniej niz elementéw ciagu uczacego.

7.4 Szybki algorytm £ najblizszych sasiadow

Metoda k najblizszych sasiadéw (k—NN )[29], [41], [57] [36] jest jedna z najbardziej
popularnych metod klasyfikacji. Polega ona na wyznaczeniu k najblizszych sasia-
déw klasyfikowanej obserwacji @ wéréd elementéw z ciagu uczacego, a nastepnie
zaklasyfikowaniu z do tej klasy, do ktérej nalezy wiekszo$¢ znalezionych sasiadéw.
Najczesciej stosowana miara odlegltosci jest metryka euklidesowa. Mimo rozwoju
wielu innych, bardzo wyrafinowanych technik nieparametrycznych, metoda k—NN
jest jedna z najbardziej efektywnych i popularnych technik w rozpoznawniu [53].
Regula k-NN zawdziecza swa popularno$c¢ nie tylko intuicyjnej prostocie sfor-
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mulowania, lecz réwniez dobrze zbadanym wlasnosciom asymptotycznym [36].
Odnotujmy dla porzadku, ze reguta k—NN z ustalong z géry liczba sasiadéw nie
zapewnia zbieznosci E[J,], przy n — oo, do ryzyka Bayesa J*.

Proste implementacje metody k~NN prowadza w przypadku wielowymiaro-
wym do czasochtonnych obliczen, a czas rozpoznawnia pojedynczego wzorca ro-
$nie wraz ze wzrostem liczby sasiadéw k, dtugoscia ciagu uczacego n oraz wy-
miarem przestrzeni cech d. Takze wybdr odpowiedniej metryki [53] ma wplyw na
efektywnosé metody klasyfikacji, zaréwno ze wzgledu na ztozonosé obliczeniowa
procesu rozpoznawania, jak i z uwagi na uzyskiwane bledy rozpoznawania (do-
pasowanie metryki do struktury danych). Szereg prac poswiecono efektywnym
metodom wyznaczania k najblizszych sasiadéw w przestrzeni d—wymiarowej [20],
[79], [49], [193], [34], [207], [39].

W niniejszym rozdziale zbadamy efektywno$¢ metody k-NN zastosowanej
w odniesieniu do danych przetransformowanych na odcinek Iy za pomoca krzy-
wej wypelniajacej. Metode te mozemy interpretowaé jako wprowadzenie nowej
metryki, ktora definiuje odlegto$é miedzy punktami przestrzeni wielowymiarowej
poprzez odleglo$¢ miedzy odpowiadajacymi im punktami na odcinku Iy.

Metryka ta ma postac:

d(z,2') = |@(x) - @(2)|, 2.2 €l (7.37)

Latwo sprawdzi¢, ze d(-) spelnia wszystkie wymagane wlasnosci, to znaczy:

d(z,2) > 0,

d(w, x/) = Wtedy i tylko wtedy, gdy « = 2,
d($7$/) - ( /2 H

d(e.o') + da' ") < d(w, 2",

7.4.1 Algorytm k—CNN

Algorytm rozpoznawania (oznaczany dalej w skrécie k~CNN) polega na wybo-
rze tej klasy, do ktérej nalezy wiekszo$¢ sposréd k najblizszych (ze wzgledu na
polozenie na krzywej wypelniajacej) sasiadéw rozpoznawanego obiektu z.

Konstrukcja klasyfikatora, podobnie jak w przypadku przedstawionego wcze-
$niej algorytmu Haara, wymaga przetransformowania catego ciagu uczacego L,
={(X;,Y;), i=1,2,...,n} za pomoca wybranego odwzorowania quasi-odwrot-
nego ¥. Nastepnie nowy ciag uczacy an ={(t,Y:), ti =¥(X;),i=1,...,n}
nalezy uporzadkowaé zgodnie z niemalejacymi warto$ciami ¢;. Dla uproszczenia
dalej bedziemy zakladaé, ze ciag uczacy jest ponumerowany zgodnie z kolejno-
Scia polozenia punktéw na krzywej wypelniajacej, czyli ze {;_1) < (), @ =
2,3,...,n
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ALGORYTM

Niech L¥ = (1. Y1) (12): Yigy)s - - > (b Yi)))-
Krok 1. Aby zaklasyfikowaé obserwacje x, oblicz wartos¢ ¢ = ¥(x).

Krok 2. Wyznacz zbiér

S ={(tw), Yiry)s - s Gprgrm1ys Yirpr—1)) b

zawierajacy k elementéw ciagu uczacego o najmniejszej odleglodci od t,
wyznaczonej jako [t; — t| (lub na podstawie innej metryki okreslonej na
odcinku /).

Krok 3. Wyznacz k;, ¢ = 0,1, ..., M, gdzie k; oznacza liczbe sasiadéw ze zbioru
S nalezacych do i-tej klasy. W ogélnym przypadku & = ko+k1+- -+ k-1,
gdzie M jest liczba klas.

Krok 4. Zaklasyfikuj z do klasy, ktéra ma najwieksza liczbe reprezentantéw
w zbiorze 5, czyli jesli

ki = max{ko, kl, e ,kM_l},
to x jest klasyfikowane do klasy i-tej.

Jezeli nastapi poszerzenie ciagu uczacego o dodatkowy wzorzec, to aktuali-
zacja zbioru an polega na dotozeniu nowego elementu w taki sposéb, by zbior
rozszerzony byt dalej uporzadkowany zgodnie z polozeniami jego elementéw na
odcinku [;. Wymaga to, poza transformacja nowego wzorca na odcinek I, jedynie
O(log, n) operacji arytmetycznych.

7.4.2 Kompresja danych w metodzie i—CNN

Reguta k najblizszych sasiadéw w przypadku danych jednowymiarowych, postaci:
(tay = ¥( X)), Yiy)) = (L) Yiy)s @ = 1,2, ... ,n, prowadzi do podzialu odcinka
jednostkowego na n + 1 pododcinkdw:

[0, (1) + te1) /205 [(Ra) + Eogn)) /25 (B2) + Leg2))/2]s - - [(Enmiy + T ) /25 1],

w ktérych decyzje o przynaleznosci do klasy okreéla wybdr najczestszej klasy,
odpowiednio w zbiorach

{)/(1)7 s 71/(16)}7 {)/(2)7 s 71/(k—|—1)}7 cee 7{1/(n—k—l—1)7 cee 7)/(71)}
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Rys. 7.4. Zbiér danych Iris zawierajacy trzy klasy po transformacji przy uzyciu
quasi-odwrotnoéci krzywej Peano (szczegdly opisane w przyktadzie 7.3)

Fig. 7.4. Iris data from three classes after transformation by the quasi-inverse of the
Peano curve (see Example 7.3 for details)

Zwykle wiele z sasiadujacych podprzedzialéw ma przyporzadkowany ten sam nu-
mer klasy, w zwiazku z tym mozna je polaczy¢ (skompresowac).

Gdy zakladamy, 7ze ciag uczacy pozostanie bez zmian (klasyfikator nie be-
dzie modyfikowany), wtedy zamiast ciagu uczacego an wystarczy zapamietac
potozenie punktéw na odcinku, w ktérych nastepuje zmiana przypisywanej przy-
naleznosci do klasy.

W konsekwencji, na czas potrzebny do rozpoznania nowego obiektu z € I
sklada sie czas transformacji ¥ () oraz czas potrzebny na znalezienie podprze-
dziatu, do ktérego nalezy ¥(z), czyli sumarycznie jest to czas rzedu

O(d) + O(logy(m)),

gdzie m jest efektywna liczba podprzedzialéw odcinka, ktore sa zwiazane z rdz-
nymi decyzjami o przynaleznosci do klasy.

Przyklad 7.5 Zbior Iris

Zbiér Iris zawiera 150 wzorcéw scharakteryzowanych przez cztery pomiary (sze-
rokosci i dlugosci dwu typoéw platkéw) trzech réznych gatunkéw iryséw: setosa,
versicolor i virginica, po 50 przyktadéw dla kazdego z gatunkéw. W przeciwieri-
stwie do przykladu (7.3) obliczenia przeprowadzono dla calego ciagu uczacego
zawierajacego elementy nalezace do wszystkich trzech klas.

Dane (po przeskalowaniu do kostki I4) przetransformowano na odcinek I; za
pomoca krzywej Peano (patrz rysunek 7.4). Badana metoda klasyfikacji prowadzi
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Tabela 7.3. Bledy klasyfikacji dla danych Iris uzyskane metoda 1-CNN 1 5-CNN

1-CNN | 5-CNN | k-NN | krzywa
4.0 2,66 5,33 Peano
6,0 6,66 5,33 | Sierpinski

do reguly decyzyjnej skladajacej sie z 3-5 przedzialéw (zaleznie od liczby sasia-
déw k = 2,3). Liczba k zostala okreslona zgodnie z procedura cross-validation
CV1, w ktérej 150 danych zostato w sposéb losowy podzielonych na zbidr uczacy
zawierajacy 75 elementow i zbidr testujacy réwniez 7h—elementowy.

Blad klasyfikacji (usredniony na podstawie 10 réznych podzialéw zbioru da-
nych) wynosil 2,27 %, przy czym wartosci bledu przed usrednieniem zawieraly
sie w przedziale [0% — 4,0%]. Latwo zauwazy¢, ze po transformacji danych Iris,
klasa setosa jest nadal écidle oddzielona w sensie geometrycznym od pozostaltych
klas. Na rysunku 7.4 jest to klasa oznaczona etykieta 1. W tabeli 7.3 przedsta-
wiono dalsze wyniki badar, tym razem weryfikowane za pomoca procedury CV1,
w ktorej kazdy element ze zbioru danych jest elementem testujacym wzgledem
klasyfikatora zbudowanego na podstawie pozostatych n — 1 wzorcéw, traktowa-
nych jako ciag uczacy. Wzgledna liczba bltednych klasyfikacji stuzy jako estymata
bledu metody klasyfikacji. W tabeli 7.3 podano takze odpowiednie wyniki otrzy-
mane przy zastosowaniu krzywej Sierpifiskiego.

Przyklad 7.6 Clouds - dane symulowane

7Zbi6ér danych Clouds sktada sie z n = 5000 dwuwymiarowych obserwacji nale-
zacych do dwu klas z takimi samymi prawdopodobiefistwami a priori. Dane te
pochodza z bazy danych Elena (patrz ftp://ftp.ucl.ac.be/pub/neural-nets...A/-
databases/ARTIFIcial/clouds/clouds.txt). Dane z pierwszej klasy maja rozklad
bedacy mieszanina, trzech réznych rozktadéw normalnych:

N[(0,0), diag(0,2, 0,2)], N[(0,2), diag(0,2, 0,2)], N[(2,1), diag(0,2, 1)]
z prawdopodobiefistwami (wagami) odpowiednio réwnymi 1/4, 1/4, 1/2. Dane
z drugiej klasy maja rozklad normalny N[0,0), diag(1,1)]. Zbiér danych Clouds,
po przeskalowaniu do I3, przedstawia rysunek 7.5. Do transformacji danych (po
wstepnym przeskalowaniu do kostki I3) uzyto krzywej Sierpinskiego. Efekty tej
transformacji przedstawiono na rysunku 7.6.

Najmniejsze wartosci bledu klasyfikacji otrzymano (procedura CV1) przy uzy-
ciu calego zbioru danych n = 5000. Blad ten wynosil (metoda k~-CNN, £ = 11)
okolo 11,32%. Dla poréwnania, przy zastosowaniu klasycznej metody k—NN na
danych dwuwymiarowych otrzymano 10,94% blednych klasyfikacji.
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Rys. 7.5. Dane symulowane: klasa 0 — lewa strona rysunku, klasa 1 — prawa strona rysunku
Fig. 7.5. Simulated data: class 0 — left panel, class 1 — right panel
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Rys. 7.6. Dane symulowane Clouds po transformacji do 1-D za pomoca krzywej Sierpin-
skiego
Fig. 7.6. Data Clouds after transformation to 1-D via the Sierpinski curve

Tabela 7.4. % btednych klasyfikacji, dyspersja btedu o, liczba przedzialéw jednowymia-
rowej funkeji decyzyjnej m i stopien kompresji n/m uzyskany przy réznych dtugosciach
clagu uczacego n

n 5000 | 4000 | 3000 | 2500 | 2000 | 1500 | 1000 | 500
blad % | 11,32 | 11,58 | 11,29 | 11,69 | 11,62 | 12,05 | 12,81 | 13,43
o 1,04 | 0,62 | 044 | 0,66 | 0,43 | 0,64 | 0,60

m 63 63 54 39 33 42 33 20

n/m | 79 63 55 63 61 45 30 25
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Oszacowania prawdopodobienstw blednej klasyfikacji przy réznych diugo-
$ciach ciagu uczacego (n =4000, 3000, 2500, 2000, 1500, 1000, 500) zamieszczono
w tabeli 7.4. W kazdym przypadku (dla ustalonego n) wygenerowano 10 nieza-
leznych ciagdéw uczacych, dla ktérych wyniki testowano na pozostatych 5000 — n
elementach zbioru Clouds. W kazdym z przypadkéw podano takze Srednia war-
tosé liczby przedziatéw funkeji decyzyjnej o stalych wartoéciach na odcinku. Czesé
prezentowanych powyzej wynikéw umieszczono w pracy autorki [172]. Szczegé-
lowe wyniki eksperymentow przeprowadzonych na testowych zbiorach danych,
zaczerpnietych z [3] oraz [53], sa takze zamieszczone w pracach autorki [174],
[160]. Z eksperymentéw tych wynika, ze metoda k—CNN pozwala na uzyskiwa-
nie podobnych, a czesto nawet mniejszych bledéw klasyfikacji, niz w przypadku
metody k—NN realizowanej w przestrzeni wielowymiarowej, przy rownoczesnym
znacznym stopniu kompresji funkcji decyzyjnej i skroceniu czasu klasyfikacji.

Podobne eksperymenty przeprowadzane na danych symulowanych opisano
w pracy autorki [173]. Na przykltad, w odniesieniu do zbioru danych Muscular dys-
trophy (por. przyklad 7.4, podrozdzial 7.3.4) uzyskano, przy zastosowaniu krzywej
Sierpinskiego, bledy klasyfikacji rzedu 11,4%, czyli takie same jak otrzymywane
metoda k~NN w odniesieniu do oryginalnych, wielowymiarowych danych.

W przypadku danych symulowanych z przykladu 7.2 metoda k~CNN prowa-
dzi natomiast do znacznej poprawy, czyli do bledéw klasyfikacji rzedu 28% (dla
krzywej Peano) w poréwnaniu z 34% otrzymywanymi innymi metodami (por. tez
wyniki przedstawione w podrozdziale 7.3.4).

7.5 Wektorowa kwantyzacja w rozpoznawaniu

Algorytmy rozpoznawania, ktore byty proponowane i badane w poprzednich pod-
rozdziatach mialy klarowne uzasadnienia teoretyczne. Celem niniejszego podroz-
dzialu jest wskazanie, ze metodyka stosowania krzywych wypelniajacych moze
by¢ uzyteczna takze w udoskonalaniu takich metod rozpoznawania, ktére nie do-
czekaly sie pelnego opracowania teoretycznego, lecz ich praktyczna uzytecznosé
jest w literaturze doceniana [83], [84], [78].

Metoda LVQ (learning vector quantization) — procedura skojarzonego ucze-
nia typu samoorganizujacych odwzorowan Kohonena — stosowana w odniesieniu
do obiektéw pochodzacych z réznych klas, zaproponowana przez Kohonena [80],
[82], [76], [176], [77], [78], jest metoda tworzenia zbioréw obiektéw najlepiej re-
prezentujacych rozktady danych w klasach. Zbiory te nazywane sa prototypami,
zbiorami wektoréw odniesienia badz ksiazkami kodowymi (kwantyzatorami).

W przestrzeni danych wejéciowych, ktéra tu bedziemy utozsamiaé z przestrze-
nia cech, nalezy wybierac skonficzony zbidr reprezentantéw, z ktérych kazdy skoja-
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rzony jest jednoznacznie z numerem pewnej klasy. Na podstawie ciagu uczacego
L,, w trakcie procedury uczenia, tworzony jest nowy ciag wzorcow, ktory dalej
moze by¢ traktowany jako zbidér odniesienia uzywany nastepnie do klasyfikacji
metoda najblizszego sasiada 1-NN.

Proces uczenia LVQ pelni tu dwie funkcje: stuzy kondensacji zbioru uczacego
oraz edycji tego zbioru, przy czym operacje te nalezy rozumieé nieco szerzej
niz klasyczne pojecia edycji i kondensacji stosowane w odniesieniu do reguty
najblizszego sasiada [57], [36].

W trakcie uczenia sieci LVQ, na podstawie ciagu uczacego tworzy sie nowy
ciag prototypow, na ogét znacznie mniej liczny niz ciag uczacy. Sie¢ taka rézni sie
od sieci samoorganizujacych SOM (omawianych w rozdziale 6) brakiem struktury
topologicznej. Poza tym neurony zaopatrzone sa w etykiety okreSlajace przyna-
leznos$é danego neuronu do konkretnej klasy.

Po procesie uczenia sie¢ LVQ dziala podobnie jak sie¢c SOM. To znaczy, sieé
LVQ wybiera taki prototyp (neuron), ktéry jest najblizszym sasiadem prezento-
wanego wzorca, wektora x wzgledem przyjetej metryki. Jako wynik klasyfikacji
podawany jest numer klasy, ktéry jest etykieta wybranego prototypu.

Jak widac, sie¢ LVQ dziata zgodnie z reguta najblizszego sasiada, stosowana
jednakze nie w odniesieniu do calego ciagu uczacego, lecz w stosunku do usta-
lonego zbioru prototypéw. W procesie uczenia sieci LVQ polozenie wybranych
prototypéw jest korygowane w taki sposéb, by minimalizowaé¢ empiryczny blad
klasyfikacji, obliczany wzgledem ciagu uczacego.

Znane sa rozne warianty algorytméw uczenia LVQ, ktére maja mniej lub bar-
dziej heurystyczny charakter. Algorytmy te, znane jako algorytmy LVQ1, LVQZ2,
LVQ2.1, LVQ2.2, LVQ3, OLVQL [83] [76] oraz ich modyfikacje [38], [33], doko-
nuja réwnoczesnie zaréwno kwantyzacji danych wejsciowych (przestrzeni cech),
jak i ich klasyfikacji.

Wprawdzie zaden ze wspomnianych algorytméw (w przypadku wielowymia-
rowym) nie gwarantuje zbieznosci do ryzyka bayesowskiego, sa one jednak bardzo
uzyteczne ze wzgledu na prostote samego algorytmu klasyfikacji i znaczna kom-
presje zbioru danych (ciagu uczacego).

7.5.1 Algorytmy LVQ z uzyciem krzywej wypelniajacej

W podejsciu tutaj rozwazanym kazdy d-wymiarowy wektor z jest transformo-
wany do punktu ¥(z) na odcinku jednostkowym I;. W zwiazku z tym zbidr
prototypéw V jest zbiorem liczb z Iy oznaczonych numerem klasy, do ktorej sa
przypisane:

V= ((vlvcl)v(v%C?)? 7(UN76N)) (7 38)
v; € I, CiE{O,l,...,M—l}, 1=1,2,..., N, '
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gdzie N oznacza liczbe prototypéw, a M liczbe klas. W przypadku, gdy mamy
do czynienia z dychotomia, M = 2, etykiety przynaleznosci do klasy przyjmuja
wartosci ze zbioru {0,1}. Jezeli dane wejéciowe sa jednowymiarowe, skalarne,
to algorytm LVQ, niezaleznie od jego konkretnej postaci, pozwala na uzyskanie
bardzo prostej sieci klasyfikujacej, o relatywnie malej liczbie prototypéw N.
Algorytm uczenia LVQ w wersji ze zmiennymi (optymalizowanymi) wspél-
czynnikami uczenia — OLVQ1 [83] — polaczony z transformacja wielowymiaro-
wych danych, przytaczamy za praca autorki [167]. Ma on nastepujaca postac:

ALGORYTM OLSQ1 - wersja skalarna OLVQ1

W ponizszym algorytmie [ jest numerem iteracji.

Krok 1. Przeksztalé obserwacje (X;,Y;), do postaci jednowymiarowej (¢;,Y;),

t; =¥(X;),j=1,2,...,n. Ustal poczatkowe wartosci
V= ((Ul(O), Cl)v (?]2(0), 02)7 s 7(”]\7(0)7 CN))
oraz indywidualne wspolczynniki uczenia o;, 1 =1, ..., N.

Krok 2. Wybierz losowo element z ciagu uczacego t = ¢, = ¥(X;) ¢ =Y;.
Zmajdz jednowymiarowy prototyp vg, najblizszy rozpatrywanej obserwacji
t, czyli |op(l) —t] <|wi(l)—1t], i=1,...,N.

Krok 3. Zmien pozycje wybranego vy oraz jego wspolczynnik uczenia zgodnie
7 reguta:
vkl 4+ 1) = o(l) + s(1) ax(l) (1 = vi (1)),

ap(l+ 1) = ax(l)/(1+ (1) ax(1)),

gdzie s(1) = 1, jesli klasa wylosowanego obiektu ¢ jest zgodna z klasa wybra-
nego prototypu ¢ = ¢ oraz s(I) = —1 w przeciwnym przypadku (¢ # ci).

ALGORYTM LSQ2 — wersja skalarna LVQ2

W algorytmie LVQ2.1 modyfikowane sa pozycje dwu najblizszych sasiadéw,
oznaczmy je przez v i v, jesli jeden z nich nalezy do tej samej klasy co aktualny
wzorzec, a drugi nalezy do innej klasy, przy czym nie jest istotne, ktéry z nich
jest najblizszym sasiadem. Ponadto ¢ powinno znajdowaé sie w przedziale O =
[Vmin + =5 |v —v|v~—|—M] dzie vy = minf{vg, v, }, a s jest t

min T 517 |Vk 7|y Umin SsF1 , g2 min ks Ur S J parametrem
okreslajacym szeroko$é okna O, przy czym s = (1 — w)/(1 + w), gdzie w =
0,2 —0,3. W konsekwencji proces uczenia odbywa sie tylko wtedy, gdy

min{|t — vi|/|[t — v.|, [t — v, |/|t — vg|} > s.
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Proces uczenia ma postaé
0 (14 1) = 0, (1) + a(t = v, (1).

jesli klasa wylosowanego obiektu ¢ jest zgodna z klasa wybranego prototypu ¢ = ¢,
oraz

vl + 1) = ve(l) — a (t —vi(1)),

gdy wylosowany obiekt nalezy do innej klasy niz prototyp vy, ¢ # ck.

W kolejnej modyfikacji algorytmu LVQ, zwanej LVQ3, proces uczenia ma
miejsce takze wtedy, gdy oba prototypy v, i vr naleza do tej samej klasy co
aktualnie klasyfikowany wzorzec. Wspdtezynnik uczenia a jest wtedy dodatkowo
zmniejszany do wartoéci ea, € < 1. Algorytm ten moze byé stosowany takze
w wersji z optymalizowanymi, indywidualnymi wspdélczynnikami uczenia.

W celu poprawienia pozycji prototypéw V' zastosowano prosta modyfikacje
algorytmu LVQ2, ktéra dalej nazywana bedzie OLSQm [167], [170]. Algorytm
ten ma szanse dziala¢ skutecznie tylko lokalnie, w poblizu rozwiazania bliskiego
optymalnemu.

ALGORYTM OLSQm

W tej wersji algorytmu modyfikowane sa potozenia jedynie tych prototypow,
ktére aktualnie powoduja bledna klasyfikacje, to znaczy:

ve(l+ 1) = vp(l) — ap(D) (1 — v(1)), gdy cx # ¢,

w przeciwnym przypadku V pozostaje bez zmian.

7.5.2 Wybdr poczatkowe) zawartosci zbioru prototypdéw

Wstepny wybér zbioru prototypéw V moze byé dokonywany w rozmaity sposéb.
Najprostszym rozwiazaniem jest losowy wybér prototypéw sposrdd elementow
zbioru uczacego. Lepszym rozwiazaniem jest jednak wybdr V' za pomoca réznych
metod kwantyzacji, na przyktad algorytmu SOM lub algorytmu K—$rednich [41],
[105], [83], [100].

Zadanie kwantyzacji moze dotyczy¢ kazdej klasy z osobna lub catego zbioru
uczacego [38]. W tym drugim przypadku okreslenie etykiety prototypu moze sie
odbywaé poprzez wybér klasy, ktéra lokalnie minimalizuje empiryczne ryzyko
[109], [115]. Inna mozliwoscia jest zastosowanie jednego ze znanych algorytméw
rozpoznawania, np. algorytmu & najblizszych sasiadéw [6].
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7.5.3 Kondensacja zbioru prototypdéw

Bez straty ogdlnosci mozemy zalozyé, ze V jest zbiorem uporzadkowanym na
odcinku 7 w ten sposéb, ze v; < vi4q, ¢ = 1,..., N — 1. W zwiazku z tym
granice miedzy obszarami decyzji o r6znej przynaleznosci do klas wyznaczane sa
przez punkty (v; + vi41)/2, ¢ # ¢iy1,1=1,2,...,N — 1. Zbiér N prototypow
prowadzi do funkcji decyzyjnej sktadajacej sie co najwyzej z N podprzedzialow
o stalej wartosci.

Zauwazmy, ze kazdy prototyp v;,¢ = 2, ..., N—1 moze by¢ usuniety ze zbioru
prototypéw V bez zmiany wartoéci funkcji decyzyjnej, gdy obaj jego sasiedzi, v;41
oraz v;—1, naleza do tej samej co on klasy, czyli ¢; = ¢;—1 = ¢i41.

W tym miejscu potrzebny jest pewien komentarz. W przypadku rozpozna-
wania opartego na regule szukania ,,najblizszego prototypu” pojawia sie szereg
prototypéw, ktére leza we wnetrzu obszaru zwiazanego z dana klasa. Prototypy
te mozna usunad, bez zmiany wartoSci funkcji decyzyjnej, jednakze w przypadku
wielowymiarowym jest to bardzo skomplikowany problem obliczeniowy, $cisle
zwiazany z wyznaczaniem wielowymiarowych diagraméw Voronoia. Jedli operuje
sie danymi jednowymiarowymi, to wyznaczenie diagramu Voronoia staje sie bar-
dzo proste.

7.5.4 Przyklady zastosowania algorytméw LSQ
do rozpoznawania

Efektywnosc uzycia procedur OLSQ i OLSQm zbadano na danych rzeczywistych
Iris oraz danych symulowanych (patrz przyklad 7.2). W celu estymacji bledu roz-
poznawania w odniesieniu do zbioru danych rzeczywistych zastosowano metode
CV1, procedure typu cross-validation, w ktérej kazdy z wzorcow pochodzacych
ze zbioru danych jest rozpoznawany za pomoca, klasyfikatora skonstruowanego na
podstawie pozostalych danych uzywanych jako ciag uczacy oraz metode resub-
stytucji, w ktérej jako zbidr testujacy wybierany jest caly zbidr uczacy [57].

Wyniki usredniano dla 10 réznych prototypdéw uzyskanych za pomoca algo-
rytmu uczenia OLSQ 1 OLSQm. W przypadku danych symulowanych generowano
za kazdym razem — dla ustalonej liczby prototypéw — pie¢ niezaleznych ciagdéw
uczacych. Do testowania uzyto niezalezny zbiér testujacy skladajacy sie z 2000
obserwacji.

Przyklad 7.7 Zbior danych Iris w wersji z trzema klasami

7biér danych Iris opisano juz w przykladzie 7.3. Srednie bledy klasyfikacji otrzy-
mane dla zbioréw prototypéw uzyskanych metoda OLSQ1 i OLSQm (uzytymi
sekwencyjnie) przedstawiono w tabeli 7.5. Dane przetransformowano na odcinek
za pomoca krzywej Peano.
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Tabela 7.5. Srednie btedy klasyfikacji otrzymane dla zbioréw prototypéw uzyskanych
metoda OLSQ1 1 OLSQm (uzytymi sekwencyjnie) w zastosowaniu do zbioru danych Iris
przetransformowanych za pomoca krzywe) Peano

Liczba % Blednych klasyfikacji
Resubstytucja | CV1 | Najlepszy — najgorszy wynik
prototypéw w metodzie CV1
12 4,0% 4,0% 4,0%—-4,0%
30 3.1% 4,5% 2,66%-5,3%
60 2,4% 3,9% 2,0%-5,3%

Liczba prototypow podana w tabeli 7.5 dotyczy wartosci bez kompresji. Po usu-
nieciu niepotrzebnych prototypdéw ich liczba zmniejszyta sie do co najwyzej 16
(przy N = 60). Dla poréwnania, w przypadku klasycznej procedury uczenia LVQ
(dla czterowymiarowych danych) najlepszy uzyskany wynik byt rzedu 5% w przy-
padku 10-elementowego zbioru prototypéw (wektoréw 4-D) [16]. Blad klasyfikacji
uzyskany metoda k—NN jest rzedu 5,33 % w przypadku oryginalnego zbioru Iris
oraz 2,66% w przypadku danych przetransformowanych za pomoca krzywej Peano
[174].

Przyklad 7.8 Dane symulowane opisane w przyktadzie 7.2

Jak juz wspomniano, w przykladzie tym wystepuja dwie klasy reprezentowane
przez 10-wymiarowy rozktad normalny. Klasy sa rozdzielone, a granice miedzy
nimi stanowi powierzchnia sfery o promieniu 1/9,8. Teoretyczny blad (Bayesa)
jest réwny 0,0%, ale przyklad mimo to uchodzi za trudne zadanie rozpozna-
wania [53]. Zbidr prototypéw wyznaczano na podstawie ciagu uczacego o dlu-
gosci n = 500. Podobnie jak poprzednio, do transformacji danych zastosowano
quasi-odwrotnos¢ krzywej Peano. Metoda k najblizszych sasiadéw prowadzi w przy-
padku badanego przykladu do bledéw rozpoznawania rzedu 34% [53]. Przypo-
mnijmy, ze podobne wyniki daje klasyfikator w postaci szeregu Haara (patrz
podrozdzial 7.3.4).

Badany tu algorytm OLSQ pozwala zmniejszy¢ blad klasyfikacji do 26%
(z odchyleniem standardowym 0,01) w przypadku 40 prototypéw (20 prototy-
péw w kazdej z dwu klas). Kondensacja redukuje liczbe prototypéw z 40 do 25.
Zmiana poczatkowej liczby prototypéw (bedacych punktem startowym procedury
uczenia) nie prowadzi do zmniejszenia liczby blednych klasyfikacji uzyskiwanych
w procesie testowania. Otrzymane metoda LSQ wyniki sa poréwnywalne jedynie
z rezultatem uzyskanym przez Friedmana [53]. Podsumowujac, eksperymenty ob-
liczeniowe wskazuja, ze badane tu algorytmy prowadza do uzyskiwania nie tylko
szybkich i tatwych w realizacji, ale i efektywnych metod rozpoznawania.
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7.6 Uwagi dotyczace realizacji algorytmow
rozpoznawania

Pierwszy krok realizacji algorytmu jest oczywisty — przed procesem konstruowa-
nia klasyfikatora na podstawie ciagu uczacego (procesem uczenia) nalezy prze-
transformowaé wielowymiarowe wzorce (wektory) do punktéw zawartych w kostce
jednostkowej I;. Mozna wybraé¢ dowolna, liniowa badZ nieliniowa, ale §cisle mo-
notoniczna transformacje poszczegdlnych wspéhrzednych, ktéra pozwala uzyskac
wzajemnie jednoznaczne odwzorowanie skoniczonej liczby punktéw z przestrzeni
R? w punkty z I;. W kolejnych eksperymentach zastosowano jedynie liniowe
transformacje.

Waznym problemem jest takze wybor konkretnej krzywej wypelniajacej F.
Mozna przy tym skorzystaé z procedury typu cross-validation.

Eksperymenty obliczeniowe pokazaly, ze najlepszym wyborem jest najcze-
$ciej krzywa Peano (szczegdlnie, jesli dane sa skupione w centrum kostki 1) lub
krzywa Sierpinskiego (w przypadku danych rozrzuconych po obrzezach kostki I4).
Krzywa Hilberta (tak czesto stosowana w przypadku przetwarzania obrazéw) byla
sporadycznie wybierana przez procedure cross-validation.

Poza wyborem typu krzywej, nastepnym etapem projektowania algorytmu,
w ktérym mozna dokonywac optymalizacji, jest procedura ustalania kolejnosci
uporzadkowania poszczegdlnych wspotrzednych wektora cech z;, 7 = 1,2, ..., n.
Naturalnie, optymalny btad klasyfikacji (Bayesa) jest niezalezny od sposobu nu-
meracji wspélrzednych. Zmiane kolejnoéci numeracji wspétrzednych nalezy tu
interpretowaé jako uzycie nieco innej krzywej wypelniajacej.

Eksperymenty, zaréwno na danych rzeczywistych jak i symulowanych, wska-
zuja jednak, Ze numeracja wspotrzednych, podobnie jak uzycie innego rodzaju
krzywej, moze w istotny sposéb wplywaé na efektywnosé algorytmu klasyfika-
cji — uzyskiwane eksperymentalnie wartosci btedéw. Minimalizacja empirycznego
bledu ze wzgledu na kolejno$é¢ (numeracje) cech uzyta przy transformacji danych
za pomoca wybranej krzywej wypelniajacej jest skomplikowanym problemem
kombinatorycznym, ktory zalezy nie tylko od konkretnej postaci ciagu uczacego,
ale takze od uzytej metody klasyfikacji. Doktadne rozwiazanie tego problemu
w przypadku duzej liczby cech moze byé trudne. Na szczedcie, nie wydaje sie
potrzebne badanie wszystkich mozliwych permutacji =1, z2, ..., Z4.

Mozna zaobserwowaé, ze te zmienne, ktére daja lepsze rezultaty w rozdziela-
niu danych pochodzacych z réznych klas, powinny sie znajdowac na koncu wek-
tora cech. Jest to uwaga stuszna w przypadku uzywania krzywych wypetniaja-
cych opisanych w niniejszej monografii. Dobre rezultaty daja nastepujace reguty
heurystyczne [174]:
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Niech M; = (myg, m;1) oznacza wektor wartosci oczekiwanych rozkladu i—tej
zmiennej. W praktyce zamiast wartosci oczekiwanej uzywamy $redniej z danych
pochodzacych z ciagu uczacego. Wektor wartoséci oczekiwanych moze takze zostaé
zastapiony przez wektor median.

M;={n7" > 2 Vit
k=1
gdzie

1, gdy Xj nalezy do klasy 1,
Yy = .
0, w przeciwnym przypadku,

a n; oznacza liczbe wzorcéw (elementéw ciagu uczacego) nalezacych do j—tej
klasy (7 =0,1).

Heurystyczna reguta porzadkowania wspéhrzednych wektora cech polega na
ich uporzadkowaniu zgodnie z niemalejacymi wartosciami odleglosci miedzy kla-
sami (patrz réwniez [57)):

6; = | Mo — M. (7.39)

Poszczegdlne wspdlrzedne moga zostaé réwniez uporzadkowane zgodnie z ich
ustandaryzowanymi §rednimi odleglo$ciami, czyli zgodnie z é;/.5;, gdzie 5; ozna-
cza odchylenie standardowe i—tej zmiennej, liczone tacznie wzgledem $redniej po
wszystkich klasach. Efektywnosé proponowanych regut mozna sprawdzic¢ graficz-
nie, analizujac rysunki obrazujace dane po transformacji za pomoca krzywej,
takie, jak na przyktad rysunek 7.3. Podprzedziaty, w ktorych wystepuja prze-
mieszane dane z réznych klas (dla ustalonej numeracji wspélrzednych) sa na
rysunku 7.3 wyraznie widoczne. Powyzsze reguly wyboru kolejnosci zmiennych
tatwo uogdlni¢ na przypadek wiekszej liczby klas [174].

Doktadno$é obliczen zwiazanych z transformacja wielowymiarowych danych
okreslona jest przez liczbe cyfr w dwéjkowym (lub tréjkowym) rozwinieciu wspél-
rzednych punktéw z I, uwzglednianych w transformacji ¥. Nalezy zauwazyc, ze
wymagana doktadnosé¢ powinna zalezeé od dtugosci ciagu uczacego n. W prak-
tyce jednak stosunkowo latwo zweryfikowac, czy ustalony stopien aproksymacji
jest wystarczajacy ze wzgledu na mozliwo$é rozrézniania danych z ciagu uczacego.
W tym celu wystarczy poréwnac liczbe réznych elementéw ciagu uczacego przed
i po transformacji na odcinek ;. Jezeli dtugoéci obu ciagéw sa takie same, to
przyjety stopien doktadnoSci jest wystarczajacy. W przeciwnym razie doktadnosé
nalezy zwiekszy¢, gdyz przypadek ten oznacza, ze przeciwobrazy pewnych ele-
mentéw ciagu uczacego sa nierozréznialne w I (wielu danym odpowiada ten sam
punkt na odcinku /7). Problem wyboru odpowiedniej dokladnosci ilustruja dane
z tabeli 7.6. Tabela ta zawiera cze$¢ danych pochodzacych z czesto uzywanego
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przykladu testowego, tak zwanego zbioru Iris [3], juz po przetransformowaniu za
pomoca quasi-odwrotnosci krzywej Hilberta. Caly zbiér danych Iris po transfor-
macji na odcinek [; przedstawiono na rysunku 7.3. Jak tatwo zaobserwowaé,
wielowymiarowe dane sa czesto reprezentowane przez rézniace sie miedzy soba
bardzo nieznacznie liczby rzeczywiste. W zwiazku z tym musza by¢ one zapamie-
tywane z duzo wieksza doktadnoécia niz wartosci poszczegolnych wspohrzednych
danych przed transformacja.

Tabela 7.6. Czes¢ ciagu danych [Iris po transformacji dokonanej przy uzyciu
quasi-odwrotnosci krzywej Hilberta, z doktadnoscia do 12 pozycji w rozwinieciu dwdjko-
wym wspétrzednych punktéw z I4

1-D Wzorzec ‘

0,0270507868281129
0,0402179964821698
0,0528795113805244 0,1150935027335435
0,1152063914796599 0,1188845443584796

Y H 1-D Wzorzec ‘
0
0
1
1
0,1330598780696163 | 1 || 0,1346415936459379
1
1
0
1
1
1
0

0,0362309979554993
0,0504533983194050

0,1346415936459379 0,1364780050298577
0,1467180817053304 0,2110204322889330
0,2227368386147645 0,2246379094249277
0,2251184958413432 0,3328100090002408
0,3557664855361508 0,3592026557489589
0,3644336041807036 0,3652626701223198
0,3828793 777238388 0,3847363761842643

e i e s e e e B R e K=l =1 e

7.7 Wizualizacja wielowymiarowych danych
za pomoca krzywych wypelniajacych

Analiza wielowymiarowych danych jest Scisle zwiazana z mozliwoScia ich graficz-
nego przedstawienia. Wizualizacje czesto wiaze sie z problemem redukeji wymiaru
danych w taki sposdb, by jak najmniej znieksztalci¢ ich wewnetrzna strukture.

7.7.1 Uwagi na temat znanych metod wizualizacji

Jedna z mozliwosci jest zastosowanie klasycznych metod redukeji wymiaru, ta-
kich jak metoda analizy komponentéw gléwnych ( Principal Component Analysis
— PCA) [191] czy odwzorowanie Sammona [139], [40], [52] i to zaréwno w od-
niesieniu do oryginalnych danych, jak i danych wstepnie przeksztatconych, na
przyklad za pomoca odwzorowania realizowanego przez sie¢ SOM.
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W metodzie PCA ustala sie liniowa kombinacje kolumn danych z maksymalna
(badZz minimalna) wariancja. Komponenty gléwne wyznaczane sa jako wektory
wlasne macierzy kowariancji danych wejsciowych badz tez macierzy korelacji da-
nych. Nalezy zaznaczyé, ze komponenty gléwne zaleza od sposobu skalowania
zmiennych. Takze zastosowanie macierzy korelacji zamiast macierzy kowariancji
daje te same wyniki tylko wéwczas, gdy zmienne wej$ciowe maja zerowe wartosci
oczekiwane. W statystyce najczesciej uzywa sie PCA opartej na macierzy kowa-
riancji, natomiast w przypadku sieci neuronowych czesciej wybierana jest macierz
korelacji [191], [116], [13].

PCA jest SciSle zwiazana z transformacja Karhuena—lLoeve [57], stosowana
w przetwarzaniu sygnatéw traktowanych jako procesy stochastyczne. Uzycie tylko
czeci komponentow gléwnych prowadzi do redukeji wymiaru przestrzeni danych.
Podprzestrzen rozpieta na zredukowanej liczbie najwiekszych komponentow gtéw-
nych stanowi najlepsza reprezentacje (wizualizacje, gdy ograniczymy sie do jed-
nego, dwu lub trzech komponentéw) wielowymiarowych danych w tym sensie, ze
reprezentacja ta ma zaréwno maksymalna macierz kowariancji (ze wzgledu na
slad i wyznacznik macierzy), jak i w najlepszy sposéb aproksymuje oryginalne
dane (minimalizuje sume kwadratéw odlegtosci punktéw od ich projekcji) [191].

Algorytm SOM réwnoczeénie realizuje dwa zadania — wektorowej kwantyzacji
(kompresja danych) oraz zadanie odtwarzania przestrzennej organizacji danych
wejsciowych w ograniczonej, na ogél, strukturze topologicznej sieci SOM [192],
[2], [14], [62], [96]. Sa to odwzorowania topograficzne prowadzace do redukcji wy-
miaru, wizualizacji danych przestrzennych itd. Z punktu widzenia kazdego z tych
zadan rozpatrywanych odrebnie, algorytm SOM nie jest rozwiazaniem idealnym,
stad wiele pomystéw laczenia algorytméw uczenia konkurencyjnego z réznymi
transformacjami danych wejsciowych [32], [103], [163], [164], [75]. Obrazowanie
wielowymiarowych danych w postaci punktéw na plaszczyznie w zastosowaniu
do zadan rozpoznawania bylo szeroko badane w pracy [144]. Kazde ze wspomnia-
nych wyzej rozwiazan wymaga znacznych naktadéw obliczeniowych.

7.7.2 Wizualizacja za pomocg powierzchni i par krzywych
wypelniajacych

W niniejszym podrozdziale przedstawimy inne podejécie do wizualizacji wielo-
wymiarowych danych polegajace na redukeji ich wymiaru za pomoca krzywych
wypetniajacych, a doktadniej odwzorowan quasi-odwrotnych do krzywych wypet-
niajacych.

Jak wiadomo, krzywe wypelniajace, ktérych uzyciem zajmujemy sie w niniej-
szej monografii, maja te wlasnosé, ze punkty bliskie sobie w przestrzeni wielo-
wymiarowej sa obrazami (w odwzorowaniu wzgledem krzywej) punktéw bliskich
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sobie na odcinku jednostkowym. Naturalnie odwzorowanie pseudoodwrotne moze
prowadzi¢ do rozseparowania na odcinku f; punktéw bedacych obrazami bliskich
sobie danych z przestrzeni wielowymiarowej, powodujac pewne znieksztalcenia ich
geometrycznej struktury, ale zachowujac rownoczesnie ich wlasnosci statystyczne.
Przedstawienie przetransformowanych danych na odcinku jednostkowym jest naj-
prostsza forma wizualizacji za pomoca krzywych wypelniajacych [119], [182].

W niniejszym rozdziale skoncentrujemy sie na odwzorowaniach danych wielo-
wymiarowych na plaszczyzne. Odwzorowania danych na plaszczyznie moga by¢
tatwo analizowane przez czlowieka, pozwalajac mu szybko podejmowaé decyzje
motywowane réznymi, trudno poddajacymi sie formalizacji, czynnikami.

Dalej zdefiniujemy odwzorowanie analogiczne do krzywej wypelniajacej, ktére
przeksztalca kwadrat jednostkowy Iy = [0, 1] x [0, 1] w wielowymiarowa kostke I.
Bedziemy postulowac, by odwzorowanie to, podobnie jak krzywa wypelniajaca,
byto odwzorowaniem ciaglym i zachowywalo miare Lebesgue’a.

D—wymiarowa kostka I; moze by¢ analizowana jako produkt kartezjanski dwu
(lub wiecej) kostek o nizszym wymiarze, czyli Iy = I, X I,, s+ r =d w tym
sensie, ze (21, ...,%,45) € Ig wtedy i tylko wtedy, gdy (21, ...,2,) € I, oraz
($T_|_1, e ,$7«_|_5) € IS.

Niech Fj; oznacza krzywa wypelniajaca kostke d—wymiarowa Iy, spelniajaca
warunki C1-C3 ( patrz rozdzial 4.5), i odpowiednio niech ¥4 bedzie quasi-od-
wrotnoécia wzgledem Fjy.

Zdefiniujmy odwzorowanie W, ; : Iy — I jako

W, s(z,y) = Fo(2)(X)Fs(y) = (21,(2), ...y zep(2), 215(Y), ..., 255(y))s

gdzie F.(2) = (21,(2), ... ,2,0(2)), @ € Iy oraz Fy(y) = (215(y), ..., 2s5(y)), ¥ €
I sa odpowiednio i s wymiarowymi krzywymi wypelniajacymi, ktére spelniaja
warunek Holdera (warunek C1 z rozdziatu 4.5) dla dowolnego r,s > 1, czyli
warunek

I () = Fr(t) 1< e ([t =12 DY7, 1,12 € 1,

gdzie ¢, jest pewna stala zalezna od wymiaru r.

Twierdzenie 7.7.1 Odwzorowanie W, s = F.(X)F, jest cigglym odwzorowa-
niem, spetniajgcym warunek Héldera » wyktadnikiem 1/ max(r,s), czyli

| Wes (21, 51) = Wi (22,92) |< V20 (|| (z1.31) — (22, 92) DY, (7.40)

(z1,91), (x2,y2) € I,

gdzie v = max(r, s), natomiast ¢, = max(c,, ¢s).
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Dowéd. W, ; jest odwzorowaniem ciaglym jako produkt kartezjanski dwu od-
wzorowan ciaglych. Kazda z jego wspélrzednych jest odwzorowaniem ciaglym.
Przejdziemy teraz do dowodu warunku Héldera (7.40).

Zgodnie z definicja W, ; mamy:

| Wi (21, y1) = Wes (22, 92) |2
= |[Fp(21) = Fr(@2)|* + [Fs(y1) — Fs(y2)l?
< cAlay — ag|H7 4 Ay — yo|?
< ep(la = 221+ e[y — )
< 2oy — 22?4y — 92DV 4 2(ley — 22?4 |ys — yol DY
< 203”($1ay1)“($2,y2)H2/U7

co konczy dowdd twierdzenia a.
Zdefiniujmy odwzorowanie quasi-odwrotne ¥, (z) € W (2), z € IL4,.
Niech
U, o(2) = (Fr(@1rs oo s 8y ), Ps(B1gy o0 5 2Ts5)),

przy czym
Z = (wlrv cee s Trpy Tlsy - o - 7xss) €ly=1x Isv

(T1ry o v s Tpp) € Iy OraZ (Z15y ... ,2s5) € I,

a ¥, 1, sa, odpowiednio, quasi-odwrotnosciami krzywych F, i Fj. Latwo spraw-
s . -1 . ,
dzi¢, ze W, (Z1ry o v e s Tppy T1sy - - - » Tss) jOSt TOWNE

{(z,y): Fr(2) = (T1py -y 2er), Fs(y) = (215 -+, Tss) )

Poniewaz zachodzi

FT(SPT($1T, e 7$7’7’)) = (xlrv e 7$7’7’)

oraz
Fo(Ws(@1sy -, Tss)) = (@1, - v 5 Tss),
zatem
WT,S(WT,S(QCM, cee s Lppy Llsy v ,9655))
=W s(Wr(z1r, oo s 2oy ), Us(Z1gy oo 5 Ts5))
= (F (W (@1ry o ooy @), Fs(Ps(@1sy - v 5 Tss)))

= (wlrv cee s Trpy Tlsy - o - 7$ss)-

Odwzorowanie ¥, ; mozna stosowa¢ bezposrednio do wizualizacji wielowy-
miarowych danych na plaszczyinie. Odwzorowanie to gwarantuje, podobnie jak
w przypadku poprzednio rozpatrywanych przeksztalcen wielowymiarowego zbioru
danych na odcinek Iy, ze punkty lezace blisko siebie na odcinku sa obrazami
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punktéw lezacych blisko siebie w przestrzeni wielowymiarowej Iy. 7 twierdzenia
7.7.1 wynika bezposrednio, ze jesli ||(z1,y1) — (22, ¥2)|| = A, to odleglo$¢ od-
powiadajacych (z1,y1) oraz (x2,y2) punktéw w przestrzeni d-wymiarowej, czyli
|Wys(21,y1) — W o(22, yo|| jest nie wieksza niz ey AV gdzie v = max(r,s), s+
r=d.

Inna metoda zastosowania krzywych wypelniajacych do wizualizacji wielowy-
miarowych danych jest potaczenie transformacji tych samych danych za pomoca
roznego typu krzywych, na przyktad transformacji z réwnoczesnym uzyciem krzy-
wej Peano oraz krzywej Hilberta. Poniewaz rézne krzywe wypelniajace w rézny
sposéb przenosza geometryczne wlasnoéci danych, moga byé one traktowane jako
rozne ,,projekcje” wielowymiarowych danych, ktére polaczone razem daja ich
(czyli danych) pelniejszy obraz. Tego typu wizualizacje zachowuja wszelkie wla-
snoéci odwzorowan bazujacych na pojedynczych krzywych wypetniajacych.

Z
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3
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Rys. 7.7. Dane Iris po transformacji za pomoca krzywej Sierpinskiego w odniesieniu do
par zmiennych o numerach odpowiednio (1,3) na jednej osi oraz (2,4) na drugiej osi

wspdtrzednych
Fig. 7.7. Iris data after Sierpinski’s curve transformation on (1,3) and (2,4) variables

7.7.3 Przyklady wizualizacji wielowymiarowych danych
na plaszczyznie

Pierwszy przyklad dotyczy wizualizacji znanego zbioru danych Iris [51] opisanego
w przyktadzie 7.3, ktory zawiera pomiary platkéw trzech réznych gatunkéw irysa:
iris setosa, versicolor i virginica.

Odwzorowanie zbioru Iris na plaszczyZnie przedstawiono na rysunku 7.7. Dtu-
gosci dwu typéw platkéw oraz osobno ich szerokosci zakodowano za pomoca dwu-
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wymiarowe]j krzywej Sierpifiskiego — jako zmienne o numerach (1,3) oraz odpo-

wiednio (2,4). Z rysunku tego wida¢ wyraznie, ze gatunek iris setosa (oznakowany
cyfra 1) jest dokladnie oddzielony od pozostatych dwu gatunkéw oznaczonych cy-

frami 21 3.
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Rys. 7.8. Dane [Iris po transformacji za pomoca krzywej Peano (08 pozioma) oraz krzywej

Hilberta (oé pionowa)
Fig. 7.8. Iris data after parallel Peano’s and Hilbert’s curve transformation on all variables
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Rys. 7.9. Dane [Iris po transformacji za pomoca krzywej Peano (08 pozioma) oraz krzywej
Sierpiniskiego (0§ pionowa)
Fig. 7.9. Iris data after parallel Peano’s and Sierpiniski‘s curve transformation on all

variables
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Rys. 7.10. Dane Muscular dystrophy po transformacji za pomoca krzywej Hilberta w od-
niesieniu do zmiennych o numerach odpowiednio (1,2,3) na jednej osi oraz (4,5) na
drugiej osi wspdtrzednych

Fig. 7.10. Muscular dystrophy data after Hilberts’s curve transformation on (1,2,3) and
(4,5) variables

Lepsza jeszcze wizualizacje danych uzyskano za pomoca réwnoleglej transfor-
macji danych przy uzyciu dwu réznych typéw krzywej wypelniajacej.

Narysunku 7.8 przedstawiono transformacje danych za pomoca krzywych Pe-
ano i Hilberta — natomiast na rysunku 7.9 wizualizacje zbioru Iris otrzymana przy
zastosowaniu krzywej Peano i Sierpinskiego. W obu przypadkach podziat ptasz-
czyzny na trzy obszary odpowiadajace poszczegdlnym klasom dokonany przez
obserwatora (wybrano granice podziatu dyskryminacyjnego w postaci kombina-
cji prostych réwnoleglych do obu osi ukladu wspélrzednych) prowadzi do bledéw
rozpoznawania rzedu 0,04, czyli mniejszych niz uzyskane metoda k& najblizszych
sasiadéw [53].

W drugim przypadku rozpatrzymy dane ze zbioru Duchenne Muscular dys-
trophy opisanego w przyktadzie 7.4. Dane te zawieraja 193 pomiary pieciu para-
metréw d = 5. Transformacja za pomoca krzywej Hilberta w odniesieniu do dwu
grup zmiennych zalezy od sposobu ich podziatu.

W pierwszym wariancie podzial zmiennych byl typu (1,2, 3)oraz (4,5) — patrz
rysunek 7.10; w drugim wariancie zmienne podzielono na grupy (4, 2,3)oraz (1,5)
— patrz rysunek 7.11. Pierwsze rozwiazanie nie jest szczegdlnie korzystne z punktu
widzenia rozpoznawania. Osiagnieto blad klasyfikacji rzedu 20%.

Drugi sposéb wizualizacji pozwolit natomiast na uzyskanie bledéw tego sa-
mego rzedu, jak uzyskiwane metoda CART [19], [53], czyli bledéw rzedu 12,4%.
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Rys. 7.11. Dane Muscular dystrophy po transformacji za pomoca krzywej Hilberta w od-
niesieniu do zmiennych o numerach odpowiednio (4,2,3) na jednej osi oraz (1,5) na
drugiej osi wspdtrzednych

Fig. 7.11. Muscular dystrophy data after Hilberts’s curve transformation on (4,2, 3) and
(1,5) variables

7.8 Podsumowanie

W powyzszym rozdziale oméwiono i zbadano wlasnosci réznych algorytméw roz-
poznawania, ktérych wspélna cecha bylo zastosowanie krzywych wypehiajacych,
a doktadnie ich quasi-odwrotnosci, jako narzedzia do transformacji wielowymia-
rowych danych do postaci jednowymiarowej.

Naktad obliczen potrzebny do przetransformowania za pomoca krzywej wy-
pelniajacej d-wymiarowego punktu na odcinek Iy jest rzedu O(d), gdyz do trans-
formacji nie musimy generowaé calej krzywej, lecz kazdy wzorzec mozna trans-
formowa¢ niezaleznie od pozostalych.

Podstawowym rezultatem zawartym w powyzszym rozdziale jest twierdzenie
7.2.3, z ktérego wynika, iz krzywa wypelniajaca, ktéra zachowuje miare Lebes-
gue’a i jest odwracalna prawie wszedzie, z dokladnoscia do zbioru miary zero,
moze by¢ uzyta (a dokladnie jej quasi-odwrotnosé¢) jako odwzorowanie, ktére
zachowuje ryzyko Bayesa dla dowolnego rozkladu danych o noéniku zawartym
w wielowymiarowej kostce 1.

Nalezy zaznaczyé, ze transformacja bazujaca na krzywej wypelniajacej nie sta-
nowi sposobu na unikniecie koniecznoéci posiadania bardzo duzej liczby obserwa-
cji w przypadku, gdy wymiar przestrzeni jest duzy (bellmanowskie ,,przeklenstwo
wielowymiarowosci”). Przetransformowane dane wymagaja bowiem zachowania
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duzej doktadnosci, by mozna je byto rozrézni¢ miedzy soba. Cena za redukcje
wymiaru jest znaczne zwiekszenie wymaganej dokladnosci reprezentowania jed-
nowymiarowych danych.

Ze wzgledu na zachowywanie ryzyka Bayesa przez transformacje oparte na
krzywych wypetiajacych, mozemy w odniesieniu do przetransformowanych da-
nych uzyé dowolnego, dostatecznie wrazliwego klasyfikatora, nie tracac nic z infor-
macji statystycznych zawartych w oryginalnych danych. Jezeli reguta klasyfikacji
w jednym wymiarze jest zbiezna, w jakims$ sensie, do ryzyka Bayesa, to klasy-
fikator taki, zastosowany w odniesieniu do przetransformowanych danych, jest
w takim samym sensie asymptotycznie optymalny.

Podstawowa, cecha rozwazanych algorytméw jest szybkosé samego procesu
podejmowania decyzji. W koficowym etapie konstrukecji klasyfikatora otrzymu-
jemy dyskryminacyjny podziat odcinka I1 na m pododcinkéw odpowiadajacych
poszczegdlnym klasom, przy czym m jest nie wieksze niz dlugo$c ciagu ucza-
cego. W zwiazku z tym naklad pracy potrzebny do dokonania samego procesu
klasyfikacji nowego obiektu z jest rzedu O(d) + log, m.

Szybkie algorytmy klasyfikacji uzywajace krzywych wypetniajacych wykazuja
pewne podobiefistwo z algorytmami bazujacymi na podzialach danych [36], [19].
Podobienstwo to mozna wiazaé z tym, iz struktura kazdej krzywej wypetniajacej
jest w istocie rzeczy zwiazana z pewnym rekurencyjnym podziatlem przestrzeni
danych.



Rozdzial 8

Krzywe wypelniajace
w problemach
statystycznego sterowania produkcja

Zadanie szybkiego wykrywania zmian zachodzacych w procesie stochastycznym
[199] na podstawie ciagu obserwacji ma bardzo wiele istotnych zastosowaii, po-
czynajac od sterowania i kontroli jakosci przemystowych proceséw produkeyj-
nych [114], [9], [104], [86], poprzez automatyczne wykrywanie uszkodzei w sys-
temie dynamicznym [195], [85], a skoficzywszy na uaktualnianiu wspétezynnikéw
w adaptacyjnych algorytmach sterowania [140]. Przy projektowaniu algorytméw
stuzacych do detekcji zmian zachodzacych w procesie, jako punkt odniesienia dla
jakosci funkcjonowania algorytmu przyjmuje sie zazwyczaj stosunek liczby fatszy-
wych alarméw — czyli liczby btednych decyzji podjetych przez algorytm — w od-
niesieniu do liczby wszystkich podejmowanych decyzji. Podstawowym zadaniem
umozliwiajacym efektywne sterowanie procesem jest natomiast jak najszybsze
wykrycie momentu zmiany. W konsekwencji gléwnym kryterium oceny jakoci
algorytmu wykrywajacego zmiany zachodzace w procesie na podstawie ciagu ob-
serwacji jego przebiegu powinna by¢é minimalizacja $redniego czasu, jaki uplywa
miedzy momentem pojawienia sie zmiany w procesie, a momentem wykrycia tej
zmiany.

Wartosé oczekiwana czasu do ,,falszywego alarmu” w sytuacji, gdy stero-
wany proces nie ulegl zmianom (in control average run length ARL) powinna
by¢ jak najwieksza, musi by¢ jednak skoniczona, gdyz w przeciwnym przypadku
system decyzyjny nie reagowaltby na jakiekolwiek zmiany. Dlatego zadanie formu-
tuje sie zwykle w nastepujacy sposéb. Nalezy skonstruowaé procedure decyzyjna,
ktéra minimalizuje éredni czas do wykrycia zmiany procesu, przy ograniczeniu,
ze $redni czas do falszywego alarmu bedzie nie krétszy niz pewna, z géry zadana,
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warto$¢. Gléwna idea proponowanego tu podejScia jest zastosowanie transfor-
macji quasi-odwrotnej do krzywej wypelniajacej w celu przeksztalcenia wielowy-
miarowych danych do postaci skalarnej oraz podejmowanie decyzji w przestrzeni
jednowymiarowej.

Nalezy zwréci¢ uwage, ze tego typu transformacje maja catkiem odmienny
charakter niz liniowe przeksztalcenia danych z jednej strony, badZ transformacje
bazujace na odlegloéci Mahalanobisa [113], [57], z drugiej strony.

Dane po przetransformowaniu na odcinek sa uzywane do wyznaczenia obszaru
akceptacji, czyli obszaru, ktéry na zadanym poziomie ufnoéci ,,gwarantuje”, ze
dana obserwacja pochodzi z tego samego rozkladu okredlajacego stan normalny
procesu.

W niniejszym rozdziale badany jest tylko problem wykrywania zmian w wie-
lowymiarowym procesie jedynie na podstawie aktualnej obserwacji procesu. Pro-
ponowane rozwiazanie problemu decyzyjnego w postaci multi-karty pozwala na
szybkie podejmowanie decyzji. Ztozonos¢ obliczeniowa procedury (poza nakla-
dem zwiazanym z transformacja wielowymiarowego wektora obserwacji do po-
staci jednowymiarowej) jest proporcjonalna do logarytmu z liczby przedzialéw
multi-karty.

8.1 Sformulowanie problemu wykrywania zmian
W procesie

Niech Xi, X5, ... beda niezaleznymi, wielowymiarowymi, zmiennymi losowymi
(wektorami losowymi), obserwowanymi sekwencyjnie w kolejnych momentach
czasowych t = 1,2, ... Ponadto zakladamy, ze wszystkie zmienne losowe od X;
do X,_1 maja ten sam rozklad, opisany funkcja gestosci prawdopodobienstwa
f, natomiast poczawszy od momentu ¢ zmienne losowe X, X411, ... maja inny
rozklad prawdopodobienstwa z funkcja gestosci f; # f. Moment czasowy ¢ jest
nieznany, nalezy natomiast podja¢ pewne dziatlania w momencie pojawienia sie
zmian w obserwowanym procesie, ktore przejawiaja sie jedynie w postaci obserwa-
cji Xy, Xg41, ... Szybko$¢ wykrycia zmian moze by¢ bardzo istotna ze wzgledu na
pojawianie sie dodatkowych kosztéw zwiazanych z nieprawidtowo przebiegajacym
procesem. Podstawowym zadaniem umozliwiajacym efektywne sterowanie proce-
sem jest jak najszybsze wykrycie momentu zmiany. W konsekwencji gtéwnym
kryterium oceny jakosci algorytmu wykrywajacego zmiany zachodzace w proce-
sie jest szybko$¢ wykrywania zmiany.

W odréznieniu od klasycznych prac, w ktérych o f i fi przyjmowano, ze
maja rozklad normalny, w rozwazanym tutaj problemie nie zaklada sie znajomo-
§ci postaci rozkladu opisujacego monitorowany proces. Przyjmujemy, ze istnieja
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rozklady prawdopodobiefistwa opisujace proces w stanie prawidlowym (in con-
trol) oraz proces zaklécony (out of control) i dla uproszczenia przyjmujemy, ze
rozktady te sa absolutnie ciagle wzgledem miary Lebesgue’a, czyli istnieja odpo-
wiednie gestosci tych rozkladéw f oraz fi, natomiast nie sa one znane. Bez straty
ogolnosci bedziemy zakladaé, ze f oraz f; maja ograniczone no$niki zawarte w I.
Zatozenia dotyczace charakteru zmian w procesie nie sa dokladnie sprecyzowane.
Generalnie rzecz traktujac, mozna dopuszczac znacznie szersza klase zmian niz
tylko zmiany wartosci Srednich i wariancji.

Naszym zadaniem jest, na podstawie ciagu niezaleznych obserwacji Xy, ...
X: = (za, ... ,24), podjaé decyzje, czy X, jest zmienna losowa o rozkladzie
[ — czyli monitorowany proces jest w stanie prawidtowym lub X; jest zmienna
losowa o innym rozktadzie — proces jest w stanie rozregulowania, innymi stowy —
W procesie pojawily sie istotne zmiany.

Istnieje obszerna literatura na temat algorytméw detekcji zmian w procesie
(patrz [9] i cytowana tam bibliografia). Znanych jest wiele réznych wielowymiaro-
wych kart kontrolnych, czyli procedur stosowanych do wykrywania zmian w mo-
nitorowanym procesie. Statystyczna kontrola procesu czesto przybiera postaé cia-
glego (powtarzanego w czasie) testowania hipotez [113]. Jeéli decyzje opieraja sie
na pojedynczych obserwacjach (badz wielu réwnoczesnych obserwacjach pobra-
nych w tym samym momencie czasu), wtedy typowa, polecana w tym przypadku
procedura, jest karta kontrolna stosujaca statystyke Hotelling’a 7' lub inne tego
typu algorytmy, oparte faktycznie na odleglosci Mahalanobisa [113], [104], [9].

Jezeli rozklady o gestosciach f oraz f; sa wielowymiarowymi rozktadami nor-
malnymi, rézniacymi sie tylko wektorem wartosci $rednich (macierz kowariancji
nie ulega zmianie), i jesli pominiemy problem estymacji macierzy kowariancji (co
w praktyce nie jest latwe), to karta kontrolna bazujaca na odleglosci Mahalano-
bisa jest latwa do zastosowania. Wystarczy sprawdzi¢ warunek

T? = (X; — M)'S~YX; — M) > h, (8.1)

gdzie M jest wektorem wartosci oczekiwanych, 3 macierza kowariancji procesu
w stanie prawidlowym, natomiast h jest okreslona wartoscia graniczna. Bez spel-
nienia wymienionych powyzej zalozen problem wykrywania zmian w wielowymia-
rowym procesie staje sie ekstremalnie trudny.

Karta T2 jest uogdlnieniem jednowymiarowej karty Shewharta [114], ktéra
uzywa przedzialu ufnosci wartosci oczekiwanej rozktadu wyznaczonego na pod-
stawie rozkladu normalnego (przy znanej wariancji rozkladu) lub na podstawie
rozkladu ¢-Studenta (gdy wariancja jest estymowana z préby).

W przypadku wielowymiarowym réwnanie (X; — M)T S~ X; — M) = h opi-
suje powierzchnie elipsoidy o §rodku w punkcie M. Jedli macierz kowariancji X
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jest znana, to (X; — M)TY~Y(X; — M) ma rozklad x? z d stopniami swobody.
Nieréwnosé T? < h dla wartoéci h wybranej jako warto§é krytyczna rozkladu y?
przy ustalonym poziomie ufnosci 1 — p, opisuje elipsoide ufnosci (na tym samym
poziomie ufnoséci 1 — p) o minimalnej objetosci [113].

Kryterium jakosci kart kontrolnych [114], [9] jest najczesciej sredni czas wy-
krycia zmiany w rozkladzie obserwowanego procesu ARL. Innymi stowy, ARL to
¢rednia liczba obserwacji od momentu, w ktérym nastapita zmiana, do momentu
jej wykrycia, czyli podjecia decyzji o alarmie.

Decyzja o zmianie charakteru procesu moze zostaé podjeta takze w przypadku
braku faktycznej zmiany. Warto$¢ ARLg, éredni czas do falszywego alarmu, jest
istotnym parametrem opisujacym karte kontrolna. Warto$¢ ta jest zwiazana z ble-
dem I rodzaju stosowanego testu statystycznego, podczas gdy ARL jest zwiazany
z btedem II rodzaju.

W przypadku niezaleznoéci obserwowanych zmiennych losowych ARLg od-
powiada wartoéci oczekiwanej liczby prob do osiagniecia pierwszego ,,sukcesu”
(zgodnie ze schematem Bernoulliego), przy czym ,,sukces” jest utozsamiany z pod-
jeciem decyzji o alarmie. Liczba takich préb ma rozktad geometryczny o wartosci
oczekiwanej 1/p i wariancji (1 —p)/p?, gdzie 1 — p jest poziomem ufnosci, prawdo-
podobienstwem uznania obserwacji za zgodna z aktualnym rozktadem. Wartosé
1 — p jest okreslona przez granice kontrolne (obszar akceptacji) karty. Naturalnie,
rozne granice kontrolne moga prowadzié¢ do tej samej wartosci poziomu ufnosci.

Jezeli nie ma zadnych informacji o typie zmian, ktére moga zachodzié w pro-
cesie, to standardowym i naturalnym sposobem postepowania jest wyznaczanie
obszaru ufnosci o minimalnej objetosci (minimalnej dlugosci w przypadku jedno-
wymiarowym ).

Typowym przykladem moze by¢ pierwsza karta kontrolna Shewharta [114],
[9], w ktdérej obszar akceptacji jest wyznaczany przez przedzial +/ — 30 wzgle-
dem wartosci Sredniej obserwowanej wielkosci. Tylko w najprostszych przypad-
kach, przy pelnej znajomosci rozkladu i Scisle ustalonych granicach kontrolnych,
warto$¢ ARLg mozna okresli¢ analitycznie.

Jeszcze trudniejsza sytuacja wystepuje w przypadku okreslania wartosci ARL,
gdyz zalezy ona od rodzaju odstepstwa od normy. W przypadku niezaleznych
obserwacji warto$¢ ARL jest réwna 1/(1 — /), gdzie 3 jest aktualna, zwiazana
z charakterem i wielkoScia zmiany w rozktadzie procesu, wartoscia btedu II ro-
dzaju.

NajczeSciej wartosci ARL dla réznych rodzajéw zmian rozkladu sa wyzna-
czane eksperymentalnie poprzez badania symulacyjne. Ze wzgledu na duza wa-
riancje zmiennej losowej, ktéra wyznacza liczbe obserwacji procesu od momentu
zmiany do podjecia decyzji o wszezeciu alarmu, eksperymenty te wymagaja ogrom-
nych nakladéw obliczeniowych.
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8.2 Wpykrywanie zmian w wielowymiarowym
procesie przy uzyciu multi—karty

W przypadku obserwacji wielowymiarowego procesu zwykle konstruowanych jest
tyle niezaleznych kart kontrolnych, ile jest obserwowanych zmiennych (jaki jest
wymiar wektora X ). W praktyce zmienne te sa czesto statystycznie zalezne i ko-
nieczna jest ich taczna analiza wielowymiarowa. Proponowane tu podejscie bierze
pod uwage mozliwe zaleznosci statystyczne miedzy skltadowymi wektora obser-
wacji. Jego istota jest przetransformowanie poszczegdlnych wielowymiarowych
obserwacji na odcinek I za pomoca quasi—odwrotnosci krzywej wypelniajace].

W ogélnym przypadku nalezy sie spodziewac, ze nawet gdy gesto§¢ wielowy-
miarowego rozkladu jest funkcja bardzo gladka (wielokrotnie rézniczkowalna), to
po przetransformowaniu do postaci jednowymiarowej za pomoca odwzorowania
quasi—odwrotnego do krzywej wypetniajacej otrzymujemy funkcje gestosci, ktéra
nie jest gladka (nie jest rézniczkowalna).

Dla ilustracji, na rysunku 8.1 przedstawiono gesto$¢ dwuwymiarowego roz-
ktadu normalnego po przetransformowaniu na odcinek I; za pomoca quasi-od-
wrotnoéci krzywej Peano. Nalezy zwrdci¢ uwage na fraktalna strukture przetrans-
formowanej, jednowymiarowej funkeji gestosci prawdopodobienistwa, ktéra zgod-
nie z lematami (4.16) i (4.14) jest funkcja holderowska z wykladnikiem 1/2.

Karty kontrolne, w ktérych wnioskowanie odbywa sie na podstawie pojedyn-
czej obserwacji maja charakter testu istotnosci i wymagaja konstrukcji obszaru
krytycznego o zadanym poziomie istotnosci p. Jezeli obserwacja nalezy do obszaru
krytycznego, oznacza to, ze zaszlo zdarzenie o bardzo matym (nie wiekszym niz p)
prawdopodobienstwie i mozemy podjaé¢ decyzje o odrzuceniu hipotezy, ze obser-
wacja pochodzi z ustalonego rozktadu, dla ktérego wyznaczono obszar krytyczny.
Jest to podstawa do podjecia decyzji, ze nastapila zmiana w procesie, a prawdopo-
dobienistwo falszywego alarmu jest réwne wlasnie poziomowi istotnosci p. Obszar
akceptacji (ufnosci) jest dopelnieniem zbioru krytycznego. Wybér obszaru kry-
tycznego nie jest problemem posiadajacym jednoznaczne rozwiazanie. Przy braku
hipotezy alternatywnej rozsadnym rozwiazaniem jest wyboér zbioru krytycznego
o maksymalnej mierze Lebesgue’a, w konsekwencji miara zbioru akceptacji jest
w ten sposéb minimalizowana.

Nawet wtedy, gdy postaé gestosci rozkladu na odcinku ¢(t) = f(F(t)), t € I
jest dokladnie znana, to i tak problem wyznaczenia zbioru ufnosci o minimal-
nej mierze Lebesgue’a na odcinku nie jest problemem tatwym do rozwiazania.
W ogdlnym przypadku zbiér ten moze sktadac sie z wielu roztacznych pododcin-
kéw zawartych w I. Kazdy z tych pododcinkéw moze byc¢ uzywany jako prze-
dzial kontrolny typowej karty kontrolnej. Pojawienie sie obserwacji lezacej poza
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Rys. 8.1. Gesto$¢ dwuwymiarowego rozkladu normalnego o  parametrach X =
diag(0,10,1), M = (0,6 0, 6) przetransformowana za pomoca quasi-odwrotnosci krzywej
Peano

Fig. 8.1. 2-dimensional normal with X = diag(0.1 0.1), M = (0.6 0.6), after transforma-
tion via quasi-inverse of the Peano space-filling curve

przedziatem kontrolnym jest sygnalem do ,,wszczecia alarmu”. Zlozenie wiekszej
liczby roztacznych przedzialéw kontrolnych bedziemy nazywac multi-karta. Pod-
stawa idei konstrukcji multi-karty jest niezmienniczo$¢ odpowiednich prawdopo-
dobienstw w stanach: prawidtowym i rozregulowania, po przetransformowaniu
wektoréw mierzonych wielkosci na odcinek 1.

Zauwazmy ponadto, ze jesteSmy w stanie aproksymowaé¢ wspomniane praw-
dopodobienstwa z zadana dokladno$cia, naturalnie przy zatozeniu, ze posiadamy
dostatecznie duza liczbe obserwacji zachowania procesu w stanie prawidtowym.
Dokltadnosé ta moze byé okreslana za pomoca liczby roztacznych podprzedzia-
tow, ktére aproksymuja odpowiednie obszary decyzji w odniesieniu do proce-
sow reprezentowanych na odcinku ;. Wyznaczone podprzedziaty w [ definiuja
multi—karte.

Niech A, bedzie obszarem akceptacji oryginalnego problemu obserwowanego
w przestrzeni wielowymiarowej Iy, wyznaczonym w taki sposéb, ze wartosé¢ ARLg
w stanie prawidlowym jest réwna 1/p. Pomijamy tu problem konstrukcji obszaru
Ag C 14, gdyz trudnoéci w jego konstruowaniu sa wlasnie jednym z powoddéw
konstrukeji multi—karty na podstawie przetransformowanych, jednowymiarowych
danych. Dla celéw rozwazan teoretycznych wystarczy zalozenie, ze taki obszar
istnieje.

Oznaczmy przez A = ¥(Ay) obszar akceptacji po transformacji na odcinek
I,. 7 wlasnoéci transformacji za pomoca krzywej wypelniajacej F> mamy

/Ad fla)de = /Ag(t)dt —1-p, (8.2)
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gdzie g(t) = f(F(t)). Poniewaz transformacja ¥ zachowuje miare Lebesgue’a,
zatem jesli zbidér Ay jest zbiorem o minimalnej mierze Lebesgue’a w Iy, takim ze
fAd f(z)dz =1 — p, to takze A jest zbiorem o minimalnej dlugosci w I, wsréd
wszystkich zbioréw, dla ktérych zachodzi [, g(t)dt =1 — p.

Niech N oznacza liczbe roztacznych podprzedziatléw zawartych w [I; i ma-
jacych postaé: [ayq, by], [az, b2], ..., [an,by] takich, ze 0 < ay < ...a; < b; <
a;41 ...by < 1. Ponadto niech

An = UL, [a;,b].
Korzystajac z powyzszych oznaczen, mozemy sformulowaé nastepujaca wlasnosc:

Lemat 8.1 Dla kazdego ¢ > 0 istnieje liczba naturalna N oraz zbior Ay zozony
z N roztgcznych pododcinkow zawartych w Iy taki, ze

N b;
S [ RO =1—p ora p(Av S A) <6
=1"%

. A . .
gdzie A6 B = AUB — AN B, p1(-) oznacza miare Lebesque’a na odcinku,
natomiast 0 < p < 1 jest ustalonym poziomem istotnosci. a

Zauwazmy réwniez, ze jezeli funkcja gestosci f(x) jest ograniczona od géry

przez wartos¢ fiax, to z warunku py(Ax S ¥(A)) < € wynika takze spelnienie
warunku P[Ax © P(A)] < € fimax-

ALGORYTM MULTI-KARTY TYPU SHEWHARTA

Krok 1. Przetransformuj obserwacje X do postaci jednowymiarowej t = ¥( X ).

€ 0<i<N | | ( )

gdzie V; = (b; + a;)/2, i=1,...,N.

Krok 3. Jezeli t € [a.,b.], podejmij decyzje: ,,proces w stanie prawidlowym”,
w przeciwnym przypadku podejmij decyzje o alarmie — . ,;proces w stanie
rozregulowania”.

Pozostaje pokazaé, jak w powyzszym algorytmie nalezy dobieraé granice prze-
dzialéw ayg, by, co zostanie oméwione w nastepnych podrozdziatach.
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8.3 Konstrukcja multi—karty na bazie histogramu

Niech 7y, ...,Z, beda niezaleznymi obserwacjami wielowymiarowego procesu
w stanie prawidlowym po przetransformowaniu na odcinek I7. Na ich podstawie
konstruowana bedzie multi-karta. Wyznaczmy histogram ¢, (t),t € I, ktéry jest
estymata gestosci rozkladu ¢(¢t) = f(F(t)), t € I na odcinku [;. Oznaczmy
przez h, szeroko§é przedzialéw histogramu. Dalej, niech p, jak do tej pory, okresla
poziom istotnosci. Z wlasnosci histogramu wynika, ze funkcja ¢, (t) okreslona na
odcinku I jest funkcja prosta zlozona z co najwyzej [h;l] < n przedzialéw o
stalej wartoSci. W zwiazku z tym zbiér ufnoSci o minimalnej mierze Lebesgue’a
na odcinku, oznaczany A,, moina wyznaczy¢ za pomoca prostego algorytmu
zachtannego o zlozonosci O(nlogn). Dla uproszczenia notacji wygodniej bedzie,
zamiast zbioru A,, konstruowaé¢ wprost jego dopehienie C, = Iy — A,,. C,, jest
zbiorem okredlajacym obszar krytyczny.

Zbiér A, sklada sie ze skoficzonej, nie wiekszej niz [h, '], liczby rozlacznych
przedziatéw bedacych podzbiorami I;. Podobnie, zbiér (', jest suma skoficzonej
liczby rozlacznych przedzialow otwartych zawartych w I;. W konsekwencji Ay =
A, przy czym liczba podprzedzialéw N < [h1].

Dalej, niech C* oznacza optymalny zbiér krytyczny na odcinku [y wyznaczony
na poziomie istotnodci p. W konsekwencji zachodzi

/C*g(t)dt =P, /n gn(t)dt = p,

gdzie C* oraz C, sa zbiorami o maksymalnej dlugosci.
Stad mozemy wnioskowac:

/O gt =p = p(C) < m(C*)

oraz

/an(t)dtzp = 1(C) < p(Ch).
Niech )
e = [ lant) = g0l (8.4)

oznacza blad estymacji ¢(¢) wedlug normy w ;.

Wiadomo, ze w przypadku, gdy gesto$¢ ¢(¢) estymowana jest za pomoca hi-
stogramu o szeroko$ci przedzialéw h,,, zaleznej od liczby obserwacji n, mozna
udowodni¢ (por. [35]), ze zachodzi co nastepuje:

Lemat 8.2 Jesli
hy, — 0, oraz nh, — oo, (8.5)
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gdy n — oo, to
i) €, — 0 wedtug prawdopodobienstwa.

i) Fle,] — 0.
Dla kazdego € > 0 istnieje takie ng, ze dla n > ng
iit) Ple, — Elea]| > €] < 2exp(—ne*/2),

a w rezultacie
iv) €, — 0 z prawdopodobienstwem 1.

a

W tym miejscu mozemy wskaza¢ na twierdzenie Abou-Jaoude (patrz [35]
twierdzenie 5 z rozdziatu 2) jako na jeden z mozliwych konstruktywnych dowodéw
lematu 8.1.

7, wlasnoSci histogramu okreslonego na zbiorze domknietym Iy wynika, ze
fol gn(t)dt = 1. W zwiazku z tym mozemy skorzysta¢ z réwnosci Scheffego [35],
[37] w postaci:

sup | %UﬂﬁjégﬁwﬂzL@AHwﬂ)—ﬂﬂwu (8.6)

BeB JB

gdzie B jest klasa wszystkich zbioréw borelowskich w I5.
7 twierdzenia Scheffego wynika, ze

[ antwi=pl =1 [ gntie= [ gt < 172 [ loutt) = g0l = .2

oraz analogicznie

p= [ st =1 [ autvii= [ gt <2

Otrzymujemy zatem:

[t~ [ guwdi=1 [ gunae-pl <z 57

oraz
|/ ()t — / g(O)dt] = |p —/ g(D)dt] < 2,/2. (8.8)
C* Cn Cn
7 nieréwnosci (8.8) wynika nastepujace twierdzenie.

Twierdzenie 8.3.1 Jesli spetnione sq zatozenia lematu 8.2, czyli warunki (8.5),
to przy n — oo wartosé [ g¢(t)dt dgzy do p » prawdopodobieristwem 1. O
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7, powyzszego twierdzenia nie mozemy wyciagaé¢ zadnych wnioskéw na temat
asymptotycznych wlasno$ci miary Lebesgue’a zbioru C), oraz zbioru C* & C,,
mozemy natomiast udowodnic¢ co nastepuje.

Twierdzenie 8.3.2 Jesli spetnione sq zatozenia lematu 8.2, to przy n — o0
miara Lebesgue’a zbioru C,, czyli pi(C,), dazy do p1(C*) z prawdopodobien-
stwem 1. o

Zanim przejdziemy do dowodu powyzszego twierdzenia, nalezy zauwazy¢, ze
twierdzenie to, w ogélnym przypadku, nie moze gwarantowaé zbieznosci zbioru
C,, do zbioru C* w tym sensie, ze u1(C* & C,,) dazy do zera przy n — oc.
Dowéd. Zakladamy, ze h,, spelnia warunki (8.5). Z nieréwnosci (8.7) wynika, ze

|/O*gn(t)dt_p| S 5n/2'

Jedli [ gn(t)dt < p, to istnieje taki zbidr A,, rozlaczny z C* i taki, ze

/ gn(t)dt = p.
C*UA,

Wtedy, zgodnie z definicja C'),, mamy

p(CTUAL) = m(C7) + pn(An) < pa(Cr)

Poniewaz p1(A,) > 0, zatem pq(C*) < pur(Cyr). W przypadku, gdy zachodzi
Jox gn(t)dt > p, istnieje taki zbidr A, zawarty w C*, Ze

/ gn(t)dt = p.
C*— Ay,

W konsekwencji
pi(C" = An) = pa(C7) = pa(An) < pa(Cr).

Jezeli ponadto
en/2 < p(1 = pa(C7)),

to istnieje taki zbidér A, zawarty w C*, ze dodatkowo g¢,(¢) > p dla kazdego
t € A, 1w konsekwencji p1(A,) <e,/(2p).
Analogicznie, z nieréwnosci (8.8) otrzymujemy

| /O g(0)dt — p| < e, /2.
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Jedli [, g(t)dt < p, to istnieje taki zbidr A, rozlaczny z C,,, ze

/ g(n)dt =
CrUAR

Wtedy zgodnie z definicja C*, mamy
p(CrUAL) = i (Co) + i (An) < i (C9).

Poniewas i1(A,) > 0, wiee jy(C*) > pr(Cp). A
Gdy natomiast fOn g(t)dt > p, wtedy istnieje taki zbior A, zawarty w C,,, ze

/n—An g(t)dt = p.

W konsekwencji
p1(Cr = Ap) = pa(Cr) — p1(Ay) < i (CF).
Jezeli ponadto, analogicznie jak poprzednio, spelniony jest warunek

£n/2 < p(1 — i (C7)),

to istnieje taki zbiér A, zawarty w C,,, ze dodatkowo dla kazdego t € A, zachodzi
g(t) > p i otrzymujemy 1 (A,) < £,/(2p).

W dowodzie bedziemy dalej korzysta¢ z lematu Borela—Cantelli [142], co wiaze
sie z konieczno$cia, oszacowania dla dowolnego ¢ > 0 prawdopodobiefistwa zda-
rzenia |1 (Chr) — pi(C*)| > €, a mianowicie

Pllpa(Cr) = pa(C7)] > €]
< Plua(Cr = i (C7) > €] + Pl=pa(Cr + pa (CF) > €] (8.9)
< Plpa(An) > ] + Plui(Ag) > o).

Dalej mamy

Plin(An) > d = 1 - Pln(A,) < d.
7 kolei Pu1(A,) < €] jest nie mniejsze niz

Plen < 2p(1 = (C))] Plen/p < €]
= (1= Ple, > 2p(1 = pn (CN]) (1= Plea/p > d]).

7 iii) lematu 8.2 wynika, ze

Pley > 2p(1 = i (C7))]
< 2exp[—n(2p(1 = p1(C%)) = Elen])?/2] = 2exp(—ncin)
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Ple,, > pe] < 2exp[—n(pe — Ele,])?/2] = 2exp(—nca,),

stad

Plin(An) > 4 < 1— (1 - 2exp(—nes))(1 - 2exp(—nesn)
< A(exp(—ncyy,) + exp(—nca,)).

Poniewaz Fle,] dazy do zera, dla kazdego ¢; > 0 istnieje wiec takie na-
turalne ng, ze dla wszystkich n > ng wartoéé¢ Fle,] < €. Dalej otrzymujemy
exp(—ncy,) < exp(—ncy, ), ¢t = 1,2, gdzie ¢,, > 0. W konsekwencji

o0

> Plui(An) > €] < 8exp(—ncy,) < .

n=ng

Analogiczne rozumowanie mozemy przeprowadzi¢ w odniesieniu do ,ul(An).
Rozumowanie to pozwala pokaza¢ zbieznosé zupelna (por. [142]), odpowiednio,
ciagu zmiennych losowych py(A,) oraz ui(A,). Na podstawie (8.9) mozemy dalej
wnioskowac o zbieznosci zupelnej do zera ciagu zmiennych losowych pi(C),) —
p1(C™). Zbieznosé zupelna pociaga za soba zbieznos¢ z prawdopodobiefstwem 1,
co konczy dowodd twierdzenia. a

8.4 Neuronowe algorytmy konstrukcji multi-karty

Do konstrukeji multi-karty moze zostaé zastosowany algorytm uczenia typu wek-
torowej kwantyzacji Kohonena [83] (patrz rozdzial 6). Méwiac w znacznym uprosz-
czeniu, algorytm Kohonena spelnia tu role estymatora gestosci rozktadu.

W rozwazanym przypadku proces adaptacyjnego ustalania pozycji kwanty-
zatoréw powinien uwzglednia¢ mozliwos§é odrzucania obserwacji, jedli wskazuje
ona na prawdopodobienstwo rozregulowania procesu. Wymaga to wprowadze-
nia dodatkowych parametréow sieci, ktdre definiuja, obszar oddzialywania danego
kwantyzatora V; w postaci przedziatu [V; — s;, Vi + s;].

Zaproponowany ponizej algorytm uczenia shuzy optymalizacji pozycji kwanty-
zatoréw (liczb z odcinka Iy), przy réwnoczesnym zachowaniu zadanego poziomu
istotnosci p. W konsekwencji zaprojektowanie multi-karty wymaga nie tylko usta-
lenia pozycji kwantyzatorow Vi, Vo, ..., Vi, ale takze szeroko$ci indywidualnych
stref akceptacji s;, + = 1, ..., N. Na ich podstawie mozna podaé wprost para-
metry multi-karty: a; = V; — s, b; = V; + s;.

Niech ciag t1 = ¥(X1),...,t, = ¥(X,) bedzie ciagiem niezaleznych ob-
serwacji wielowymiarowego procesu w stanie normalnym, przeksztatconych do
postaci jednowymiarowej za pomoca, transformacji quasi-odwrotnej ¥.



8.4. Neuronowe algorytmy konstrukcji multi-karty 203

Na podstawie tego ciagu bedziemy konstruowaé multi-karte o zadanym po-
ziomie istotnosci p.
Zdefiniujmy funkcje
I('(t) — L, gdyte [%_Siv‘/i‘l’si]v
! 0, w przeciwnym przypadku.
Estymatorem (typu Monte-Carlo) rzeczywistego prawdopodobiefistwa akceptacji

obserwacji przez multi-karte, zdefiniowana przez przedzialy [V, — s;, Vi + s;], i =
1,..., N, jest wyrazenie

n N
1/nd > Ki(t)). (8.10)

7=1:1=1

Pod koniec procesu uczenia warto$é wyrazenia (8.10) powinna by¢ bliska za-
danemu poziomowi akceptacji 1 — p. Podobnie,

n N n N
1nd > (1= Ki(t;))=N—=1/n>_ > Ki(t)) (8.11)

jest estymatorem aktualnego poziomu istotnosci multi-karty.

Na poziom ten skladaja sie indywidualne wartosci poziomu odrzucania, zwia-
zane z kazdym z kwantyzatoréw, ktore okreslaja czesto$é odrzucania realizowana
indywidualnie przez kazdy z przedzialéw multi-karty. Wartosé te szacuje naste-
pujace wyrazenie:

n

1nd (1—Ki(t;)=1- 1/nzn:1(i(tj). (8.12)

i=1

Ponizej przedstawimy algorytm uczenia multi-karty, ktérego celem jest ustalenie
takich wartosci V;, s;, by wszystkie wartosci (8.12) byly réwne p/N, a tym sa-
mym, by projektowana multi-karta osiagneta poziom odrzucania réwny zadanej
wartosci p.

ALGORYTM 1

Algorytm uczenia sklada sie z dowolnej liczby epok. Jedna epoka uczenia
obejmuje przetworzenie calego ciagu uczacego tq, ... ,1,. Poczatkowe parametry
multi-karty Vi, s;, dla pierwszej epoki uczenia, sa ustalane arbitralnie.

Przyjmij poczatkowe wartosci p; = 0, i = 1,2, ..., N. Dla kazdej obserwacji
t; € [0,1] zwiazanej z momentem czasowym j = 1,2, ... ,n wykonaj kroki 1-4.
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Krok 1. Wyznacz numer kwantyzatora Vi, ktory jest najblizszym sasiadem
wzgledem obserwacji ¢;, czyli ¢* = argmin; [V; — ¢;].

Krok 2. Jedli |Vix —¢;| > s;, to odrzué obserwacje ¢; i zaktualizuj indywidualna
warto§¢ poziomu odrzucania p(¢*) = p(¢*) + 1.

Krok 3. Jezeli |Vix — t| < s;, to zaakceptuj obserwacje i zaktualizuj pozycje
kwantyzatora, czyli podstaw Vi= := Vix + m1(t — Vi»), gdzie 1 jest wspol-
czynnikiem uczenia.

Krok 4. Zaktualizuj indywidualne szerokosci stref akceptacji s; := s;4+n2(pi/j —
p/N), gdzie ny € (0,1) jest wybranym parametrem uczenia.

Ostatni krok algorytmu mozna wykonywac co jaki§ czas, w skrajnym przy-
padku tylko raz pod koniec calej epoki uczenia, gdyz wiaze sie on z procesem cal-
kowania, ktérego efekty ujawniaja sie dopiero po uplywie pewnego czasu (okreslo-
nej liczby iteracji). Proces uczenia mozna zakonczyé, gdy indywidualne poziomy
odrzucania, wyznaczone empirycznie, czyli wartosci p; /n sa wystarczajaco bliskie
wymaganym wartosciom p/N.

W uproszczonej wersji algorytmu wszystkie szerokosci stref akceptacji s; moga
by¢ takie same. Przy wiekszej liczbie kwantyzatoréw daje to potencjalnie te same
rezultaty jak w przypadku indywidualnych szerokosci stref akceptacji.

Odpowiednia modyfikacje algorytmu przedstawiono ponizej.

ALGORYTM II

0. Dla kazdej obserwacji ¢; € [0, 1] zwiazanej

Rozpocznij z wartodcia p =
1,2, ....n wykonaj kroki 1-4.

z momentem czasowym j =

Krok 1. Wyznacz kwantyzator Vi, ktdry jest najblizszym sasiadem w stosunku
do obserwacji ¢;, czyli wyznacz
* = argmin; |V; — t;].

Krok 2. Jedli |Vix — ;| > s, to odrzué obserwacje ¢; i zaktualizuj licznik odrzu-
conych obserwacji p := p + 1.

Krok 3. Jezeli |Vix—t;| < s, to zaakceptuj obserwacje ¢; oraz zaktualizuj pozycje
wybranego kwantyzatora, czyli dokonaj podstawienia

Vie := Vix + nl(tj — ‘/z*)

Krok 4. Zaktualizuj szerokosc strefy akceptacji na podstawie aktualnej liczby
odrzuconych obserwacji s := s 4 n2(p/n — p).
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Podobnie jak w przypadku algorytmu I, krok 4. moze by¢ wykonywany incyden-
talnie, na przyklad co 1000 iteracji lub tylko raz na koncu calej epoki uczenia.
Proces uczenia konczy sie, gdy empiryczna ocena prawdopodobiefistwa odrzuce-
nia p/n jest wystarczajaco bliska ustalonemu poziomowi istotnosci p.

Oba algorytmy moga prowadzi¢ do rozwiazan, w ktérych pewne pary przedzia-
téw akceptacji zachodza na siebie. W konsekwencji efektywna liczba przedzialow
multi-karty moze by¢ znacznie mniejsza od ustalonej wstepnie liczby V.

8.5 Przyklad dzialania multi-karty

Dane do badania multi-karty zostaly wygenerowane z dwuwymiarowego rozkladu
normalnego o wektorze §rednich M = (0,5, 0,5) i diagonalnej macierzy kowa-
riancji ¥ = diag(0, 1, 0, 1). Elipsoida ufnosci ma w tym przypadku ksztalt okregu
o promieniu zaleznym od wartosci poziomu istotnosci p.

Prawdopodobienstwo pojawienia sie obserwacji pochodzacych spoza kwadratu
15 jest w badanym przypadku nie tylko bardzo male, ale takze obserwacje te znaj-
duja sie poza elipsoida ufnoéci dla ustalonej tu, typowej wartosci p = 0, 005. Obie
zmienne opisujace stacjonarny proces ,,w stanie prawidlowym” sa realizacjami
niezaleznych zmiennych losowych o rozkladzie normalnym i przyjmuja wartosci z
przedzialu [0, 1] na poziomie ufnosci 0,0000003 (w odniesieniu do kazdej zmiennej
niezaleznie).

Badania przeprowadzono dla multi-karty, w ktérej parametry wyznaczono
przy uzyciu algorytmu II, na podstawie danych przetransformowanych na odcinek
za pomoca quasi-odwrotnosci krzywej Peano.

Na rysunkach 8.2, 8.3 przedstawiono wielowymiarowe obszary akceptacji po-
wstate poprzez przetransformowanie, za pomoca krzywej Peano, multi-karty zlo-
zonej z trzech (rysunek 8.2) badz czterech (rysunek 8.3) rozlacznych przedzialéw
z odcinka 1.

Jako punkt odniesienia przy badaniu multi-karty przyjeto zmiany procesu po-
legajace na addytywnej zmianie wektora wartosci oczekiwanych o wektor AM,,
poczawszy od pewnego momentu czasowego ¢. Stad obserwowany proces ma po-
stac:

Xp =Y+ AM,, k> q,

gdzie Y, ma rozklad taki jak rozktad obserwacji procesu w stanie prawidtowym
(bez zaklécen). Dla uproszczenia przyjeto dalej, ze ¢ = 1.

Typowa karta kontrolna, ktora stosuje sie, gdy mozemy zatozyc, ze Y maja
rozklad normalny, jest karta oparta na statystyce T2 (por. [104], [86]) zgodnie
z regula (8.1). WprowadZzmy wspdlezynnik A = |[JAM,||/0, 1.
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Rys. 8.2. Obszar akceptacji (trzy przedziaty na odcinku) dwuwymiarowego rozktadu nor-
malnego o parametrach ¥ = diag(0,1, 0,1), M = (0,5, 0,5) przetransformowanego do
I za pomoca krzywej Peano, p = 0,005. Obszar akceptacji multi-karty zostal wyzna-
czony za pomoca algorytmu II 1 przetransformowany z powrotem do kwadratu I

Fig. 8.2. Acceptance region (three subintervals) of the 2-dimensional normal distribution,
after transformation via Peano space-filling curve. X = diag(0.1, 0.1), M = (0.5, 0.5),
p = 0.005. The acceptance region was calculated using Algorithm II and transformed
back to I

Rys. 8.3. Obszar akceptacji (cztery przedziaty na odcinku) dwuwymiarowego rozktadu
normalnego o parametrach X = diag(0,1, 0,1), M = (0,5, 0,5) z p = 0,005, przetrans-
formowany do I» za pomoca krzywe] Peano. Przedzialy multi-karty zostaly wyznaczone
za pomoca algorytmu I1

Fig. 8.3. Acceptance region (four subintervals) of the 2-dimensional normal distribution,
transformed by Peano space-filling curve. ¥ = diag(0.1, 0.1), M = (0.5, 0.5), p = 0.005.
The multi-cart acceptance region was calculated using Algorithm II and transformed
back to I
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Wspdlezynnik A ocenia wielko$¢ zmiany wartosci oczekiwanej wzgledem dys-
persji téwnej 0, 1. Wartos¢ A = 0 oznacza, ze w procesie nie zaszly zadne zmiany.

ARL dla procesu ,,normalnego” (czyli ARLg) zostal oszacowany na podsta-
wie éredniej z 10° symulacji, natomiast ARL wykrycia zmiany uéredniano na
podstawie 2-10* przebiegéw. Wrazliwoéé multi-karty na zmiane wartosci éredniej
procesu zalezy nie tylko od wzglednej wielkoSci zmiany A, ale takze od kierunku,
w jakim nastapila zmiana (patrz rysunki 8.2, 8.3).

By méc poréwnaé wyniki z karta 72, wartosci ARL odpowiadajace usta-
lonemu A > 0 zostaly wyznaczone poprzez usrednienie odpowiednich wynikéw
otrzymanych dla oémiu réznych kierunkéw wektora o stalej dlugosci AM,.

W tabeli 8.1 przedstawiono poréwnanie wartosci ARL obu kart: klasycznej
karty T? i multi-karty z rysunku 8.2. W kolumnie czwartej tabeli podano odchy-
lenie standardowe eksperymentalnych wartosci ARL badanej multi-karty. Osia-
gniecie podanej dokladnosci wymagalo od 10 do 10° powtérzen procedury uzycia
multi-karty polegajacych na wygenerowaniu ciagu obserwacji ,,w stanie zakldco-
nym”, ze zmienionym wektorem wartoéci oczekiwanych, az do momentu, gdy ko-
lejna obserwacja zostanie odrzucona przez multi-karte. Wynikiem pojedynczego
eksperymentu jest numer obserwacji, ktéra zostata odrzucona.

Tabela 8.1. Poréwnanie ARL multi-karty typu Shewharta dla danych przetransfor-
mowanych za pomoca krzywe] Peano z wynikami uzyskanymi dla statystyki Hotel-
linga 72. Druga i trzecia kolumna zawieraja éredni czas do falszywego alarmu w sytuacji
,,normalnej” (A = 0) oraz éredni czas wykrycia zmiany A > 0

A || ARL dla 72 || ARL dla multi-karty | Odchylenie standardowe ARL
(h =10,6) multi-karty

0,0 200 203 0,6

0,5 116 107 0,1

3,0 2,2 2,77 0,02

Dane dla wielowymiarowej karty 7% (d = 2) pochodza z pracy [104], choé¢
naturalnie mozna je réwniez wyznaczy¢ korzystajac z tablic rozkladu y?. Jak
widac, juz w przypadku prostej multi-karty zlozonej z trzech przedzialéw mozna,
tylko na podstawie obserwacji procesu w stanie prawidtowym, skonstruowac algo-
rytm wykrywania zmian w procesie, poréwnywalny (w sensie §rednim) z algoryt-
mem T2. Nalezy zauwazy¢, ze algorytm T2, w przypadku rozkladu normalnego,
jest optymalnym algorytmem wykrywania zmiany procesu na podstawie poje-
dynczych obserwacji.
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8.6 Podsumowanie

W powyzszym rozdziale zaproponowano nowa metodyke wykrywania zmian w mo-
nitorowanym procesie. Wstepne idee proponowanego podejécia byty prezento-
wane jako zaproszony referat na International Workshop on New Developments
in Quality Control ( July 2,3, 1999, Frankfurt) [166].

Krzywe wypelniajace stanowia wygodne narzedzie do transformacji wielowy-
miarowych danych do postaci jednowymiarowej. Transformacja ta jest niezmien-
nicza wzgledem miary probabilistycznej w tym sensie, ze zachowuje prawdopo-
dobiefistwa odpowiadajacych sobie zdarzen w przestrzeni wielowymiarowej i po
transformacji na odcinek Iy.

Wielowymiarowe obszary decyzji, to znaczy obszary zwiazane z decyzjami
o stanie procesu: ,,proces w stanie prawidlowym” lub ,,proces zaklécony”, trans-
formowane sa do postaci kilku roztacznych przedziatéw zawartych w I;. Prze-
dzialy te tworza multi-karte kontrolna pozwalajaca oceniaé stan wielowymiaro-
wego procesu na podstawie jednowymiarowej obserwacji.

Proponowane podejécie mozna stosowaé nie tylko w odniesieniu do oryginal-
nych obserwacji wielowymiarowego procesu, ale takze do danych przetworzonych
(na przyklad wielowymiarowych residuéw itd.).

Ze wzgledu na brak zalozen dotyczacych postaci rozkladéw, analizowane al-
gorytmy maja charakter nieparametryczny. Zatozenia czynione w odniesieniu do
monitorowanego procesu dotycza zatem tylko istnienia odpowiednich rozkladéw
prawdopodobienstwa oraz ewentualnie niezaleznosci kolejnych obserwacji pro-
cestu.

Zbadano wlasnosSci teoretyczne multi-karty wyznaczonej na podstawie histo-
gramu. Jesli gestos¢ rozktadu na odcinku jest estymowana za pomoca histogramu
o szerokosci przedzialow h.,,, zaleznej od liczby obserwacji n, w taki sposéb, ze
h, — 0 w odpowiednim tempie, to przedzialy ufnosci multi-karty empirycznej
maja asymptotycznie te same prawdopodobienstwa i taczna dlugosé co przedziaty
wyznaczone przy znajomosci teoretycznego rozktadu.

Oprécz powyzszego algorytmu, posiadajacego pelna podbudowe teoretyczna,
podano réwniez dwa algorytmy heurystyczne konstrukeji multi-karty, w ktérych
uzywa sie algorytméw uczenia stosowanych w samoorganizujacych sieciach neu-
ronowych [83], [165], [168].

Algorytm uczenia typu Kohonena pozwala na efektywne wyznaczenie granic
decyzji w multi-karcie oraz na adaptacyjne, prowadzone na biezaco na podstawie
aktualnych obserwacji, modyfikacje granic decyzji wyrazonych w postaci prze-
dzialow multi-karty.

Zbadany w niniejszym rozdziale algorytm (typu Kohonena) nie ma wpraw-
dzie w pelni okre§lonych wlasnoéci asymptotycznych, jednakze dziala na biezaco
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i w konsekwencji nie wymaga przechowywania i tacznego przetwarzania duzej
liczby danych.

Stosowane do tej pory metody statystyczne wymagaja znajomosci rozktadu
monitorowanego procesu i na ogdt zaktadaja, ze rozklad ten jest rozktadem nor-
malnym. Zaproponowane tu podejscie stanowi atrakcyjne narzedzie w przypadku
gdy wiadomo, ze sterowany proces nie spetnia tego zatozenia.

Transformacja wielowymiarowych danych do postaci jednowymiarowej otwiera
nowe mozliwosci w konstruowaniu algorytmoéw jakosciowego diagnozowania stanu
procesu.



Rozdzial 9

Uwagi koncowe

W monografii opracowano jednolita, stosujaca uktady réwnan funkeyjnych, meto-
dyke definiowania krzywych wypelniajacych, prowadzaca wprost do efektywnych
algorytméw obliczania wartodci krzywej i jej quasi-odwrotnosci. Podano rekuren-
cyjne metody wyznaczania odwzorowan quasi-odwrotnych do wielowymiarowych
krzywych typu Peano, Hilberta i Sierpinskiego. Ztozonos¢ obliczeniowa uzyski-
wanych algorytméw jest liniowo zalezna od wymiaru wypelnianej przez krzywa
przestrzeni.

Rozdziaty 2-4 stanowia oryginalne opracowanie na temat definiowania, obli-
czania i badania wlasno$ci krzywych wypeliajacych zachowujacych miare Lebes-
gue’a. W szczegdlnosci podano w niektorych przypadkach niepoprawialne warto-
§ci stalych w odpowiednich warunkach Héldera.

Na uwage zastuguje takze, podana w twierdzeniu 3.4.1 wlasnosc, dotyczaca
maksymalnej warto$ci wykladnika Héldera uzyskiwanej dla wielowymiarowych
krzywych wypelniajacych, powstatych poprzez ztozenie odwzorowan dwuwymia-
rowych. 7 twierdzenia tego wynika staba przydatnosé praktyczna tego typu metod
definiowania wielowymiarowych krzywych wypetniajacych.

Zidentyfikowano wlasnosci krzywych wypetniajacych, ktére sa istotne z pun-
ktu widzenia zastosowan w problemach decyzyjnych. Sa to wlasnoSci zachowy-
wania miary Lebesgue’a przez krzywa wypelniajaca oraz jej quasi-odwrotnosc,
a takze optymalna dla danego wymiaru przestrzeni warto§é wykladnika w wa-
runku Héldera. Uzyskanie tych wlasnoéci gwarantuja, wprost lub posérednio, sfor-
mulowane w rozdziale 4 warunki C1-C3.

Wyprowadzono teoretyczna, zalezno$é miedzy wymiarem pudetkowym wielo-
wymiarowych danych a wymiarem pudelkowym danych przetransformowanych
przy uzyciu krzywej wypelniajacej. Wyniki tych badan staly sie podstawa do
zaproponowania nowej, tatwiejszej obliczeniowo, metody oceny wymiaru fraktal-
nego obiektéw wielowymiarowych. Monitorowanie wymiaru fraktalnego biezacych
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obserwacji moze stanowié¢ podstawe do podejmowania decyzji na temat aktual-
nego stanu systemu.

Zdefiniowano nowa klase krzywych wypehiajacych, ktére zachowuja zadana
miare probabilistyczna. Krzywe te moga by¢ teoretycznym narzedziem, majacym
zastosowanie w kwantyzacji wielowymiarowych danych.

Pokazano, ze asymptotyczna warto$¢ dystorsji (6.11) kwantyzatoréw prze-
transformowanych z odcinka Iy do kostki I; maleje wraz z N w sposob typowy
dla wielowymiarowych kwantyzatorow.

Udowodniono, ze wyspecyfikowana w monografii klasa krzywych wypelnia-
jacych zachowuje ryzyko Bayesa dla dowolnego rozkltadu danych o nosniku za-
wartym w wielowymiarowej kostce I;. Zbadano wtasnoSci separujace krzywych
wypetniajacych.

Wprowadzono pojecie powierzchni wypelniajacej, ktore jest ciaglym odwzo-
rowaniem przeksztalcajacym kwadrat jednostkowy Iy = [0,1] x [0, 1] w wielowy-
miarowa kostke I; i odpowiednie odwzorowanie quasi-odwrotne oraz zbadano ich
podstawowe wlasnosci.

Na podstawie wymienionych wyzej rezultatéw opracowano metodologie roz-
wiazywania wielowymiarowych probleméw decyzyjnych, polegajaca na przeksztat-
ceniu zbioru wielowymiarowych danych, ktére stanowia punkt wyjscia w procesie
decyzyjnym, w ciag danych jednowymiarowych, zawartych w odcinku jednostko-
wym. Waznym elementem tej metodologii jest dobre zdefiniowanie odwzorowa-
nia quasi-odwrotnego do krzywej wypetniajacej. Ztozonosc¢ obliczeniowa takiej
transformacji danych jest liniowa ze wzgledu na wymiar danych. Transformacja
kazdego elementu zbioru danych za pomoca quasi-odwrotnoéci krzywej wypel-
niajacej moze odbywaé sie niezaleznie, w dowolnym momencie czasowym i nie
wymaga konstrukeji catej krzywej wypekiajacej. Transformacja quasi-odwrotna
pozwala uporzadkowaé liniowo dane z przestrzeni wielowymiarowej.

Metodyke te zastosowano w odniesieniu do wielowymiarowych probleméw roz-
poznawania, probleméw statystycznego wykrywania zmian w procesie oraz pro-
bleméw kwantyzacji. Zaowocowalo to powstaniem wielu szczegéltowych metod
o okreslonych wlasnosciach teoretycznych. W wielu przypadkach zaproponowano
takze na ich bazie proste obliczeniowo metody heurystyczne, w wiekszosci oparte
na wlasnosciach jednowymiarowych sieci Kohonena.

W szczegdlnosdci opracowano:

o Metody kwantyzacji, ktére tacza transformacje wielowymiarowych danych
za pomoca quasi-odwrotnosci wybranej krzywej wypetniajacej ze skalarna
kwantyzacja, w odniesieniu do danych przetransformowanych na odcinek
1. Zastosowanie réznych wariantéw algorytméw uczenia na bazie danych
skalarnych umozliwia ksztaltowanie gestosci rozkladu kwantyzatorow.
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Podano algorytm aproksymacji krzywej zachowujacej zadana, lecz nieznana,
miare probabilistyczna na podstawie niezaleznych obserwacji wielowymia-
rowej zmiennej losowej o tymze nieznanym rozkladzie.

Zaproponowano i zbadano rodzine klasyfikatoréw w postaci rozwinie¢ w sze-
regi ortogonalne, w ktorych wspolczynniki rozwiniecia optymalnej funkcji
decyzyjnej estymowane sa na podstawie przetransformowanych, jednowy-
miarowych danych. Wykazano zgodnos¢ tego typu klasyfikatoréw (przy sto-
sunkowo stabych zalozeniach dodatkowych). Szczegélowo zbadano algorytm
rozpoznawania w przypadku zastosowania ukladu funkcji Haara na odcinku
Iy jako szeregu ortonormalnego.

Opracowano szybki algorytm rozpoznawania oparty na metodzie k najbliz-
szych sasiadéw stosowanej do danych przetransformowanych na odcinek.

Polaczenie metody LVQ Kohonena z transformacja danych za pomoca krzy-
wej doprowadzito do uzyskania jeszcze jednej klasy efektywnych algorytmdw
rozpoznawania.

Zaproponowano metode wizualizacji wielowymiarowych danych za pomoca
quasi-odwrotnosci ciagltego odwzorowania, ktére przeksztatca kwadrat jed-
nostkowy Iy = [0,1] x [0, 1] w wielowymiarowa kostke I;. Metoda ta moze
by¢ uzyta jako podstawa do tworzenia heurystycznych, prostych regut roz-
poznawania wygenerowanych przez obserwatora. Odwzorowanie to mozna
uzy¢ bezposrednio do reprezentacji wielowymiarowych danych na plasz-
czyznie. Pokazano zastosowanie tego typu wizualizacji w rozwiazywaniu
probleméw rozpoznawania.

Zdefiniowano pojecie multi-karty, ktéra jest uogdélnieniem tradycyjnej karty
kontrolnej i pozwala oceniaé¢ stan wielowymiarowego procesu na podstawie
przeksztalconych, skalarnych obserwacji.

Zbadano wlasnosci teoretyczne multi-karty wyznaczonej na podstawie hi-
stogramu.

Zaproponowano réwniez dwa algorytmy heurystyczne konstrukeji multi-kar-
ty, stosujace algorytmy uczenia uzywane w samoorganizujacych sieciach
neuronowych.

Uzyskane wyniki teoretyczne poparto licznymi badaniami symulacyjnymi,
przy czym jako punkt odniesienia przyjeto stosowane w kazdej z dziedzin
klasyczne problemy testowe.
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Podstawowa, cecha opracowanych algorytmow jest szybko$é samego procesu
podejmowania decyzji. W kazdym z przypadkéw nalezy najpierw rozwiazaé pe-
wien, czesto skomplikowany, problem optymalizacyjny. Jednakze, w koficowym
efekcie konstrukcji rozwiazania, otrzymujemy podziat odcinka I; na zbiér pod-
odcinkow, odpowiadajacych obszarom poszczegdlnych decyzji.

Proces podejmowania decyzji odbywa sie na odcinku, a jego podstawa jest
aktualna obserwacja przetransformowana réwniez do postaci jednowymiarowe;j.
Naktad obliczen potrzebny do przetransformowania za pomoca krzywej wypet-
niajacej d-wymiarowego punktu na odcinek /7 jest rzedu O(d). W zwiazku z tym
naktad pracy potrzebny do dokonania samego procesu podejmowania decyzji ma
ztozonos¢ obliczeniowa rzedu O(d) + log, m, gdzie m jest liczba przedzialéw de-
cyzyjnych na odcinku jednostkowym.

Prezentowane wyniki moga znalez¢ zastosowanie w konstrukcji algorytmdw
sterowania i diagnozowania, w upraszczaniu algorytméw identyfikacji systemdw
o parametrach roztozonych itd. Jest naturalne, ze juz w przypadku omawianej
w monografii klasy krzywych wypetiajacych istnieje wiele szczegéltowych pro-
bleméw w dziedzinie projektowania systeméw sterowania i diagnozowania, ktére
wymagaja dalszego rozwoju badan teoretycznych i praktycznych.

Wydaje sie celowa kontynuacja badan dotyczacych zaréwno wlasnosci wyspe-
cyfikowanej klasy krzywych wypelniajacych, jak i szukania innych typéw krzy-
wych, ktore poszerza obszar rozwiazywanych przy ich pomocy probleméw decy-
zyjno-optymalizacyjnych. Rozwijanie tematyki krzywych wypetiajacych wiaze
sie takze z nierozpatrywanym w monografii problemem szukania odwzorowan
zwiekszajacych wymiar problemu, lecz upraszczajacych potencjalny opis przetwa-
rzanych obserwacji (sygnaléw). Pytanie o uzytecznosé¢ krzywych wypelniajacych
w tym zakresie jest otwartym problemem badawczym.
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Space-filling curves in decision
problems

In the monograph, a methodology of constructing and validating decision algo-
rithms is proposed. This methodology forms a new approach to the problems of
multidimensional decision making. The main idea is to transform each multiva-
riate observation to univariate one, using a quasi-inverse of a carefully chosen
space-filling curve as a transformation. Then, the decision problem is solved for
univariate data. The advantages of using such transformations lie in the dimen-
sionality reduction and in data compression without loosing the information asso-
ciated with the spatial structure of multivariate observations. These advantages
allow us to construct fast decision algorithms, which can be easily implemented
as on-line methods.

The methodology proposed is contained in the stream of research which explo-
res novel strategies for control of complex industrial processes. These strategies
are directed towards the design of flexible control systems, which combine model-
-based classical techniques with a variety of learning based methods. The learning
is based on past observations, which are used for a control system adaptation and
enhancement.

Important prerequisites for developing the decision making methodology are
criteria for selecting space-filling curves and algorithms for calculating their quasi-
-inverses as quickly as possible. In the monograph, a method of forming functional
equations for space-filling curves and their quasi-inverses is developed for the
Peano, the Hilbert and the Sierpinski curves. It is also proved that these functional
equations can be solved by backward recursions, providing exact values of the
curves on dense sets in a finite number of iterations.

It is also shown that the space-filling based transformations retain essential
statistical information, which is important in decision-making. In particular, it
is proved that the Bayes risk is invariant under these transformations for every
distribution which has a bounded support. Also a fractal dimension, scaled by
the dimension of the data, occurs to be invariant. A new class of curves which
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retain a prescribed probability measure is defined and used for solving vector qu-
antization problems. In particular, an asymptotic distortion error of quantizers is
investigated using the dimension error techniques. The notion of the space-filling
curves is generalized also in another direction, namely, space-filling surfaces and
their quasi-inverses are defined and investigated.

The above theoretical results form foundations for deriving new classes of
decision-making algorithms, which are applicable in a variety of control system
tasks. In particular, the notion of a multi-chart is introduced, together with a new
method of detecting system faults. In addition to new fast algorithms of vec-
tor quantization and pattern recognition, also their asymptotics is investigated,
providing a theoretical foundations for their use in monitoring and diagnosis of
a system state. In some cases simple heuristic algorithms, having solid support
in the simulations, are also discussed.

The important feature of all the decision algorithms, resulting from the me-
thods considered in the monograph, is their low computational complexity.
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