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1. Wstep

Jedna z najbardziej charakterystycznych cech inteligencji jest zdolnos¢ do ucze-
nia si¢. Umiejegtno$¢ ta jest uwazana za podstawowa cechg zarowno cztowieka, jak i
catego spoteczenstwa. Dlatego wydaje si¢ rzecza oczywista, ze systemy sztucznej
inteligencji powinny przejawia¢ zdolno$¢ uczenia si¢ (por. [Hotynski 1989]).
Sztuczne sieci neuronowe uczy si¢ na dwa sposoby. Jedna z nich jest uczenie bez
nadzoru (uczenie nienadzorowane, uczenie bez nauczyciela, samouczenie sieci —
unsupervised learning). Niekiedy cel uczenia nie jest okreSlony w postaci konkret-
nych, prawidtowych przyktadow. Proces uczenia sieci polega na wykryciu istotnych
cech zbioru uczacego i wykorzystaniu ich do grupowania sygnatow wejsciowych na
klasy, ktére sie¢ potrafi rozrdzniaé. Sie¢ potrafi wykorzysta¢ obserwacje wejsciowe i
zbudowa¢ na ich podstawie algorytm dzialania automatycznie wykrywajacy klasy
powtarzajacych si¢ sygnatow wejsciowych i rozpoznawacé te typowe wzorce sygna-
16w. Podczas samouczenia cata wiedza, jaka sie¢ moze zdoby¢, zawierac si¢ musi w
pokazywanych sieci obiektach wejsciowych. Obiekty te tworza pewne klasy podo-
bienstwa; sa wsrdd nich takie, ktore sa do siebie podobne, i odmienne, nalezace do
innej klasy. Sie¢ sama wykrywa wzorce, wiasciwosci, regularno$ci, kategorie w da-
nych wejsciowych i1 koduje je w celu otrzymania wyjscia. Samouczenie si¢ sieci
neuronowych to bezwzorcowy proces odwzorowania wielowymiarowej przestrzeni
wejsciowej obiektow w niskowymiarowa przestrzen matej liczby jednostek funkcjo-
nalnych, neurondéw, z zachowaniem topograficznego podobienstwa obiektow.
Sztuczna sie¢ doskonali sposoéb rozwiazywania okreslonego zadania, nie majac do
dyspozycji wzorcow zadan wraz z rozwiazaniami. Okazuje pewien poziom samoor-
ganizacji. Dazenie do samoorganizacji jest cecha samouczacej sig sieci neuronowe;.
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Proces samouczenia i samoorganizacji zachodzi tylko wtedy, jesli w wejSciowym
ciagu danych uczacych istnieje pewna prawidtowosc¢, na ktorej moze oprzec sig sie¢
(por. [Tadeusiewicz 1998; Duch i in. 2000; Masters 1996]).

Coraz czgsciej w analizie skupien znajduja zastosowanie nienadzorowane
sztuczne sieci neuronowe (por. [Migdal-Najman, Najman 2008]). Do tej grupy
sieci naleza miedzy innymi: Self Organizing Map Kohonena (SOM) i Growing
Neural Gas (GNG) B. Fritzkego. Celem prezentowanych badan jest wskazanie
réznic migdzy tymi sieciami i poréwnanie ich wiasnosci, szczegodlnie z punktu
widzenia analizy skupien.

2. Self Organizing Map

Self Organizing Map — SOM — to mapa samoorganizujaca si¢, nazywana row-
niez siecia lub mapa Kohonena, samoorganizujacym si¢ odwzorowaniem, mapa
cech (Self Organizing Feature Map — SOFM)', a w okresie powstania znana pod
nazwa fopology preserving map (por. [Berthold, Hand 1999; Kohonen 1997; Fort,
Pages 1995; Yin 2002; Fausett 1994; Deboeck, Kohonen 1998]). Zaproponowana i
rozwinigta ok. 1982 r. przez finskiego profesora Teuvo Kohonena jest obecnie
jedna z bardziej znanych nienadzorowanych modeli sztucznych sieci neuronowych.
Sie¢ SOM wzorowana jest na zjawisku biologicznym nazywanym retinotopy* (por.
[Flanagan 1996]). SOM jest jedna z bardziej popularnych i efektywnych aplikacji
data mining, stosowana gtownie do klasyfikacji, grupowania, redukcji wymiaro-
wosci, wyszukiwania anomalii i odchylen od warto$ci typowych, wizualizacji wie-
lowymiarowych zbiorow danych i badania dynamiki zjawisk (por. [Papadimitriou i
in. 2002; Delgado 2000; Fessant, Midenet 2002; Deventer, Moolman, Aldrich
1996; Migdat-Najman, Najman 2004]).

W wyjsciowej przestrzeni cech umieszczone zostaja neurony, ktore lokalnie
aproksymuja analizowane obiekty. Kazdy taki ,,lokalny aproksymator” to jeden neu-
ron. Neurony uporzadkowane sa w pewna struktur¢ nazywana siecia, w ktorej sa ze
soba w okreslonych zwiazkach. Sie¢ jest wstepnie ,,rozrzucona” w przestrzeni obiek-
tow (por. rys. 1). Nastepnie sieci pokazywane sa kolejne obiekty. Neuron, ktory

! Sie¢ Kohonena nazywana jest rowniez mapa samoorganizujaca si¢ Kohonena (Kohonen Self
Organizing Map — KSOM), samoorganizujaca si¢ mapa odwzorowan topologicznych Kohonena,
mapa topograficzna (fopographic map), odwzorowaniem (mapa) cech znaczacych, procesem samoor-
ganizujacym sig (self-organizing process), a ostatnio pojgcie SOM traktowane jest szerzej i nazywane
jest visualisation-induced SOM — ViSOM.

Zw jezyku angielskim retina oznacza siatkowke. Oko cztowieka sktada si¢ migdzy innymi z
warstwy mozgowej, zwanej cz¢scia wzrokowa siatkowki, ktora jest Swiattoczula. W siatkdwee wy-
stgpuja $wiattoczute komorki nerwowe nazywane precikami i czopkami. Ich wypustki dochodza do
komorek dwubiegunowych taczacych si¢ z komorkami zwojowymi, ktorych aksony skupiaja si¢ w
tarczy nerwu wzrokowego. Opisane zjawisko przypomina sie¢ SOM, ktoéra przez neurony w warstwie
wejsciowej (odpowiedniki precikow i czopkow) odbiera sygnaly wejsciowe (siatkowka odbiera sy-
gnaty $wietlne) i przekazuje przetworzone sygnaty do neuronéow w warstwie wyjsciowej (komorki
nerwowe nerwu wzrokowego w odpowiednim obszarze mézgu).
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znajduje si¢ najblizej danego obiektu, jest neuronem ,,zwycigzca” i to on podlega
uczeniu (zmianie wag, wspotrzgdnych w przestrzeni). Ucza sig¢ takze sasiedzi tego
neuronu — proporcjonalnie do odlegtosci, w jakiej znajduja si¢ od neuronu zwycig-
skiego. Cze$¢ neurondow nigdy nie jest zwycigzca 1 odgrywa role ,,posrednikow”,
pozwalajac sieci na pelniejsze rozciagnigcie si¢ w przestrzeni. Sa to tzw. neurony
martwe. W duzych sieciach ich udzial moze by¢ znaczny (por. rys. 1).

Na rysunku 1 przedstawiono wybrany etap uczenia si¢ sieci SOM. Niemal
wszystkie neurony (duze punkty na sieci), ktore nie naktadaja sig¢ na obiekty, nie
biora udziatu w uczeniu sig sieci. Sa zbedne i przyczyniaja sig¢ jedynie do wydtuze-
nia czasu uczenia sie sieci.

Rys. 1. Sie¢ neuronowa typu SOM w przestrzeni cech
Zrodto: opracowanie wlasne.

Sie¢ SOM moze mie¢ strukturg tancucha, prostokata lub kwadratu. Kazda przy-
jeta struktura sieci ma inne wlasnosci i jej wybor dla danego problemu badawczego
ma kluczowe znaczenie. Sie¢c SOM o strukturze tancucha przy niewielkiej liczbie
wymiarow bardzo szybko si¢ uczy. Przy znanej liczbie skupien (nawet w przybli-
zeniu) wystarczy jeden neuron na kazde skupienie. Wada tej struktury jest trudnos¢
w ustaleniu wtasciwej liczby neurondéw. Przyjecie zbyt matej liczby neurondéw
spowoduje, ze sie¢ nie poradzi sobie w podziale zbioru na skupienia, zbyt duza
moze ,,wykry¢” wiele lokalnych ,,zaggszczen” obiektow. Struktura prostokatna
sieci SOM pozwala na rozpoznawanie skupien eliptycznych, ,,rozwlektych” w
dowolnym wymiarze. Znajduje zastosowanie w przypadku zbiorow o niewielkiej
liczbie wymiaréw i gdy skupienia maja r6zna konfiguracje geometryczna. Najczg-
$ciej stosowana struktura sieci jest sie¢ kwadratowa, ktéra pozwala na rozpozna-
wanie skupien o dowolnej konfiguracji geometrycznej, bedac jednoczesnie dosko-
nalym narz¢dziem wizualizacji danych wielowymiarowych. Jednoczesnie struktura
kwadratowa jest najmniej oszczedna i najdtuzej sig uczy.
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3. Growing Neural Gas

Podstawowych wad sieci SOM pozbawiona jest sie¢ typu GNG zaproponowa-
na w 1994 r. przez B. Fritzkego (por. [Fritzke 1994]). Sieci tego typu z zatozenia
nie maja stalej czy zalozonej a priori struktury. Struktura sieci jest tworzona w
procesie uczenia si¢ sieci, poczawszy od najprostszej, ztozonej jedynie z 2 neuro-
néw, do bardziej zlozonej. Struktura takiej sieci zmienia si¢ dynamicznie w proce-
sie samouczenia si¢ w taki sposob, ze nowe neurony sa wstawiane do sieci jedynie
w tym miejscu sieci, w ktorym wystepuje najwigkszy blad rozpoznawania wzor-
cow (btad kwantyzacji). W przypadku sieci GNG ustala si¢ jedyniec maksymalna
ztozonos$¢ sieci (maksymalna liczbg neurondéw), a takze maksymalny wiek neuro-
néw niebioracych udzialu w uczeniu (por. [Jirayusakul, Auwatanamongkol 2007]).

4. Analiza poréwnawcza sieci SOM i GNG

Do podstawowych zalet sieci SOM nalezy zaliczy¢: brak zalozen probabili-
stycznych dla zmiennych, duza odporno$¢ na braki danych 1 wystgpowanie warto-
$ci nietypowych, mozliwo$¢ rozdzielenia skupien nieseparowalnych liniowo, moz-
liwos¢ wizualnej oceny wplywu poszczegdlnych zmiennych na efekt grupowania,
bardzo dobra wizualizacj¢ danych wielowymiarowych w dwoéch lub trzech wymia-
rach. Do podstawowych wad sieci SOM zaliczymy: konieczno$¢ zatozenia a priori
jej struktury (tancuch pojedynczy, tancuch wielokrotny, sie¢ prostokatna, kwadra-
towa itp.) przy braku obiektywnych przestanek dotyczacych tego, jak to nalezy
zrobi¢ w praktyce. W analizie duzych zbioréw danych moze si¢ okazaé, ze ko-
nieczna begdzie sie¢ o tysigcach neurondéw — a jednoczesnie duza ich liczba moze
by¢ ,,martwa”. Spowoduje to znaczne spowolnienie procesu uczenia i efektywnos¢
samej sieci. Wystepuje takze wrazliwos$¢ sieci SOM na zastosowana funkcj¢ sa-
siedztwa. Istnieje wiele mozliwych do zastosowania funkcji przy jednoczesnym
braku obiektywnych kryteriéw ich wyboru.

Kolejna wada sieci SOM jest wystepujacy czasami efekt skrecania si¢ sieci w
przestrzeni. Skrecenie si¢ sieci oznacza wzajemne przecinanie, krzyzowanie sig¢
powiazan neurondéw (por. rys. 3a). Moze si¢ zdarzy¢, ze potozone blisko siebie
obiekty w przestrzeni sygnatléw wejSciowych nie beda reprezentowane w sieci
przez sasiadujace ze soba neurony. Prowadzi¢ to bedzie w konsekwencji do bted-
nego rozpoznawania skupien.

Do podstawowych zalet sieci GNG nalezy: brak ,,martwych” neuronéw, dyna-
miczna struktura sieci powstajaca w procesie uczenia, to, ze sieci tego typu ucza
si¢ bardzo szybko i pozwalaja na tatwa identyfikacj¢ skupien. Nie ma takze efektu
skrecania si¢ sieci GNG. Do podstawowych wad zaliczymy za$ trudnos$ci w ustale-
niu a priori parametroOw sieci (maksymalna liczba neuronéw, maksymalny wiek
neuronéw nieuczacych sig, maksymalna liczba iteracji, czgstotliwo$¢ wstawiania
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nowych neuronow), a takze brak mozliwosci wizualizacji analizowanego problemu
na podstawie powstalej sieci, a takze same;j sieci.

Jezeli dla danego problemu zostanie zalozona wiasciwa struktura sieci SOM, to
proces uczenia jest relatywnie szybki, sie¢ charakteryzuje si¢ niewielka liczba mar-
twych neuronéw, a na jedno skupienie obiektow przypada mata liczba neuronow
(czasami wystarczy jeden neuron, por. rys. 2a). Jezeli struktura sieci zostanie zato-
zona blgdnie, to w najlepszym przypadku sie¢ bedzie po prostu niepotrzebnie duza,
a w najgorszym za$ nie uda si¢ rozpozna¢ skupien (por. rys. 2b). Sie¢ GNG sama
poszukuje optymalnej struktury (por. rys. 2c). Przy optymalnej liczbie neuronow
kazde (sferyczne) skupienie bedzie reprezentowane przez 2 neurony lub co najwy-
zej kilka neurondéw (ich doktadna liczba zalezy od konfiguracji skupien w prze-
strzeni). Jezeli zostanie ustalona zbyt duza liczba neuronéw i liczba iteracji ucza-
cych, to kazde skupienie bedzie reprezentowane przez wigksza (zwykle niepo-
trzebnie) liczbe neuronéw. Rozpoznawanie skupien obiektow przez sie¢ GNG jest
znacznie tatwiejsze niz w sieci SOM (o ile skupienia sa separowalne). Kazdy zbior
neuronéw niepotaczonych z innym zbiorem stanowi jedno skupienie. Sie¢ GNG
ma zdolno$¢ rozpoznania skupien o dowolnej konfiguracji w przestrzeni, nawet
przy relatywnie niskiej liczbie neuronow. Sie¢ SOM trudniej rozpoznaje skupienia
niesferyczne (cho¢ potrafi to zrobi¢) i wymaga w tym celu znacznie wigkszej licz-
by neuronow. Przyktad analizy zaprezentowany jest na rys. 3. Obie sieci maja po-
dobna liczbe neurondéw. Sie¢ GNG bezblednie (indeks Randa = 1) rozpoznaje
wszystkie skupienia (warto zauwazy¢, ze prezentowany problem dyskwalifikuje
niemal wszystkie algorytmy analizy skupien), a sie¢ SOM wyraznie ma za mata
liczbg neuronéw, aby rozwiazac¢ problem. Cztery sferyczne skupienia sg rozpozna-
ne bezbtednie, jednak dwa pozostale sa podzielone dos¢ przypadkowo.

Poréwnanie zdolnosci obu sieci do prawidlowego ustalenia skupien w wielo-
wymiarowym zbiorze danych wypada na korzys¢ sieci GNG. Mimo obiektywnych
trudno$ci w ustaleniu optymalnych parametréw pracy sieci GNG uzyskuje ona
zwykle lepsze wyniki.

Na rysunku 4 przedstawiono typowe zachowanie obu sieci w analizie skupien’.
Sie¢ SOM prawidtowo wskazata na 5 skupien i bezbtednie rozpoznata 4 sferyczne
skupienia. Popetnia jednak btedy w koncach srodkowego skupienia. Jest to zwia-
zane z tym, ze neurony, ktore odpowiadaja za obiekty tam si¢ znajdujace, leza w
strukturze sieci obok siebie, a obiekty w przestrzeni sg od siebie odlegte i naleza do
3 r6znych skupien. Sie¢ GNG rownie tatwo rozpoznaje skupienia sferyczne. Potrafi
w znacznym stopniu prawidtowo rozpozna¢ skupienie srodkowe. Popelnia btad w
jego gornej czesci. Zbyt duza liczba neurondow powoduje, ze mate i lokalne zmniej-

? Prezentowane sieci stuza ilustracji ich ogélnych whasnosci omawianych w tekscie. Analizowa-
ne zbiory nie majg charakteru benchmarku. Sie¢ SOM o heksagonalnej strukturze potaczen, 8x8
neuronow, gaussowska funkcja sasiedztwa, 2000 iteracji uczacych, siec¢ GNG o maksymalnej liczbie
neuronow réwnej 50, nowy neuron wstawiany co 400 iteracji, maksymalny wiek potaczenia to 390
iteracji, maksymalna liczba iteracji wynosi 20 000.
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szenie ggstosci obiektow w tym skupieniu zostato zinterpretowane jako punkt dzie-
lacy skupienie na 2 czg$ci. Formalna ocena obu grupowan znajduje si¢ w tab. 1.

Rys. 2. Sieci samouczace si¢: a) SOM o optymalne;j liczbie neuronéw,
b) SOM o nadmiarowe;j liczbie neurondéw, c) GNG o wiasciwej liczbie neuronow
Zrodto: opracowanie wlasne.

Rys. 3. Sieci samouczace sig: a) SOM, b) GNG
Zrédto: opracowanie wiasne.

] Rys. 4. Sieci samouczace sig: a) SOM, b) GNG
Zroédto: opracowanie wlasne.
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Tabela 1. Wskazniki oceny podobienstwa wynikoéw grupowan dla sieci GNG i SOM

Sie¢ /wskaznik Jaccard Rand Rand korygowany | Fowkles Mallows
GNG 0,9081 0,9807 0,9398 0,9526
SOM 0,8543 0,9682 0,9015 0,9225

Zrodto: opracowanie wlasne.

Mozna uzna¢, ze obie sieci poradzily sobie dos¢ dobrze z tym trudnym pro-
blemem, niemniej jednak sie¢ GNG uzyskuje lepsze wyniki.

5. Whnioski

Ogdlne wnioski dotyczace porownania obu algorytméw mozna zapisaé w po-
staci tab. 2. Zakladajac, ze potrafimy ustali¢ przynajmniej suboptymalne wartosci
parametrow samouczenia si¢ obu sieci, okazuje sig, ze sie¢ GNG jest zawsze szyb-
sza, nigdy nie powstaja martwe neurony, nigdy si¢ nie skreca i fatwo identyfikuje
skupienia o dowolnej konfiguracji w przestrzeni, o ile sa one separowalne. Sie¢
GNG bedzie popetia¢ niewielkie btedy na krawedziach skupien, gdy obiekty
trudno jednoznacznie zaliczy¢ do skupien (efekt rozmycia).

Tabela 2. Poréwnanie wlasno$ci sieci SOM i GNG

Wilasnoéci Sie¢ SOM Sie¢ GNG

Struktura sieci stata zmienna

Liczba krytycznych parametrow 4 4

sterujacych

Jakos¢ grupowania wysoka znakomita

przy optymalnych parametrach

Szybko$¢ uczenia przecigtna szybka

Skalowalnos$¢ algorytmu kwadratowa liniowa

‘Wymagania pojemnosci pamigci duza mala

Dowolna konfiguracja skupien tak tak

Martwe neurony tak nie

Skrecenie sie sieci tak nie

Rozmycie skupien dopuszczalne (mate bledy)|dopuszczalne (mozliwe potaczenie
sasiednich skupien)

Skupienia nieseparowalne dopuszczalne (mate bledy)|niedopuszczalne (potaczenie
wszystkich nieseparowalnych skupien)

Wizualizacja danych wielowymiarowych |tak nie

Wizualizacja sieci tak nie

Narzedzie eksploracji danych tak nie

Zroédto: opracowanie wlasne.

Liczba subiektywnie ustalanych parametréw kontrolujacych prace obu algo-
rytmow jest jednakowa. Sie¢ SOM okaze si¢ skuteczniejsza w wyrdznianiu sku-
pien, gdy beda one silnie rozmyte lub nieseparowalne. Sie¢ SOM pozwoli takze na
poglebiona eksploracje i wizualizacje danych i samej sieci, co przy zastosowaniu
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sieci GNG nie jest mozliwe. Wraz ze wzrostem rozmiarOw sieci czas obliczen i
pojemnos¢ pamigci komputerow ro$nie w przypadku sieci SOM w kwadracie licz-
by neuronoéw, a w przypadku sieci GNG — liniowo. W analizie duzych zbioréw
danych moze to mie¢ decydujace znacznie.

Sie¢ SOM ma szersze zastosowanie w analizie danych niz sie¢ GNG i jest na-
rzedziem eksploracji danych, w tym jest narzedziem analizy skupien. Sie¢ GNG
jest wyspecjalizowanym narzedziem analizy skupien i w tym zakresie w wigkszo-
sci przypadkow jest skuteczniejsza niz sie€ SOM.
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A COMPARISON OF QUALITY
UNSUPERVISED NEURAL NETWORKS SELF ORGANIZING MAP
AND GROWING NEURAL GAS IN CLUSTER ANALYSIS

Summary

The article discusses two methods of cluster analysis which were based on the unsupervised
learning like Self Organizing Map (SOM) and Growing Neural Gas (GNG). The author presents basic
features of both algorithms, in particular their advantages and disadvantages from the perspective of
cluster analysis. The neural network SOM has possessed more applications in data analysis than
GNG, it is a technique exploration data and the tool of cluster analysis. The GNG is a specialized tool
of cluster analysis and is more effective than SOM in most cases.
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