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PODEJSCIE WIELOMODELOWE
W ANALIZIE DANYCH SYMBOLICZNYCH
- METODA BAGGING

Streszczenie: W artykule przedstawiono podstawowe pojecia zwiazane z metoda bagging
oraz metoda k-najblizszych sasiadéw dla danych symbolicznych. Zaprezentowano w nim
takze mozliwos¢ zastosowania podejscia wielomodelowego bagging w metodzie k-najbliz-
szych sasiadow dla danych symbolicznych. W czeéci empirycznej przedstawiono zastoso-
wanie podejscia wielomodelowego dla danych symbolicznych w przypadku przyktadowych
zbioréw danych wygenerowanych za pomoca funkcji cluster .Gen z pakietu cluster-
Sim w programie R.

Stowa kluczowe: analiza danych symbolicznych, podejscie wielomodelowe, bagging.

1. Wstep

Podejscie wielomodelowe polega, ogélnie rzecz ujmujac, na taczeniu (agregacji)
M modeli bazowych D,,..., D,, w jeden model zagregowany D" (por. [Kuncheva

2004, s. 6-7]). Celem zastosowania podejscia wielomodelowego w miejsce poje-
dynczego modelu jest zmniejszenie btedu predykcji. Model zagregowany jest bar-
dziej doktadny niz jakikolwiek z pojedynczych modeli, ktére go tworza (zob. np.
[Gatnar 2008, s. 62]). Jedna z bardziej znanych metod agregacji modeli bazowych
jest metoda agregacji bootstrapowej, zaproponowana przez Breimana w 1996 r.,
znana jako bagging (zob. np. [Gatnar 2008, s. 140; Breiman 1996, s. 123]).

Celem artykutu jest zaprezentowanie mozliwosci zastosowania metody bagg-
ing w agregacji modeli dyskryminacyjnych dla danych symbolicznych na przykta-
dzie metody k-najblizszych sasiadéw dla obiektéw symbolicznych. Oprécz tego
przetestowana zostanie skuteczno$¢ metody bagging wykorzystujacej metode
k-najblizszych sasiadow w przypadku, gdy mamy do czynienia ze zmiennymi za-
ktocajacymi (noisy variables) i obserwacjami odstajacymi (outliers).
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W czgsci empirycznej przedstawiono wyniki symulacji z wykorzystaniem
sztucznych zbioréw danych interwatowych wygenerowanych za pomoca pakietu
clusterSimw programie R.

2. Dane symboliczne

Obiekty symboliczne moga by¢ opisywane przez nastepujace rodzaje zmiennych

symbolicznych [Bock, Diday 2000, s. 2-3]:

1) zmienne w ujeciu klasycznym, tj. ilorazowe, przedziatowe, porzadkowe,
nominalne;

2) zmienne symboliczne, tj. zmienne:

— interwatowe — realizacja Sa przedziaty liczbowe roztaczne lub nieroztaczne;

— wielowariantowe — realizacja zmiennej jest wiecej niz jeden wariant (liczba lub
kategoria);

— wielowariantowe z wagami — realizacja zmiennej oprécz wielu wariantéw sa
dodatkowo wagi (lub prawdopodobienstwa) dla kazdego z wariantéw zmiennej
dla danego obiektu.

Niezaleznie od typu zmiennej w analizie danych symbolicznych mozemy mieé
do czynienia ze zmiennymi strukturalnymi [Bock, Diday 2000, s. 2-3; 33-37]. Do
tego typu zmiennych zalicza si¢ zmienne hierarchiczne (ustalone sa a priori regu-
ly decydujace o tym, czy dana zmienna opisuje dany obiekt czy nie), taksono-
miczne (ustalone sa a priori realizacje danej zmiennej), logiczne (ustalono dla nich
a priori reguty logiczne lub funkcyjne, ktore decyduja o wartosciach zmiennej).

W analizie danych symbolicznych wyréznia si¢ dwa typy obiektéw symbolicznych:
— obiekty symboliczne pierwszego rzedu — rozumiane w sensie ,,klasycznym”

(obiekty elementarne), np. konsument, przedsiebiorstwo, produkt, pacjent czy

gospodarstwo domowe,

— obiekty symboliczne drugiego rzedu — utworzone w wyniku agregacji zbioru
obiektow symbolicznych pierwszego rzedu, np. grupa konsumentow preferuja-
ca okreslony produkt, region geograficzny (jako wynik agregacji podregio-
now).

3. Algorytm metody k-najblizszych sasiadow
dla danych symbolicznych

Metoda k-najblizszych sasiadow w swym klasycznym ksztatcie zostata zapropo-
nowana przez E. Fixa i J.L. Hodgesa [1951]. Adaptacje klasycznej metody
k-najblizszych sasiadow dla danych symbolicznych zawart w swej pracy zespét
Malerby [2003]. Algorytm tej metody dla danych symbolicznych mozna zapisa¢ w
nastepujacy sposéb:
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1. Dla kazdego obiektuO ze zbioru testowego obliczana jest odlegtosé¢ tego
obiektu od obiektdéw ze zbioru uczacego. W pomiarze odlegtosci w analizie danych
symbolicznych wykorzystywanych jest wiele r6znych miar odlegtosci, m.in. miary
Ichino-Yaguchiego, miary de Carvalho, miara wzajemnego sasiedztwa (Gowdy-
-Krishny-Didaya) czy wreszcie uogblniona miara Minkowskiego, pozwalajaca
uwzgledni¢ zmienne wielowariantowe z wagami (por. np. [Bock, Diday 2000, s. 182]).

2. Znajdowanych jest k obiektéw ze zbioru uczacego najblizszych obiektowi O .

Malerba in. [2006] sugeruja, by liczbg k sasiadow wyznaczy¢ z przedziatu [1 \/ﬁ ] ,
gdzie n — liczba obiektéw w zbiorze uczacym (zob. [Malerba i in. 2006, s. 311]).

3. Obliczane jest prawdopodobienstwo przydzielenia obiektu O do poszcze-
golnych klas zbioru uczacego.

Prawdopodobienstwo przydzielenia obiektu O do klasy jest obliczane na trzy
sposoby (por. [Malerba i in. 2004, s. 25, 2006, s. 310-311]):

a) jezeli odlegtos¢ miedzy obiektem O a wszystkimi jego sasiadami jest réwna
zeru, i dodatkowo wszyscy sasiedzi naleza do tej samej klasy, wéwczas prawdopo-
dobienstwo przydzielenia obiektu O do tej klasy wynosi 1;

b) jezeli odlegtos¢ miedzy obiektem O a wszystkimi jego sasiadami jest row-
na zeru, a sasiedzi ci naleza do réznych klas, prawdopodobiefistwo przydzielenia
obiektu O do poszczegolnych klas wyraza sie wzorem:

K.
P(O|Cj)=?’,Vj=1,...,J, (1)
gdzie: K; - liczba sasiadow nalezacych do j-te] klasy,
K - liczba sasiaddw,

j=1 ..., J —liczba klas w zbiorze uczacym;

c) jezeli odlegtos¢ miedzy obiektem O a wszystkimi jego sasiadami jest rézna
od zera, wéwczas prawdopodobienstwo przydzielenia obiektu O do poszczegol-
nych klas wyraza sie wzorem:

K;
K
P(O|Cj)=T,VJ=1,...,J, )
.0,
T K
gdzie:

Q,=w,-5(C;,C,), ©)
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W, :(j(o—)(i)—wagi, (4)

6(C;,C,) =1, jezeli klasa, do ktorej nalezy k-ty sasiad, jest taka sama, jak klasa,
do ktorej przyporzadkowujemy obiekt O; 5(C;,C,) =0, jezeli klasa, do ktorej

nalezy k-ty sasiad jest rézna od klasy, do ktérej przyporzadkowujemy obiekt O, pozo-

state oznaczenia jak we wzorze 1.
W metodzie k-najblizszych sasiadéw dla danych symbolicznych ,wazniejszy jest
glos” sasiadéw blizszych obiektowi klasyfikowanemu niz pozostatych sasiadéw.

4. ldea metody bagging

Jedna z bardziej znanych metod agregacji modeli bazowych jest metoda agregacji
bootstrapowej, znana jako bagging (por. [Gatnar 2008, s. 140; Breinman 1996,
s. 123; Kuncheva 2004, s. 203]). Metoda bagging realizuje w swej konstrukcji ar-
chitekture réwnolegta modeli zagregowanych (zob. rys. 1).

Rys. 1. Architektura réwnolegta taczenia modeli bazowych

Zrédto: [Gatnar 2008, s. 68].

Architektura réwnolegta taczenia modeli bazowych zaktada niezalezne dziata-
nie kazdego z M modeli bazowych za pomoca funkcji

b'(0)=¥(D;(0).... By, (0)).

dajac w rezultacie model zagregowany D’ (zob. [Gatnar 2008, s. 63, 68]).
Metoda bagging polega na zbudowaniu M modeli bazowych na podstawie
prob uczacych U,,...,U,, losowanych ze zwracaniem ze zbioru uczacego U. Proby

te nazywane sa prébami bootstrapowymi [Gatnar 2008, s. 140; Polikar 2007, s. 60,
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2006, s. 29]. Zwykle okoto 37% zbioru uczacego nie trafia do zadnej z préb ucza-
cych. Tworza one dodatkowy zbidr, tzw. OOB (Out-Of-Bag), ktory jest czesto wy-
korzystywany jako dodatkowy zbidr testowy [Gatnar 2008, s. 140].

Algorytm metody bagging mozna przedstawi¢ za pomoca nastepujacych krokéw
[Gatnar 2008, s. 140; Polikar 2007, s. 60-61, 20086, s. 29; Kuncheva 2004, s. 204]:

1. Ustalenie liczby modeli bazowych M.

2. Nastepnie dla kazdego z modeli bazowych (m=1,...,M):

a) wylosowanie proby bootstrapowej ze zbioru uczacego,

b) zbudowanie modelu bazowego na podstawie proby bootstrapowej (metoda
k-najblizszych sasiadow dla danych symbolicznych).

3. Dokonanie predykcji modelu zagregowanego za pomoca modeli bazowych —
stosujac metode gtosowania wiekszosciowego w przypadku dyskryminacji lub
usrednia wyniki w przypadku regresji.

Metoda gtosowania wigkszosciowego (majority voting) polega na przydziele-
niu obserwacji do klasy, ktdra wskazata najwicksza liczba modeli bazowych [Gat-
nar 2008, s. 114]:

D'(0)=arg r_naxi I (f)m(o): C, )

J m=1
5. Wyniki badan symulacyjnych

Zbiér pierwszy (model 1) to 1000 obiektow podzielonych na pie¢ niezbyt do-
brze separowalnych klas, opisywanych przez dwie zmienne symboliczne interwa-
towe. Zbior uczacy stanowito 800 obiektow, a zbidr testowy 200 obiektow. Zmien-
ne w tym zbiorze sa losowane z dwuwymiarowego rozktadu normalnego o sred-
nich (5, 5), (-3, 3), (3, =3), (0, 0), (-5, -5) oraz macierzy kowariancji
Z(Jjj =10, =0,9). Zbior ten nie zawiera zmiennych zaktdcajacych czy ob-

serwacji odstajacych.

Zbiér drugi (model 11) to 200 obiektéw podzielonych na dwie klasy o wydtu-
zonym Kksztalcie, opisywane prze dwie zmienne symboliczne interwatowe. Zmien-
ne w tym zbiorze sa losowane z dwuwymiarowego rozktadu normalnego o sred-

nich (0, 0), (1, 5) i macierzy kowariancji Z(O'jj =10 :—0,9). Zbiodr nie zawie-

ra zmiennych zaktdcajacych i obserwacji odstajacych. Elementy zbioru podzielono
na zbidr uczacy (120 obiektéw) i zbidr testowy (80 obiektow).

Zbiér trzeci (model 111) to 800 obiektéw podzielonych na trzy klasy o wydtu-
zonym ksztatcie, opisywane przez trzy zmienne symboliczne interwatowe. Zbior
uczacy zawiera 640 obiektow, a zbidr testowy — 160. Zmienne opisujace te obiekty
sa losowane z dwuwymiarowego rozktadu normalnego o érednich (0, 0), (1,5, 7),
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(3, 14) oraz macierzy kowariancji Z(O'jj =10 :—0,9). Zbiér zawiera jedna

zmienng zaki6cajaca, natomiast nie zawiera obserwacji odstajacych.

Zbior czwarty (model 1V) to 660 obiektéw podzielonych na dwie klasy o wy-
diuzonym ksztatcie, opisywane przez dwie zmienne symboliczne interwatowe.
Zbior uczacy stanowito 528 obserwacji, a zbior testowy 132 obserwacje. Zmienne
opisujace te zbiory sa losowane z dwuwymiarowego rozktadu normalnego o sred-

nich (0, 0), (1, 5) oraz macierzy kowariancji Z(Jjj =10, = —0,9). Zbior zawie-

ra 10% obserwacji odstajacych, ale nie zawiera zmiennych zaktocajacych.

Modele I, II, Il oraz IV wygenerowano z wykorzystaniem funkcji clu-
ster.Gen z pakietu clusterSim w programie R.

Dla kazdego ze zbiorow zastosowano metode bagging dla metody k-najbliz-
szych sasiadow dla danych symbolicznych, przyjmujac liczbg¢ modeli bazowych od
jeden do stu, a liczbg k sasiadéw na poziomie trzy razy pierwiastek z liczby obserwa-
cji w zbiorze uczacym. Wyniki symulacji dla modelu 1 i Il przedstawia rys. 2.

a) model 1 b) model 11

Rys. 2. Wyniki symulacji dla modelu I i 1

Zrédio: obliczenia wiasne w programie R.

Najmniejszy btad klasyfikacji, rowny 4,5% w przypadku modelu I, otrzymano
dla 59 modeli bazowych. W przypadku modelu Il najmniejszy btad klasyfikacji,
rowny zero, otrzymano dla 60 modeli bazowych.

Dla modelu Ill, ktéry zawierat jedna zmienna zakldcajaca, btad klasyfikacji
wyniost az 62,5% (dla 14 modeli bazowych). W przypadku modelu 1V, ktérego
zbiér zawieral obiekty odstajace, btad klasyfikacji wyniost 10% (klasyfikacje
obiektow ze zbioru uczacego dla 50 modeli bazowych zawarto w tab. 1).
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Tabela 1. Klasyfikacja obiektéw dla modelu 1V

Faktyczna Predykcja przynaleznosci do klas

przynaleznos¢ do klas klasa 1 klasa 2
Klasa 1 56 0
Klasa 2 0 64
Obserwacje odstajace 7 5

Zrédto: obliczenia wiasne w programie R.

W przypadku modelu 1V obiekty z klasy pierwszej i drugiej sa klasyfikowane
poprawnie. Btedna klasyfikacja obiektéw pojawia si¢ natomiast w przypadku ob-
serwacji odstajacych.

6. Podsumowanie

Metoda bagging, w ktorej klasyfikatorem bazowym jest metoda k-najblizszych sa-
siadoéw, moze znalez¢ zastosowanie w Klasyfikacji roznych zbioréw danych sym-
bolicznych. Podejscie wielomodelowe potaczone z KNN dla danych symbolicz-
nych pozwala na precyzyjne zidentyfikowanie klas stabo separowalnych oraz klas
0 wydtuzonym ksztaicie.

W przypadku podejscia wielomodelowego w klasyfikacji obiektow symbolicz-
nych z zastosowaniem metody bagging dla metody k-najblizszych sasiadéw najlep-
sze wyniki otrzymano dla zbiorow danych niezawierajacych zmiennych zaktdcaja-
cych. Gdy mielismy do czynienia ze zmiennymi zaktdcajacymi, btad klasyfikacji
wyniost az 62,5%, co moze wynikaé z faktu, ze zmienne te wptywaja znaczaco na
pomiar odlegtosci, a to z kolei przenosi sie na prawdopodobienstwa a posteriori
przydzielenia obiektow do klas.

Etapem dalszych prac bedzie proba zaadaptowania innych metod podejscia wie-
lomodelowego dla danych symbolicznych.
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ENSEMBLE LEARNING FOR SYMBOLIC DATA
WITH APPLICATION OF BAGGING

Summary: The paper presents the most important basic terms of bagging and k-nearest
neighbour for symbolic data. The article also presents an application of bagging ensemble
for k-nearest neighbour for symbolic data.In the empirical part the application of ensemble
learning for symbolic data is presented for some data sets generated by function clus-
ter.Gen from clusterSim package of R software.
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