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WPLYW METODY DYSKRETYZACJI
NA JAKOSC KLASYFIKACJI

Streszczenie: Giowny cel artykutu to poréwnanie wielkosci bledow Klasyfikacji modeli
dyskryminacyjnych zbudowanych dla zbioréw danych przed dyskretyzacja i po dyskretyza-
cji. Jako metode dyskryminacji zastosowano naiwny klasyfikator bayesowski. Modele bu-
dowano dla zbioréw danych zaréwno przed dyskretyzacja, jak i po dyskretyzacji. Dyskrety-
zacji dokonano z wykorzystaniem metod bezkontekstowych (dyskretyzacja na réwne prze-
dzialy i przedzialy o rdwnych liczebnosciach) i kontekstowych (metoda ChiMerge i mini-
malizacji entropii). Obliczenia wykonano na podstawie autorskich procedur i funkcji zawar-
tych w pakietach dprep, €1071, grDevices, infotheo oraz car programu R.

Stowa kluczowe: dyskretyzacja zmiennej ciagtej, naiwny klasyfikator bayesowski.

1. Wstep

Dyskretyzacja zmiennej ciagtej polega na podziale uporzadkowanego zbioru war-
tosci danej zmiennej na skonczona liczbg roztacznych przedziatdw. Powstatym
przedziatom mozna przypisa¢ etykiety, otrzymujac w ten sposob zmienna nomi-
nalna o pewnej liczbie kategorii.

Z jednej strony dyskretyzacja powoduje utrate informacji w zbiorze danych, z
drugiej za$ rozwiazuje problem wartosci oddalonych oraz brakéw danych. Inng
przestanka przemawiajaca za dyskretyzacja zmiennych sa dynamicznie rozwijajace
si¢ metody analizy obiektow jakosciowych (symbolicznych). Obiekty takie charak-
teryzowane sa m.in. przez: zmienna nominalna, listy kategorii czy przedziaty licz-
bowe [Bock, Diday 2000]. Roéwniez wsrod metod wielowymiarowej analizy da-
nych istnieja takie, np. naiwny klasyfikator bayesowski, dla ktérych zaleca sie, aby
zbidér danych zwierat obiekty reprezentowane przez zmienne jakosciowe. Stosowa-
nie powyzszych metod wymusza potrzebe dyskretyzacji zmiennych ciagtych.

Celem niniejszego artykutu jest poréwnanie jakosci klasyfikacji modeli dys-
kryminacyjnych otrzymanych na podstawie zbioréw danych przed dyskretyzacja i
po dyskretyzacji. Jakos¢ klasyfikacji rozumiana jest jako wielkosé¢ btedu klasyfika-
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cji liczona dla zbioru testowego (im mniejszy btad, tym lepsza jakos¢ modelu).
W przypadku zbioréw zdyskretyzowanych poréwnane zostana wielkosci btedow
klasyfikacji dla r6znych metod dyskretyzacji. Do zbudowania modeli dyskrymina-
cyjnych zostanie zastosowany naiwny klasyfikator bayesowski. Badanie empirycz-
ne realizowane bedzie za pomoca symulacji komputerowych w programie R.

Eksperyment stuzy¢ bedzie weryfikacji nastgpujacych hipotez badawczych:

1. Modele dyskryminacyjne budowane na podstawie zbioréw zdyskretyzowa-
nych charakteryzuja sie lepsza jakoscia klasyfikacji niz modele otrzymane dla
zbioréw bez dyskretyzacji zmiennych.

2. Lepsza jakoscia klasyfikacji charakteryzuja si¢ modele dyskryminacyjne bu-
dowane na podstawie zbiordw dyskretyzowanych za pomoca metod kontekstowych
niz modele otrzymane dla zbioréw dyskretyzowanych metodami bezkontekstowymi.

2. Metody dyskretyzacji zmiennej ciaglej
zastosowane w badaniu empirycznym

Dougherty, Kohavi i Sahami [1995] wyrdzniaja nastepujace podej$cia w zagadnie-
niu dyskretyzacji:

1. Metody bezkontekstowe (unsupervised) i kontekstowe (supervised). Nazwy
tych metod w jezyku polskim zaproponowane zostaty w pracy Gatnara [2000].
Bezkontekstowe metody dyskretyzacji nie uwzgledniaja informacji o przynalezno-
sci obiektéw do klas (lub wartosci innej zmiennej, np. zaleznej), w przeciwienstwie
do metod kontekstowych, ktore te informacje uwzgledniaja.

2. Metody lokalne (local) i globalne (global). Metody lokalne dokonuja dyskre-
tyzacji zmiennej ciagtej w pewnym fragmencie jej dziedziny w zaleznosci od war-
tosci innych zmiennych. Natomiast metody globalne dyskretyzuja dana zmienna
raz, niezaleznie od wartosci innych zmiennych.

3. Metody statyczne (static) i dynamiczne (dynamic). Metody statyczne to te,
ktore poszukuja wiasciwej liczby przedziatow dla kazdej zmiennej, niezaleznie od
wartosci pozostatych zmiennych. Metody dynamiczne poszukuja punktéw podziatu
dla wszystkich zmiennych ciagtych rownoczesnie.

Zaprezentowane podejscia nie sa roztaczne. Oznacza to, ze wsrod metod bez-
kontekstowych i kontekstowych mozna wskaza¢ zarowno metody lokalne, jak i
globalne, statyczne, jak i dynamiczne.

W badaniach empirycznych zastosowano dyskretyzacje na przedziaty o réwnej
szerokosci (disc.ew), na przedziaty o rdwnej liczebnosci (disc.ef), metode
Chi-Merge (chiMerge) i dyskretyzacje metoda minimalizacji entropii w oparciu
0 zasadg minimalnej diugosci kodu (disc.mentr). Dwie pierwsze metody nale-
za do grupy metod bezkontekstowych, dwie nastepne do grupy metod konteksto-
wych. W nawiasach podano nazwy funkcji z pakietu dprep.
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2.1. Dyskretyzacja na przedzialy o réwnej szerokosci

Dyskretyzacja na k przedziatow o rownej szerokosci polega na podziale wartosci
zmiennej ciagtej X na k przedziatdbw o réwnej rozpietosci h, ktéra wyznaczana
jest jako:

h= max min , (1)
wowczas punkty podziatu obliczane sa nastepujaco:
k-1
Xoin + i1 2)
i=1

Liczbg przedziatdw uzytkownik moze wyznaczy¢ w dowolny sposéb lub na
podstawie jednej z ponizszych formut:
1. Formuta Sturgesa [1926]:

k=[1+log, N]. (3)
2. Formuta Scotta [1979]: W

Ko [Mw | )

1
gdzie: h=3,49sN 2, s —odchylenie standardowe danej zmiennej.

3. Formuta Freedmana-Diaconisa [1981]:
X — X

k = | Zmax — Zmin | 5

o | ®)

1
gdzie h=2IQN 3, IQ=0Q,-Q,, Q, i Q, to odpowiednio kwartyl pierwszy i trzeci.
Symbol fk}: min{XeZ k< x} oznacza najmniejsza liczbe catkowita nie
mniejsza od K.

2.2. Dyskretyzacja na przedzialy o réwnej liczebnosci

W rozwazanej metodzie zamiast przedziatdw o rownej szerokosci otrzymuije sie prze-
dziaty réwnoliczne. Dokonuje sie podziatu zbioru wartosci zmiennej ciagtej na k prze-
dziatéw. Liczbe przedziatéw wyznacza sie w ten sam sposob, jak w przypadku dyskre-
tyzacji na przedziaty o réwnej szerokosci. Konce przedziatdw ustala si¢ tak, aby w
kazdym z nich znajdowala sie taka sama liczba obserwacji. To oznacza, ze dla zbioru
N-elementowego w kazdym przedziale powinno znajdowac si¢ N/k obiektow.
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2.3. Metoda ChiMerge

Metoda ChiMerge zostata zaproponowana przez Kerbera [1992]. Wedtug tej meto-
dy kazda uporzadkowana rosnaco wartos¢ danej zmiennej ciagtej jest przydzielana
do osobnego przedziatu lewostronnie domknigtego. Dolng granice przedziatu sta-
nowi warto$¢ poprzednia, a gorna wartos¢ nastepna. Dalej taczy si¢ sasiadujace
przedzialy. Procesem Iaczenia steruje test niezaleznosci x°. W tym celu weryfiku-
je sie hipoteze zerowa, mowiaca 0 braku zwiazku miedzy sasiednimi przedziatami.
Odrzucenie hipotezy zerowej oznacza zaleznos¢ tychze przedziatdw. Zatem moga
one zosta¢ potaczone.
Sprawdzianem hipotezy zerowej jest statystyka z:

pos3hh) ©

m
]

i=l j= nij
gdzie: m — liczba klas,

n; - liczba obiektow z j-tej klasy w i-tym przedziale,

2 m

2N 2.n,
fij = ———— 2= tzw. liczebnosci teoretyczne,

N

2
> n, - liczba obiektow w i-tym przedziale,
i=1
m
Znij — liczba obiektow w j-tej klasie, N — liczebnos¢ zbioru.

j=1

Kryterium stopu okreslone jest przez wartosé krytyczna x> odczytana z tablic
rozktadu y* dla m — 1 stopni swobody oraz ustalonego przez uzytkownika pozio-
mu istotnosci « .

Proces taczenia przedziatow przebiega w dwdch etapach i polega na:

1. Obliczeniu wartosci statystyki > dla kazdej pary sasiadujacych przedziatow.

2. Polaczeniu tej pary sasiadujacych przedziatow, dla ktorej wartosé statystyki y?
jest najmniejsza.

Przedziaty sa taczone, dopoki y* > y [Kerber 1992, s. 124-125].

2.4. Dyskretyzacja metoda minimalizacji entropii

W dyskretyzacji metoda minimalizacji entropii do znalezienia punktéw podziatow
zbioru wartosci dyskretyzowanej zmiennej wykorzystuje sie minimalna wartos¢
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funkcji entropii [Catlett 1991; Fayyad, Irani 1993]. Poszukiwana jest wartos¢ C,
ktéra minimalizuje wyrazenie:
S, |

5] Ent(S,) + —Ent(S,), (7

E(X,C,S)=—1
( )= N

gdzie: Ent(S)z—Zm: p; log, ( p; ) - funkcja entropii,
=

X — zmienna ciagta poddawana dyskretyzacji,

C — punkt podziatu,

S — zbidr danych,

S| — liczebnos¢ zbioru o wartosciach nie wigkszych od C, |S,| - Ii-

czebnos¢ zbioru o wartosciach wigkszych od C,

I
P, :WJ — prawdopodobienstwo przynaleznosci do j-tej klasy, |; to li-

czebnos¢ j-tej klasy.

Jezeli zbiér S zawiera duzo obiektow, to procedura poszukiwania punktu po-
dziatu C, sposrod N —1 mozliwosci, moze by¢ bardzo czasochtonna. Czas poszu-
kiwania optymalnego punktu podziatu mozna ograniczy¢, wykorzystujac twierdze-
nie udowodnione przez Fayyada i Iraniego [1993], ktére gtosi:

Jezeli C minimalizuje wartos¢ miary (7), to jest ono punktem granicznym.

Punkt graniczny C rozumiany jest jako Srednia wartosci zmiennej ciagtej
obiektow z réznych klas. Zauwazy¢ jednak nalezy, ze w zbiorze S wystapi¢ moga
dwa obiekty z réznych klas, dla ktérych okreslona zmienna przyjmuje t¢ sama war-
tos¢. Gatnar [2000] proponuje modyfikacje, polegajaca na rozwazeniu podziatu
zbioru wartosci w punktach rozdzielajacych przedziaty, w ktorych obiekty naleza
do réznych klas lub z ktérych przynajmniej jeden nie jest homogeniczny.

W podejsciu zaproponowanym przez Fayyada i Iraniego [1993] generowane sa
od razu wszystkie mozliwe punkty podziatu. Wybo6r optymalnego punktu podziatu
odbywa si¢ w oparciu o zasade minimalnej dtugosci kodu, ktéra stanowi kryterium
stopu. Procedura rekurencyjnego podziatu zbioru wartosci zmiennej X zostaje za-
trzymana, jesli spetniona bedzie nierownosé:

log, (N -1)+A(X,C,S)

Gain(X,C,S)< N , 8)

gdzie: Gain(X,C,S)=Ent(S)-E(X,C,S),
A(X,C,S)=log, (3 —2)-[ KEnt(S) -k Ent(S,)—k,Ent(S,)],

K, k,, k, —liczba klas odpowiednio w zbiorze S, S,, S,.
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3. Badanie empiryczne
3.1. Metoda dyskryminacji zastosowana w badaniu empirycznym

Poszczeg6ine modele dyskryminacyjne budowane beda z zastosowaniem naiwnego kla-
syfikatora bayesowskiego. Wspomniana metode mozna stosowa¢ zaréwno w odniesieniu
do danych ilosciowych, jak i jakosciowych. Douherty, Kohavi, Sahami [1995], Hsu, Hu-
ang, Wong [2000] oraz Yang, Webb [2001] postuluja jednak, aby klasyfikator ten sto-
sowa¢ dla danych jakosciowych. Wéwczas zmienne ciagte nalezy zdyskretyzowaé.
Zadaniem naiwnego klasyfikatora bayesowskiego jest przydzielenie nowej obser-
wacji x; do klasy P, (j =1,..., J), dla ktérej prawdopodobiefistwo tego, ze obser-

wacja X; nalezy do klasy P; jest najwigksze [Walesiak, Gatnar 2009, s. 193-194]:
f(x)=P;, gdy p(P1% )= max {p(R %)}, ©)
X | P ) p(P;
gdzie: p(lexi)z ?( | ‘) p( ’) — prawdopodobiefistwo a posteriorit,
2.2 9(%1R)-p(R)

p(Pj) — prawdopodobienstwo a priori dla klasy P;; najczesciej wyzna-

czane jest jako frakcja obiektéw nalezacych do klasy P., tj.

. J
p(Pj)z n; /N, gdzie ijlp(Pj):l.
W metodzie tej zaktada si¢ warunkowa niezaleznos¢ zmiennych X,,..., X, dla
ustalonej klasy P; :

P( Xy X[ P )= B(Xy| P ) p(X| P,) - (10)

Zatozenie to zazwyczaj nie jest spetnione, dlatego algorytm nazywany jest ,,na-
iwnym”,

W eksperymencie modele dyskryminacyjne budowano zaréwno dla zbiorow
danych przed dyskretyzacja, jak i po dyskretyzacji.

3.2. Wykorzystane zbiory danych oraz opis eksperymentu
Zbiory danych dobrano w ten sposob, aby réznity sie pod wzgledem liczebnosci,

liczby zmiennych i liczby klas. Wszystkie zbiory dostepne sa w odpowiednich pa-
kietach programu R.

1 Decyzja o przydzieleniu obserwaciji x; do klasy P; podejmowana jest juz po zaohserwowaniu X; .
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Tabela 1. Charakterystyka zbioréw danych

Zbi6r danych Liczba obserwacji | Liczba zmiennych | Liczba klas
bupa 345 7 2
iris 150 5 3
diabetes 768 8 2
ionosphere 351 33 2
sonar 208 61 2
Satellite 6435 37 6
vehicle 846 19 4

Zrodio: opracowanie wiasne.

Przed przystapieniem do dyskretyzacji zmiennych dla kazdego ze zbioréw
zbudowano model dyskryminacyjny dla zbioru uczacego, a nastepnie wyznaczono
blad klasyfikacji na zbiorze testowym stanowiacym 1/3 wszystkich obserwacji ba-

danego zbioru.

Kolejna czes¢ eksperymentu polegata na badaniu btedu klasyfikacji dla zbioru
testowego w zaleznosci od wybranej metody dyskretyzacjiz.

Algorytm dyskretyzacji zmiennej ciagtej sktada sie z czterech etapéw:

1. Uporzadkowanie wartosci zmiennej.

2. Wyznaczenie odpowiednich punktéw podziatu lub dwoch sasiadujacych
przedziatow.

3. Podziat lub potaczenie przedziatdw (zalezy od zastosowanej metody dyskre-
tyzacji).

Powtarzanie krokow 2. i 3. az do osiagniecia odpowiedniego dla danej metody
kryterium stopu.

Trzy z czterech zastosowanych metod dyskretyzacji wymagaja od uzytkownika
ustalenia wartosci pewnych parametrow, tj. liczby przedziatéw, na jakie podzielone
zostang wartosci danej zmiennej (metody bezkontekstowe), czy poziomu istotnosci
a (metoda kontekstowa ChiMerge). Dyskretyzujac zbiory danych metodami kon-
tekstowymi, liczbe przedziatéw dla poszczegdlnych zmiennych ustalono na pod-
stawie formuty Sturgesa, potem Scotta i Freedmana-Diaconisa. W metodzie
Chi-Merge dyskretyzacji dokonano w zaleznosci od poziomu istotnosci a réwne-
go 0,01, 0,05, 0,1, oraz 0,5. Nastepnie kazdy zdyskretyzowany zbidr podzielono na
cze$¢ uczaca i testowa w stosunku 2 : 1. Dla zbioru uczacego wyznaczono model
dyskryminacyjny, wykorzystujac naiwny klasyfikator bayesowski, i dla niego obli-
czono btad klasyfikacji liczony metoda sprawdzania krzyzowego z podziatem zbio-
ru uczacego na 10 czegsci. Do dalszej analizy, dla kazdej z metod dyskretyzacji,
wybrano uktad parametréw minimalizujacy powyzszy btad. Zestawienie wybra-
nych parametréw przedstawia tab. 2.

2 _osowanie tego samego zestawu obserwacji w zbiorach testowych zapewnia funkcja sed . seed ().
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Tabela 2. Wybrane parametry dla metod dyskretyzacji

Zbiér danych _ Liczba przedziatdw _ _ o
disc.ew disc.ef chiMerge

bupa F. Sturgesa F. Freedmana-Diaconisa 0,5
diabetes F. Sturgesa F. Scotta 0,01
iris F. Freedmana-Diaconisa F. Freedmana-Diaconisa 0,01
ionosphere F. Sturgesa F. Freedmana-Diaconisa 0,01
sonar F. Scotta F. Scotta 0,1
Satellite F. Sturgesa F. Scotta 0,01
vehicle F. Scotta F. Scotta 0,1

Zrodio: opracowanie wiasne.

W nastgpnym kroku wyznaczono btad klasyfikacji dla zbioru testowego.
Obliczenia wykonano w programie R na podstawie autorskich procedur oraz
funkcji z pakietéw dprep, e1071, grDevices, infotheo oraz car.

3.3. Wyniki eksperymentu

W wyniku zastosowania schematu postepowania omoéwionego w punkcie 3.2
otrzymano bledy klasyfikacji dla zbioréw testowych, ktére zestawiono w tab. 3.

Tabela 3. Btedy klasyfikacji (w %)

Zbidér danych Bez dyskret. disc.ew | disc.ef disc.mentr chiMerge
bupa 43,48 41,74 26,96 33,91 31,70
diabetes 24,61 25,00 24,61 22,66 22,66
iris 4 4 4 6 2
ionosphere 20,51 18,80 17,95 17,09 16,24
sonar 30,43 31,88 24,64 21,74 21,74
Satellite 21,17 20,89 23,50 20,98 21,17
vehicle 54,96 53,90 53,19 44,68 45,04

Zrodto: opracowanie wiasne. Czcionka pogrubiona wyrdzniono najmniejsze biedy klasyfikacji.
4. Podsumowanie

Poréwnujac otrzymane wyniki mozna stwierdzi¢, ze lepsza jakoscia, rozumiana ja-
ko wielkos¢ btedu Klasyfikacji na zbiorze testowym, charakteryzuja sie modele
dyskryminacyjne otrzymane dla zbioréw zdyskretyzowanych. W przypadku pieciu
zbioréw danych mniejsze btedy Kklasyfikacji uzyskano dla metod kontekstowych.
Natomiast jakos¢ modeli zbudowanych dla zbioréw danych zdyskretyzowanych za
pomoca metod bezkontekstowych jest na 0gét gorsza. Wyniki badan empirycznych
pozytywnie weryfikuja postawione hipotezy badawcze.
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Cho¢ lepsze wyniki, w aspekcie wielkosci btedu klasyfikacji, uzyskano stosu-
jac kontekstowe metody dyskretyzacji, trudno jednoznacznie okresli¢, ktéra z me-
tod jest najlepsza, a ktora najgorsza. Kolejne badania stuzy¢ beda ocenie przydat-
nosci konkretnej metody kontekstowe;j.
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THE INFLUENCE OF DISCRETIZATION METOD
ON CLASSIFICATION QUALITY

Summary: The aim of this article is to compare classification errors of classification models
for data sets before and after discretization. The naive-Bayes classifiers as a supervised
classification method was used. It was trained on a data before discretization and on a
data preprocessed by discretization methods. The unsupervised (discretization using inter-
vals of equal width, discretization using intervals of equal frequencies) and supervised (dis-
cretization using the Chi-Merge method, discretization using the minimum entropy crite-
rion) discretization methods are used. In the empirical part, procedures from dprep,
el1071, grDevices, infotheo and car packages for R software are used.
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