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ANALIZA JAKOSCI KLASYFIKACJI OBIEKTOW
ZNIEKOMPLETNYMI DANYMI
ZWYKORZYSTANIEM SIECI NEURONOWYCH

Streszczenie: Celem artykutu jest przedstawienie znaczenia informacji opisowej dla klasy-
fikacji przedsigbiorstw notowanych na GPW w Warszawie, a doktadniej mozliwosci wysta-
pienia brakéw, danych zaszumionych czy celowej redukcji liczby zmiennych. Istotne jest to,
w jaki sposéb pogorszenie tej jakosci wptywa na efektywnosé klasyfikacji, a wiec przede
wszystkim na liczbe przedsiebiorstw poprawnie zaklasyfikowanych do poszczeg6inych grup
(z wykorzystaniem ratingu). Prébe badawcza tworza przedsiebiorstwa notowane na GPW,
dane natomiast pochodza z ich sprawozdan finansowych. W badaniu wykorzystano sieci
neuronowe umozliwiajace m.in. klasyfikacje obiektow. Postuzono si¢ wczesniejszymi bada-
niami do poréwnania otrzymanych wynikow.
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1. Wstep

Celem artykutu jest zaprezentowanie wptywu wystepowania brakéw oraz szumow
informacyjnych w wektorach wejsciowych na jakosé¢ klasyfikacji podmiotéw go-
spodarczych z wykorzystaniem sieci neuronowej, a takze metod radzenia sobie z
tymi problemami.

Probe badawcza stanowia przedsiebiorstwa notowane na GPW w Warszawie.
Obiekty do badania wybrano metoda fatwosci dostepu, co sprawia, ze nie jest ona
reprezentatywna. Selekcja zmiennych diagnostycznych, zgodnie z wczesniej prze-
prowadzonymi eksperymentami, oparta zostata na analizie wrazliwosci [Stanczuk,
Trojczak-Golonka 2010]. Dzigki temu dobrano 14 zmiennych, ktdrymi sa wskaz-
niki finansowe tych przedsigbiorstw, a dane do nich wygenerowano z ich sprawoz-
dan finansowych. Zakres czasowy stanowia lata 2006-2007.

Zmienne charakteryzujace poszczegolne obiekty to wskazniki finansowe z za-
kresu rentownosci, obrotowosci i ptynnosci. Do klasyfikacji podmiotéw natomiast
wykorzystano rating pieciostanowy, dzieki ktéremu badane jednostki mozna po-
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dzieli¢ na klasy od pierwszej, obejmujacej spotki z najlepszym standingiem finan-
sowym, do klasy piatej, w ktérej znajduja sie spétki o najgorszej kondycji.

2. Procedura badan

Do uczenia wykorzystano sie¢ jednokierunkowa wielowarstwows (ang. Multilayer
Perceptron — MLP). Trenowana byta ona z nauczycielem ze wzglgdu na znane
wartosci ratingu dla kazdego przedsiebiorstwa. Wykorzystano do tego celu Pakiet
STATISTICA v. 9. Probg badawcza przy kazdym uczeniu sieci dzielono na trenu-
jaca i testujaca w stosunku procentowym 80 : 20. Sie¢ ma 14 neurondéw w warstwie
wejsciowej, jedna warstwe ukryta z eksperymentalnie dobierana liczba neuronéw
ukrytych w zakresie od 1 do 50 (opcja wykorzystana w Automatycznym Projek-
tancie Sieci w programie STATISTICA) oraz 5 neurondw wyjsciowych.

3. Teoretyczny aspekt podejmowanej problematyki

Podczas analizy danych pochodzacych z rzeczywistych obiektéw, opisujacych

skomplikowane procesy w nich zachodzace, mozna napotka¢ liczne trudnosci, kté-

re czesto zwiazane Sa z niepelnowartosciowoscia danych. Moga one by¢ spowo-
dowane niedoktadnoscia albo btedami pomiaru, szumem informacyjnym, a takze
brakiem niektorych informacji.

Istnieje wiele powodow wystgpowania niekompletnych danych pomiarowych,
a w tym przypadku danych finansowych w sprawozdaniach przedsiebiorstw. Moga
to by¢ przede wszystkim zaniedbania, zmiana zestawu zmiennych podczas procesu
gromadzenia danych czy niejednorodne zrddto ich pochodzenia.

O problemie brakujacych danych mowa jest wtedy, gdy niektore obiekty nie sa
opisane na catym zbiorze zmiennych, a wiec w zgromadzonych danych brakuje
niektorych wartosci. Jednakze taka sytuacja nie powinna uniemozliwia¢ préby
whnioskowania w oparciu o istniejace dane. Jezeli chodzi o mozliwosci radzenia so-
bie z brakami w danych wejsciowych, to przede wszystkim mozna wymieni¢ na-
stepujace podejscia:

e Usuwanie obiektow lub zmiennych, w ktorych braki te zostaty zidentyfikowa-
ne. W badaniach metoda ta nie zostanie wybrana ze wzgledu na cel artykutu.
Wykorzystywana jest wtedy, gdy predykcja brakéw w zmiennych mato istot-
nych moze powodowa¢ pogorszenie jakosci klasyfikowania (dotyczy usuwania
zmiennych). Usuwanie catych obiektéw stosowane jest w sytuacji, gdy mamy
do czynienia z wystarczajaco obszerna baza danych, w innych przypadkach
jednak czgsto usunigcie obiektow z brakami powoduje zaburzenia w mozliwo-
§ci poprawnego wnioskowania.

« Ignorowanie brakujacych danych, a tym samym dostosowanie metody klasyfi-
kacji obiektow do faktu wystepowania brakow w danych. Wiele klasyfikatorow
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radzi sobie z tym problemem, jednak specyfika sieci neuronowych wykorzy-

stywanych w badaniach (perceptron wielowarstwowy) powoduje, ze do bada-

nia niezbedny jest komplet zmiennych wejsciowych.

o Uzupetnianie brakéw. Ten wariant zostanie wykorzystany w badaniach w ni-
niejszym artykule.

Ostatnia metoda, szeroko omoéwiona w literaturze, bazuje na uzupetnianiu bra-
kow za pomoca pewnej wartosci ,,wyliczonej” na podstawie mniej lub bardziej wy-
rafinowanego kryterium. Gtéwna jej zaleta jest to, ze umozliwia ona wykorzystanie
sieci MLP do klasyfikacji po usunieciu brakéw, co z danymi niekompletnymi nie
bytoby mozliwe.

»Rekonstrukcji” zbioru danych, w ktérym znajduja sie braki, mozna dokona¢
za pomoca nastgpujacych metod (wszystkie naleza do procedur przetwarzania
wstepnego, przed uzyciem klasyfikatora):

e Uzupetnianie globalne obliczona wartoscia dla wszystkich danych danej
zmiennej. Najczesciej wykorzystywane sa takie statystyki, jak srednia, mediana
czy dominanta. Sposéb ten nalezy do metod uzupetniania ,,bez nauczyciela”.
Warto doda¢, ze aby moc przyktadowo zastosowaé srednia do usuwania bra-
kéw, musi by¢ spetnionych kilka warunkéw, m.in. rozktad normalny zmien-
nych, co zostato w analizowanym przyktadzie sprawdzone.

o Uzupetnianie lokalne wzglgdem decyzji oraz zmiennej. Metoda mozliwa do
wykorzystania pod warunkiem posiadania informacji na temat klasyfikacji
obiektow do klas decyzyjnych — ,,z nauczycielem”. Po podzieleniu obiektéw na
klasy, wykorzystuje si¢ w ich obrgbie te same statystyki co w uzupetnianiu
globalnym (np. srednia dla danego wskaznika w obrgbie jednej z klas).

o Uzupetnianie metoda k-najblizszych sasiadow (k-nearest neighbours, k-nn) —
bazowanie na zatozeniu o podobienstwie obiektow. Wartos¢ zmiennej wyj-
sciowej (zaleznej) dla nowego punktu (w tym przypadku dla braku w danych)
oceniana jest na podstawie zestawu k ,,przyktadowych” punktéw. Metoda
k-najblizszych sasiadéw poszukuje tych k ,,przyktadéow” w najblizszym sa-
siedztwie nowego punktu.

Problem szumu wystepujacego w danych wejsciowych, dla ktérych wykorzy-
stywane sa sieci neuronowe, nie jest problemem krytycznym. Odpowiednio na-
uczona sie¢ neuronowa powinna dosé skutecznie ,odfiltrowaé” szum, dlatego tez
powszechnie uwaza sig, ze sie¢ neuronowa jest odporna na szumy. Warto jednak
eksperymentalnie sprawdzi¢, czy istnieje pewna granica, powyzej ktérej nawet taki
sposob klasyfikacji obarczony jest wigkszym bigdem ze wzglgdu na te szumy
[Duch i in. 2000].
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4. Analiza wplywu sposobu uzupetniania brakow
na jakos¢ klasyfikacji

Trafnos¢ klasyfikacji, bedaca ilorazem poprawnie sklasyfikowanych obiektéw do
wszystkich obiektow, postuzyta do oceny jakosci klasyfikacji z wykorzystaniem
wybranej metody uzupetniania brakow.

W przypadku testowania sieci, gdzie zbior danych jest kompletny, trafnosé
wyniosta 53%. Wartos¢ ta bedzie stanowita wazny punkt odniesienia dla otrzyma-
nych wynikow.

W celu wyeliminowania brakéw postuzono sie nastepujacymi metodami:

— uzupetnienie brakow srednia dla danej zmiennej;
— uzupelnienie danych niepelnych mediana dla danej zmiennej;
— uzupelnienie z wykorzystaniem metody k-najblizszych sasiadow. W metodzie

tej jako optymalne, sprawdzone eksperymentalnie, przyjeto k = 20;

— uzupetnienie brakéw srednia dla danej zmiennej w klasie.

Braki w danych generowane byly losowo w zakresie 1-10%, co przykladowo
oznacza, ze dla 1% brakow wylosowano 40 atrybutdw, ktore zostaty usunigte. Wy-
niki przedstawiono na rys. 1.
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Rys. 1. Trafnos¢ klasyfikacji przy losowych brakach w danych uzupetnianych réznymi metodami

Zrodio: opracowanie wiasne.

Jak mozna zauwazy¢, uzupetnianie brakoéw danych oparte na algorytmie
k-najblizszych sasiadow osiaga lepsze wyniki niz srednia czy mediana (globalne).
Trafnos¢ klasyfikacji dla brakéw w zakresie 1-5% oscyluje miedzy 49 a 51%. Ja-
kos¢ spada na poziomie 6% do 45%, natomiast przy 10% brakow klasyfikacja jest
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trafna juz jedynie w 45%. Dla $redniej i mediany (wyniki niewiele si¢ roznia, o
okoto 1%, jedynie w przypadku 6-procentowych niekompletnych danych jest to
ponad 3%) trafnos¢ ta waha sie w przedziale 40-50%, poczatkowo maleje wraz ze
wzrostem danych niekompletnych, nieco wzrasta przy 5%, a nastepnie wraca do
poziomu okoto 40%.

Jesli natomiast pordwnac te wyniki z proba likwidacji brakdw za pomoca sred-
niej dla kazdego wskaznika w obrebie danej klasy, to przy niewielkich brakach,
rzedu 1-2%, metoda ta jest zdecydowanie skuteczniejsza, nawet w poréwnaniu z
algorytmem k-najblizszych sasiadéw. W przypadku 3% brakéw skutecznosé klasy-
fikacji zbioru testujacego zawiera si¢ migdzy metodami k-nn a srednia/mediana
globalna. W pozostatych przypadkach jej trafnos¢ to plus/minus 2% w stosunku do
metod uzupetniania globalnego srednia i mediana.

Jedynie dla 1% i 2% brakow trafnos¢ klasyfikacji przy ich uzupetnianiu srednia
lokalna uzyskano wyniki lepsze niz w przypadku sieci, w ktorej posiadano komplet
danych. W pozostatych przypadkach sa to wartosci nizsze niz 53%. Jest to zrozu-
miale, poniewaz ten sposéb uzupetniania powoduje powstawanie obiektéw bar-
dziej ,,charakterystycznych” dla danej klasy, co wynika z usrednienia wartosci
atrybutow.

Podsumowujac — wraz ze wzrostem liczby brakujacych danych jakosé¢ klasyfi-
kacji spada. Jedynie dla niewielkich ubytkow rzedu 1-2% mozna uzyskac¢ dobre
wyniki pod warunkiem wykorzystania metody uzupetniania wzgledem sredniej w
klasie. Jesli za$ liczba brakdw przekracza 2%, nalezy korzysta¢ z metody k-naj-
blizszych sasiaddw.

5. Wplyw wystepowania szumow na klasyfikacje obiektow

Kolejnym etapem badania jest sprawdzenie, jaki wptyw na jakosé¢ klasyfikacji ma
zaszumienie danych. Zmienne oraz obiekty wybrano losowo, a nastepnie celowo
zmieniono wartosci atrybutdéw. Zrobiono to wedtug algorytmu, ktéry zakladat
zmiane danych dla okreslonej, wczesniej zadeklarowanej, liczby atrybutéw (ozna-
czone jako stopien zaszumienia, np. dla 10% jest to 400 atrybutdéw). W praktyce
oznaczato to zwiekszenie/zmniejszenie wartosci konkretnej zmiennej o od 1 do
10% (rowniez wartos¢ oraz znak zmiany byt dobierany losowo).

Taka procedura miata spowodowa¢, ze dane zostang zaszumione w sposéb loso-
wy, zaréwno pod wzgledem wyboru zaszumionych atrybutow, jak i zmiany wartosci
wskaznika. W celu uzyskania lepszego obrazu badanego zjawiska eksperyment zo-
stal przeprowadzony wielokrotnie. Wybrane wyniki przedstawiono na rys. 2. Wyni-
ka z niego, ze trafnos¢ klasyfikacji w znacznym stopniu zalezy od losowego za-
szumienia probek w zbiorze wejsciowym. Srednia trafnos¢ oscyluje w granicach
49-51%. Jest to niewiele mniej niz klasyfikacja wzorcowej prébki (53%). Wyzna-
czona linia trendu wskazuje na nieznaczny spadek jakosci klasyfikacji w obrebie
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badanych obiektow. Zauwazalne jest rowniez to, ze wraz ze wzrostem zaszumienia
rozrzut wynikéw jest coraz mniejszy.
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Rys. 2. Trafnos¢ klasyfikacji dla sieci neuronowej z losowo zaszumionymi danymi

Zrédto: opracowanie wiasne.

Minimalna trafnos¢ klasyfikacji to okoto 47% dla danych, w ktérych znajdo-
walto si¢ 7 i 9% probek zaszumionych. Maksymalna zas to prawie 58% dla jednego
z losowan danych o 9% stopniu zaszumienia. Jednak w pozostatych przypadkach
jest to okoto 51-53%.

6. Podsumowanie

Na podstawie przeprowadzonych badan mozna wyciagna¢ wnioski dotyczace po-

stawionego problemu badawczego:

o Na jakos¢ klasyfikacji w znacznym stopniu wplywa sposob uzupetniania bra-
kéw wystepujacych w danych wejsciowych, bedacy jedna z metod radzenia
sobie z nimi. W przypadku niewielkich ubytkéw, rzedu 1-2%, jakos¢ klasyfi-
kacji przy wykorzystaniu dla brakéw sredniej dla danej zmiennej z klasy jest
poréwnywalna lub czasami wyzsza od wzorcowej (dla probki z kompletem da-
nych). Jesli jednak zwieksza sie niekompletnosé¢ danych, wtedy lepsza okazuje
sie metoda k-najblizszych sasiadéw, przy czym jakos¢ poczatkowo nieznacznie
spada, po czym okoto 10% brakdw znacznie wptywa na pogorszenie trafnosci.

o Losowy dob6r zmiennych oraz przypadkdéw, ktorych wartosci zostaty sztucznie
zmienione wedtug opisanego algorytmu, sprawia, ze trafnos¢ klasyfikacji nie-
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znacznie spada. Jakos¢ Kklasyfikacji ulega rowniez silnym wahaniom w zalez-
nosci od losowania. Jednak srednia trafhos$¢ to okoto 51%, a wiec mozna po-
twierdzi¢ powszechne twierdzenie o odpornosci sieci na szumy.
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ANALYSIS OF THE QUALITY
OF ECONOMIC OBJECT CLASSIFICATION
WITH INCOMPLETE DATA USING NEURAL NETWORKS

Summary: The aim of the article is presenting the importance of descriptive information for
the classification of companies listed on the Warsaw Stock Exchange, and more the possibil-
ity of missing data, corrupted by noise variables or deliberate reduction the number of va-
riables. It is essential how the deterioration in the quality of input data affects the efficiency
of classification — the number of companies correctly classified into particular groups (clas-
sification using rating). Companies listed on the WSE are creating research material, while
the data are derived from their accounts. In the article artificial neural networks are used,
which allow inter alia objects classification. Previous analysis are used to compare the re-
sults obtained with the classification using the complete information about the companies.
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